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Resumen

n la actualidad, los Sistemas Mudltiples de Clasificacion (SMC) se han

consolidado como una fuerte linea de investigacion en reconocimiento de
patrones. Entre otros aspectos, el éxito de estos sistemas radica en la combinacion
de varias decisiones individuales para clasificar un mismo patron de prueba, en
lugar de utilizar un clasificador Unico. Para este fin, es fundamental que el SMC
cumpla con dos condiciones basicas: ser diverso y estar formado por elementos
suficientemente precisos.

Sin embargo, la responsabilidad de los resultados en la clasificacion no es
solo responsabilidad del SMC, la calidad del conjunto de entrenamiento también
influye significativamente en su desempefio. Algunos de los principales factores
que deterioran la calidad de la clasificacion y que estan directamente relacionados
con el conjunto de datos son: patrones redundantes, atipicos o ruidosos, bases de
datos con tamafio excesivo, y desbalance entre las distribuciones de las clases.

En la presente Tesis Doctoral, se desarrollan diversas metodologias
orientadas a extender el uso de SMC al ser utilizados como parte de la solucién a
estos problemas. Para ello, se construyen SMC formados mediante submuestreo de
patrones con el mismo grado de representatividad entre clases que el conjunto de
datos original, en los cuales la fusion de clasificadores se realiza con dos enfoques:
votacion por mayoria simple y votacion por mayoria ponderada. En este Gltimo
enfoque, se desarrollan siete diferentes esquemas de ponderacion, seis con
ponderacién dindmica y uno con ponderacion estatica.



Por otro lado, para disminuir y, en algunos casos, eliminar los aspectos
negativos con los que el conjunto de datos cuenta, se utilizan, de forma conjunta,
métodos propios de los SMC vy diversos algoritmos de preprocesado.
Especificamente, para la limpieza del conjunto de datos, se emplea la edicion de
Wilson, para la reduccién del tamafio del conjunto de entrenamiento, se aplica el
algoritmo de subconjunto selectivo modificado, y para la generacion de patrones
sintéticos, se utiliza el algoritmo SMOTE y la eliminacion de patrones redundantes.

Para la clasificacién de nuevos patrones, se acude a dos reglas de decision
ampliamente estudiadas en reconocimiento de patrones: la regla del vecino mas
cercano y redes neuronales artificiales. En esta ultima regla, se implementan dos
diferentes estructuras de redes neuronales: perceptron multicapa y red modular. Por
su parte, para la experimentacion, se utilizan 17 bases de datos de problemas reales
con caracteristicas muy variadas entre si, como balance entre clases, cantidad de
patrones, dimensionalidad y nimero de clases, entre otras.

Los resultados experimentales nos permiten evidenciar lo viable y ventajoso
que las metodologias propuestas resultan ser como parte de solucion a los
problemas antes mencionados. Las aportaciones realizadas pueden describirse en
funcién de su impacto de la siguiente manera:

a) Evidenciar como, al utilizar conjuntamente SMC y algoritmos de
preprocesado, es posible eliminar (en la mayoria de los casos) los efectos
negativos que el desbalance tiene sobre los indices de precision.

b) Proponer la escalabilidad de algoritmos como alternativa de solucion para
conjuntos de datos con tamafio excesivo, con una precision igual o superior
a la obtenida cuando se trabaja con el conjunto de datos de forma clésica.

c) Demostrar el alto rendimiento (en términos de precision) que se tiene
cuando se combinan métodos de SMC y la edicion de Wilson.

d) Presentar evidencia suficiente que permite demostrar que no siempre los
mas altos indices de diversidad en las decisiones favorecen los mejores
niveles de precision.

e) Con base al desempefio obtenido con los algoritmos de redes neuronales
utilizados, es posible justificar la utilizacion de la regla 1-NN como
algoritmo de clasificacion en SMC.

f) Mostrar el buen desempefio que los métodos propuestos de ponderacion
dindmica tienen sobre la ponderacién estatica y la votaciéon simple en la
fusion de clasificadores.

g) Demostrar la viabilidad de utilizar los métodos de submuestreo seleccion
secuencial, seleccion aleatoria sin reemplazo y Bagging, para obtener
diversidad en un SMC, con resultados satisfactorios.



h) Establecer como numero suficiente de miembros en un SMC 5, 7 y 9

i)

)

clasificadores.

Comprobar que la creacion de submuestras que mantienen un mismo grado
de representatividad entre las clases igual a la del conjunto de datos
original, favorece el desempefio de los SMC, en comparacién con
submuestras formadas sin considerar esta representatividad.

Validar la posibilidad de construir redes neuronales con el minimo de
neuronas en la capa oculta sin deteriorar los indices de precision.






Abstract

I n the present, Multiple Classifier Systems (MCS) have become an important
research line in Pattern Recognition. Among other aspects, the success of these
systems is due to the increase in performance derived from the combination of a set
of individual decisions, instead of using a unique classifier. To this end, the MCS
has to satisfy two basic conditions: it should be as diverse as possible and it should
consist of sufficiently accurate elements.

Nevertheless, the classification results do not depend only on the MCS, but
also on the quality of the training set. Some of the main factors that can deteriorate
the classification quality and are strongly related to the data sets are: redundant,
atypical, and noisy patterns, huge databases, and imbalance in class distributions.

In the present Ph.D. Thesis, we develop several methodologies that are
directed to extend the use of the MCS as a part of the solution to those problems.
Thus we generate MCS by resampling patterns in such a way that the resulting
subsamples keep the a priori class distribution present in the original data set. In
this case, the classifier fusion is performed by means of two approaches: simple
majority voting and weighted majority voting. In this second approach, seven
different weighting schemes are proposed, six of them with dynamic weighting and
one with static weighting.

On the other hand, in order to reduce and in some cases, even eliminate the
negative aspects of the data set, we combined several MCS methods with
preprocessing algorithms.  Specifically, for cleaning the data set we employed



Wilson editing, for reducing the training set size we applied the modified selective
subset algorithm, and for the generation of synthetic patterns we utilized the
SMOTE algorithm and the and removal of redundant patterns.

For the classification of new patterns, we used two decision rules widely
studied in pattern recognition: the nearest neighbour rule and the neural networks.
With respect to the latter, two distinct types of neural structures were explored: the
multilayer perceptron and the modular network. In the experimentation, we
employed 17 real-problem databases with very different characteristics such as
class imbalance, number of patterns, dimensionality, and number of classes, among
others.

The experimental results demonstrated the feasibility and the advantageous of
these methodologies to solve the described problems. The main contributions can
be described in the following way:

a) It has been proved that the combination of MCS methods whit
preprocessing algorithms allows to eliminate (in most cases) the negative
effects of class imbalance on the accuracy rates.

b) It has been proposed the scalability of algorithms as an alternative to
process huge databases, with accuracy levels equal to or superior than those
obtained when the data set is used in a classical way.

c¢) It has been demonstrated the high performance (in terms of accuracy) given
when MCS and Wilson editing are combined.

d) It has been showed that not always the highest diversity in the decisions
means the highest accuracy rates.

e) Based on the performance obtained with the neural networks, it can be
justified the use of the 1-NN rule as the classifier algorithm within the
MCS.

f) It has been proved the good performance of the dynamic weighting methods
here proposed when compared to the static weighting and the simple voting
for the classifier fusion.

g) It has been demonstrated the feasibility of using the resampling methods
based on sequential selection, random selection without replacement and
Bagging, to obtain diversity in a MCS with satisfactory results.

h) It has been established that the sufficient number of members in a MCS is
5, 7 and 9 classifiers.

i) It has been showed that the resampling methods based on keeping the a
priori class distributions improves the performance when compared to the
traditional resampling strategies.

J) It has been proved that it is possible to build neural networks with minimum
number of neurons in the hidden layer without degrading the accuracy rates.

Vi
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Capitulo 1

Introduccion

a tarea del reconocimiento de patrones involucra la habilidad de decidir con

precision y eficiencia la asignacion de etiquetas a objetos, imagenes, sonidos,
pensamientos o ideas. Cada vez mas, el uso de estos sistemas ha reemplazado las
actividades manuales del hombre, contribuyendo a simplificar muchas de sus tareas
diarias.

Las areas de aplicacion del reconocimiento de patrones son muy diversas,
pero quizas donde mas intensamente ha sido usado es en el area médica, de manera
concreta, en el diagnostico temprano de problemas de salud [Ort., 96]. Como
ejemplo de ello, es posible mencionar los sistemas automaticos para deteccién de
isquemia cardiaca [Pap., 01], diagndstico de afecciones Oseas y oculares, deteccion
temprana de cancer mamario [Woo., 93], analisis de imagenes provenientes de
tomografia axial computerizada, estudio y clasificacion de cromosomas,
reconocimiento de genes en secuencias de ADN, analisis prenatal, diagndsticos de
sindromes genéticos, analisis de trazos electrocardiograficos y de encefalogramas
[Mic., 00], etc. Sin embargo, también se ha aplicado a otras &reas, como el
procesamiento de imagenes satelitales, comunicacion acustica con computadoras,
reconocimiento de caracteres escritos, reconocimiento de rostros, control de robots
que utilizan informacion visual y vehiculos auténomos [Par., 96], lectura de
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direcciones postales, sistemas de reconocimiento de voz, desarrollo de diarios y
agendas electronicas, reconocimiento de patrones en procesos sismicos [Die., 98],
entre otras muchas. La asistencia inteligente de estos sistemas durante la toma de
decisiones resulta ser de vital importancia, pues de ella depende en gran medida el
éxito o fracaso de los procesos.

Debido a la inminente necesidad de contar con sistemas informaticos
eficientes, en las ultimas cuatro décadas, se ha tenido un fuerte desarrollo en un
conjunto de métodos aplicados al logro del proceso de aprendizaje automatico
eficiente. De estas investigaciones destaca una técnica cominmente conocida como
“ensembles” o Sistemas Multiples de Clasificacion (SMC), que pueden definirse
como “el empleo de un grupo de clasificadores, cuyas decisiones individuales son
combinadas para clasificar un nuevo patron” [Die., 97]. De esta forma, D = { Dy,...,
Dn} es un grupo de clasificadores. Cada clasificador asigna un patron de entrada y
a una de las c clases disponibles. La salida del SMC es un vector H-dimensional
gue contiene las decisiones de cada uno de los H clasificadores individuales
[D1(X),..., DH(X)]".

Para combinar las decisiones individuales, se distinguen dos estrategias:
seleccién y fusion. En la seleccion de clasificadores, cada clasificador individual es
considerado experto sobre una parte del espacio de representacion, por lo que, para
asignar la etiqueta de clase que corresponde ay, se selecciona un solo clasificador.
Por otro lado, la fusion de clasificadores asume que todos los componentes
individuales del SMC son competitivos, en vez de complementarios, es decir, todos
son igualmente expertos en todo el espacio de representacion, de tal manera que
todos deciden qué etiqueta de clase corresponde a y.

Por mdaltiples razones, actualmente estos sistemas se han consolidado como
una linea bien establecida de estudio en reconocimiento de patrones. Esto obedece
en parte, a varios aspectos en los que los SMC superan al desempefio que hasta
ahora se ha observado cuando se utiliza un clasificador Unico [Kun., 01c]: la
decision combinada toma ventaja sobre la decision de cada clasificador individual,
los errores correlacionados de los componentes individuales pueden ser eliminados
cuando se considera el total de las decisiones y, finalmente, el espacio individual de
busqueda puede no contener la funcién objetivo. Para esto, existen dos condiciones
necesarias y fundamentales que un SMC debe satisfacer [Kun., 02a]: que exista
diversidad de las decisiones y que el ratio de error de los componentes individuales
(principalmente cuando se utiliza el esquema de votacion simple) sea superior a
0.5.

Se dice que dos clasificadores son diversos si arrojan decisiones diferentes al
clasificar un mismo patron de entrada. Para que esta diversidad exista, se han
propuesto multiples y muy variados métodos. Algunos incluyen la diversidad entre
los algoritmos de clasificacion [Bah., 00], [Kol., 91], [Rav., 96], [Ali., 96], y otros
la diversidad en el conjunto de entrenamiento (CE) utilizado [Ho., 92], [Bre., 96],
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[Kun., 05], [Fre., 96], [Bre., 98], [Par., 96], [Bar., 03a]. Por otro lado, en lo que
respecta a la precision de los elementos que forman el SMC, se ha demostrado que
si la proporcion del error de los componentes individuales excede el 0.5, la
precision del SMC se ve seriamente afectada [Die., 97], pudiendo en algunos casos
tener peores resultados el SMC que cualquiera de los clasificadores que lo forman
[Mat., 96].

Otros factores que tambien influyen en los indices de precision son algunos
problemas presentes en el CE [Bar 0la]: patrones con atributos poco
discriminantes, presencia de patrones atipicos o ruidosos, CE resultantes cuyo
tamafio requiere de una gran cantidad (gigabytes o terabytes) de memoria RAM
para su procesamiento en conjunto, y/o la obtencion de CE con desbalance en la
representatividad de cada una de sus clases. Estos aspectos aun no han sido tratados
de manera conjunta con técnicas de combinacién de clasificadores, situacion que
motiva fuertemente la realizacion del presente trabajo.

1.1 OBJETIVOS DE LA TESIS

La presente tesis tiene como objetivo principal ampliar el conocimiento en la
implementacion de SMC, evaluando su desempefio cuando se utiliza la regla del
vecino mas cercano o algun tipo de redes neuronales artificiales como algoritmo de
clasificacion. Para ello, se desarrollan e implementan metodologias de trabajo que,
mediante la utilizaciébn de un SMC, proporcionen alternativas de solucion a
problemas préacticos de reconocimiento de patrones. En particular, se analiza la
conveniencia de esta posibilidad cuando se tratan los siguientes casos:

a) Conjuntos de datos que cuenten con desbalance. Para lograr un adecuado
tratamiento de este tipo de datos, se propone trabajar de manera conjunta el
SMC con algoritmos de preprocesado (reduccién, aumento y limpieza) del
CE.

b) Escalabilidad de algoritmos. Para conjuntos de datos que por su gran
tamafio no pueden ser cargados totalmente en la memoria del equipo de
cémputo, se incluye el estudio y desarrollo de metodologias que faciliten su
tratamiento de forma eficiente.

c) Aumento de la eficiencia de la regla del vecino mas cercano (1-NN). Para
disminuir los efectos negativos que problemas inherentes a la regla 1-NN
tiene sobre la clasificacion, se implementan nuevos criterios para ponderar
las decisiones individuales en el SMC cuando se utiliza el esquema de
fusion de clasificadores.

d) Analisis de diversidad. Para esta situacion, se acudi6 a métodos ya
existentes que aplicados de manera exhaustiva logran determinar el grado
de diversidad de las decisiones individuales en los SMC utilizados.

e) Implementacion de redes neuronales artificiales. Como parte de este
objetivo, se realiza la implementacion y prueba de la capacidad
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computacional de dos esquemas de redes neuronales artificiales (RNA): el
perceptron multicapa con aprendizaje de backpropagation y la red modular
con aprendizaje de gradiente estocastico, como algoritmos de clasificacion
en un SMC.

Mediante experimentos con conjuntos de datos reales, se demuestra que las
metodologias propuestas amplian el buen desempefio de los SMC, aumentando
ademas, la eficiencia en la clasificacion de nuevos patrones que hasta el momento
se ha observado con el uso de un sélo clasificador.

1.2 ESTRUCTURA DEL DOCUMENTO

El presente documento de Tesis Doctoral consta de tres partes principales, cada una
de ellas integrada a su vez por un conjunto de capitulos. Ademas, se incluyen
también diversos apéndices con informacion complementaria.

Parte I. En esta parte, se establecen el objetivo general, los alcances y la
motivacion de la presente investigacion, ademas de proporcionar los principios
basicos de reconocimiento de patrones, métricas de similaridad y criterios de
evaluacion mas utilizados. En uno de los capitulos, también se abordan los dos
principales paradigmas estudiados para la clasificacion de patrones, haciendo una
revision de los principales factores que deterioran la calidad de clasificacion
relacionados con el CE y se describen las principales estrategias de preprocesado
propuestas en la literatura para resolver algunos de esos problemas. Como capitulo
medular, se incluye una revisién bibliogréfica de los diferentes métodos que han
surgido para integrar un SMC, de las formas de realizar la toma de decisiones y de
las diferentes técnicas para medir la diversidad en las decisiones individuales.

Parte Il. En este apartado, se detallan las diferentes metodologias de solucion
propuestas para cada uno de los problemas planteados, las bases de datos utilizadas
y la parte experimental que incluye una serie de resultados donde pueden apreciarse
las mejoras y el cumplimiento de los objetivos trazados.

Parte I11. Conclusiones. En esta parte, se presentan las principales conclusiones de
la investigacion y se resaltan las aportaciones personales. Con base en la evidencia
descrita en la Parte Il, se determina el cumplimiento de hipotesis y objetivos;
ademas, se ofrecen directrices para futuras investigaciones.

Apéndices. Resultados a detalle. En el Apéndice I, se incluyen de forma detallada
el proceso de aprendizaje backpropagation y el funcionamiento de la red modular.
En el Apéndice I, se proporcionan los resultados a detalle al aplicar los diferentes
métodos para estimar la diversidad en las decisiones. Por ultimo, en los Apéndices
Iy 1V, presentamos las tablas de los resultados obtenidos en la clasificacion de
forma detallada. En cada una de las tablas, puede observarse la precision general y
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su respectiva desviacion estandar. Todas estas tablas son referencia directa de los
resultados incluidos en el grueso del documento y forman parte de los
experimentos mostrados en la Parte I1.
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Aspectos basicos del
Reconocimiento
de Patrones

En 1956, se acund formalmente el término de Inteligencia Artificial como una
ciencia que pretende desarrollar software y hardware que simulen el
comportamiento humano; sin embargo, el estudio de la inteligencia contemplada
como el razonamiento humano ha sido abordado por los filosofos desde hace mas
de 2000 afios. A lo largo de este tiempo, muchas ciencias han participado de forma
activa en el desarrollo exitoso de herramientas de Inteligencia Artificial. Algunas
de ellas son las Matematicas, que nos proporcionan teorias formales relacionadas
con la légica, la probabilidad, la teoria de decisiones y la computacion. Otra es la
Psicologia, cuyas herramientas nos permiten investigar la mente humana, al mismo
tiempo que nos proporciona un lenguaje cientifico para expresar las teorias que se
van obteniendo, en tanto que la Lingiiistica nos ofrece teorias sobre la estructura y
el significado del lenguaje.
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Una de las areas de mayor crecimiento es el reconocimiento de patrones,
intimamente relacionado con el Aprendizaje de Maquinas (en inglés, Machine
Learning) o Aprendizaje Automatico y podemos definirlo como: la rama de la
Inteligencia Artificial que estudia la operacion y el disefio de sistemas que permitan
extraer similaridades y coincidencias de un conjunto de objetos y ayude a
establecer propiedades de o entre conjuntos de datos. También podemos definirlo
como el acto de tomar datos sin ningtn sentido y clasificarlos de acuerdo a una
accion basada en las categorias de un patrén dado, previamente analizado [The.,
98]. Para lograr su objetivo, el reconocimiento de patrones involucra una gran
variedad de subdisciplinas, como el andlisis discriminante, la extraccion de
caracteristicas, la estimacion del error, el andlisis de regiones, la inferencia
gramatical, etc.

2.1 APLICACIONES DEL RECONOCIMIENTO DE
PATRONES

El reconocimiento de patrones cubre una vasta drea de procesamiento de
informacion que va (s6lo por mencionar algunas de ellas) desde el reconocimiento
de voz, de escritura, de sefiales sismicas o de radar, hasta el diagndstico de
enfermedades o la deteccion de fallos en maquinaria y procesos industriales, y
tienen muy diversas aplicaciones: agricolas, industriales, biomédicas, astrondmicas
o en proteccion civil. A continuacion, se enumeran algunos trabajos que, con la
ayuda de técnicas y metodologias de reconocimiento de patrones, resuelven algin
problema especifico.

a) Reconocimiento de caracteres escritos. Para el ser humano es relativamente
sencillo reconocer los patrones de la escritura manuscrita, mientras que esta
tarea es sumamente dificil para la computadora. Existen programas que
tratan de lograr este objetivo; un caso concreto es el software llamado
genéricamente OCR (Optical Character Recognition) que reconoce la
escritura manuscrita con estilo cursivo y la trata como si fueran patrones
[Dud., 00].

b) Reconocimiento del lenguaje hablado [Rod., 01]. Es una de las tecnologias
que ha tenido mayor avance en los Ultimos afos. Sus herramientas tienen la
capacidad de reconocer lenguajes de diversas complejidades, ya sea un
hablante, con un vocabulario muy limitado, u otro inmerso en vocabularios
flexibles compuestos por miles de palabras. En este contexto, se encuentran
las aplicaciones que realizan la conversion voz-texto, las cuales permiten al
usuario una comunicacién con la maquina, una conversion texto-voz
simulando el proceso de lectura de un texto almacenado en formato
electronico, o el reconocimiento de locutores con el que se verifica la
identidad del hablante de forma automatica a partir de la sefial de voz;
finalmente, la codificacion de voz que realiza la buasqueda de
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d)

2.2.1

representaciones eficientes en formato digital de la sefal de voz para su
almacenamiento y/o transmision.

Analisis de imagenes y vision artificial. En este campo, la aplicacion del
reconocimiento de patrones es sumamente variada, se trata de sistemas que
obtienen imagenes de una cdmara de video y act@ian por si mismas en tareas
como el reconocimiento de entradas y salidas del personal de una empresa,
la identificacion del sujeto mediante la captura de la imagen de video o la
deteccion de objetos en movimiento. Otras aplicaciones de esta misma
naturaleza son la de deteccion de billetes falsos o de defectos en productos
industriales.

Biometria. La identificaciéon de individuos a partir de una caracteristica
anatdmica o un rasgo de su comportamiento es una de las aplicaciones de
mayor auge en la actualidad. Caracteristicas anatdmicas como una huella
dactilar, el rostro, la voz, la silueta de la mano, patrones de la retina o el iris
tienen la cualidad de ser relativamente estables en el tiempo [Hon., 98]. En
aplicaciones practicas, la deteccion de la huella dactilar es captada por un
lector, y puede ser buscada en la base de datos del personal. Otras
aplicaciones similares son la lectura de iris por la digitalizacion de
imagenes captadas con rayos infrarrojos. El iris forma un patrén unico para
cada persona y puede ser usado como método de identificacion similar a las
huellas digitales.

Biologia. En esta area, se han realizado amplios estudios para el
reconocimiento de patrones bioldgicos de proteinas y genes, y mas
recientemente ha servido para estudiar la hipervariabilidad genética de los
virus del sida, en los que, con la ayuda de herramientas propias de
reconocimiento sintactico de patrones, se han podido identificar
determinadas gramaticas y restricciones sistematicas que coinciden con
segmentos especificos de la conformacién genética viral, lo que ha
permitido una formalizacion sintactica de estos virus [Pat., 89].

2.2 ENFOQUES DE RECONOCIMIENTO DE PATRONES

Existen varios enfoques en el reconocimiento automatico de patrones. A
continuacion, se describen brevemente algunos de lo més utilizados, como son: los
que se basan en la teoria de probabilidad y estadistica, los que utilizan funciones
discriminantes, los que se basan en la neuro-computacion y los que utilizan
algoritmos de busqueda o métodos de optimizacion basados en heuristica.

RECONOCIMIENTO ESTADISTICO DE PATRONES

Para realizar el proceso de reconocimiento, se tienen dos diferentes enfoques [Fuk.,
90]: reconocimiento paramétrico y reconocimiento no paramétrico. El primero de
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ellos realiza el reconocimiento de patrones por medio de métodos estadisticos.
Estos sistemas utilizan la Teoria de Decisién de Bayes como base para averiguar la
probabilidad matematica de cada una de las clases o categorias. Esto quiere decir
que de antemano se conocen las probabilidades asociadas a cada una de las clases
y, a partir de ellas, se hace la prediccion de la etiqueta de clase que corresponda a
un caso nuevo.

A diferencia del reconocimiento paramétrico, en el reconocimiento no
paramétrico se dispone de un conjunto de patrones representados de forma
vectorial, que mediante la utilizacién de funciones discriminantes se establecen
regiones en el universo de estudio donde se encuentran las clases a las que
pertenecen los patrones y, para determinar la clase a la que pertenece un patron
nuevo (no conocido), utiliza Unicamente la informacidon proporcionada por los
patrones de entrenamiento.

2.2.2 RECONOCIMIENTO SINTACTICO DE PATRONES

Este tipo de reconocimiento busca las relaciones estructurales que guardan los
objetos de estudio, es decir, busca la cantidad de informacidon que un objeto x tiene
sobre otro objeto y, y el metalenguaje con el que éste ultimo puede ser capaz de
describirlo. Para ello, hace uso de descriptores sintdcticos con la ayuda de la teoria
de lenguajes formales [Fu., 82].

Algunas aplicaciones de este tipo de reconocimiento son en biologia
molecular para el andlisis de secuencias de proteinas, de biosecuencias de ADN,
para evaluar la eficiencia de alfabetos reducidos de aminoacidos y, en psiquiatria,
para proponer nuevas metodologias de investigacion tendentes a cuantificar los
patrones dindmicos de la relacion paciente-terapeuta [Rap., 91], entre otras.

2.2.3 REDES NEURONALES ARTIFICIALES

Este enfoque utiliza aprendizaje supervisado para realizar los entrenamientos de
una estructura formada por varios nodos (neuronas) interconectados entre si
mediante pesos, y que son agrupados en diferentes capas (de entrada, oculta y de
salida). Esta estructura es “entrenada” con los patrones de cada clase, de tal forma
que al finalizar el entrenamiento, la red neuronal tenga la capacidad de etiquetar
nuevos patrones de forma eficiente en poco tiempo.

Debido a la capacidad de resolver problemas no lineales, al elevado poder de
clasificacion, y sobre todo, a la capacidad que tienen para aprender una
determinada tarea, se han convertido en una de las herramientas mas atractivas para
la solucion de diversos problemas del reconocimiento de patrones. Sin embargo,
pese a las ventajas que ofrecen, cuentan con algunos inconvenientes:
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desconocimiento a priori de la estructura de capas y nimero de nodos necesarios
para cada problema, la posibilidad de caer en minimos locales durante el
entrenamiento de la red y, en ocasiones, contar con un aprendizaje excesivamente
costoso en cuestiones de tiempo. Debido a la importancia que este enfoque tiene en
la investigacion, se abordard mas ampliamente en apartados posteriores.

2.2.4 RECONOCIMIENTO LOGICO COMBINATORIO DE PATRONES

Este enfoque se basa en la idea de que la modelacion del problema debe ser lo mas
cercana posible a la realidad del mismo, sin hacer suposiciones que carezcan de
fundamento. Uno de sus aspectos esenciales es que las caracteristicas utilizadas
para describir a los objetos de estudio deben ser tratadas cuidadosamente. Para
realizar el reconocimiento, se auxilia de formalismos matematicos (deduccion
matematica), que le permiten derivar nuevos conocimientos a partir de
conocimientos existentes.

2.3 ETAPAS DE UN SISTEMA DE RECONOCIMIENTO DE
PATRONES (SRP)

En la actualidad, no se ha establecido de forma concluyente el proceso sobre como
los seres vivos realizamos el reconocimiento de objetos. No obstante, diversos
estudios en el area proponen cuatro etapas basicas que pueden seguirse para
reconocer y clasificar patrones [Cor., 01].

El proceso de la Figura 2.1 no debe verse como los pasos a seguir en la
construccion de un SRP, sino mas bien desde un punto de vista funcional, donde
cada uno de los médulos ya estd disefiado y funciona adecuadamente. Ademas, en
ocasiones, no todos los SRP requieren cubrir todos estos pasos, y en otros casos,
estos pasos no estan claramente separados. En general, el sistema inicia con la
entrada de un patrén natural y culmina con la salida de la etiqueta de clase que
corresponde a un caso nuevo.

- Tamario Farma roo
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Figura 2.1. Etapas de un SRP
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2.3.1 OBTENCION DE LA INFORMACION

La extraccion automatica de la informacion es la primera etapa del SRP. Hasta hace
no muchos afios, la adquisicion de datos a procesar se realizaba de forma manual.
Por ejemplo, para sistemas de informacion geografica, la informacion era
procesada a partir de imagenes a escala obtenidas desde plataformas aéreas o
espaciales; durante el proceso de transformacion inevitablemente se contaba con
pérdida de informacion, costos elevados de procesamiento y cierto grado de
obsolescencia. Actualmente, la tecnologia digital nos permite mayores niveles de
automatizaciéon en la extraccion de informacion, pudiendo obtenerla mediante
diferentes dispositivos que varian dependiendo de cada aplicacion: camara de
video, microfono, termoémetros, bardmetros, ultrasonido, sensores de flexibilidad,
sonares, infrarrojos, proximidad, y muchos otros.

2.3.2 REPRESENTACION DE LA INFORMACION

El objetivo perseguido en esta fase evidentemente es representar el conocimiento
de forma entendible por la computadora. Esta representacion comunmente se
realiza en tres etapas: formacion de patrones, seleccion de caracteristicas y
normalizacion de variables. En la primera de ellas, se forma estructuras o patrones
que contemplan las caracteristicas obtenidas del mundo real. La segunda etapa
consiste en un proceso interpretativo que extrae las caracteristicas mas
representativas del objeto. Finalmente, para garantizar la estabilidad en los
calculos, se transforma (normaliza) cada una de las variables del patréon a un rango
estandar.

2.3.2.1 Patrones

Un patrén es una unidad de informacion, integrada de tal forma que capture la
esencia descriptiva de un objeto, teniendo como meta principal la representacion de
cualquier entidad del mundo real a la que se le pueda dar un nombre y sea
descriptible. Un patréon puede ser representativo de caracteres escritos, simbolos,
dibujos, imdagenes, objetos tridimensionales, firmas, huellas dactilares,
espectrogramas, etc. Por ejemplo, en una sefal sonora, sus caracteristicas son el
conjunto de coeficientes espectrales extraidos de ella (espectrograma) o, en una
imagen de una cara humana, sus caracteristicas estan formadas por un conjunto de
valores numéricos calculados a partir de la misma.

Toda la informacion relacionada con las entidades que se desean procesar, se
representan mediante la forma de un vector de longitud fija n-dimensional X = [x;,
X2, ... , X] . Este vector se puede interpretar como un punto en el espacio euclideo
R" con n caracteristicas o atributos cuantificables que describen las entidades
(estatura, edad, color de piel, color de ojos, medidas, peso, etc.). Estos atributos
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pueden ser numéricos (discretos o continuos) y no numéricos (booleanos o k-
valentes):

a)

b)

¢)

De intervalo: en este tipo de datos, todas las variables son cuantitativas,
medidas en escala, intervalo o razon. Por ejemplo, un dia de verano en el
que hay 30° C, es consistente e incrementalmente mas caluroso que un dia
de invierno de 8° C. En este caso, la unidad “grado” forma una referencia
consistente entre los dos valores.

Frecuencias: en los datos de tipo frecuencia, las variables son categoricas de
forma que, por filas, hay objetos o categorias de objetos y, por columnas,
las variables con sus diferentes categorias.

Datos binarios: en este tipo de datos, las variables analizadas son binarias
de forma que 0 indica la ausencia de una caracteristica y 1 su presencia.

d) Numéricos nominales y ordinales: los tipos de datos numéricos nominales

no conllevan ordenaciéon. Un 3 no es més grande, mds intenso, mas
importante que un 1... tan sélo significa que no es 1. Por su parte, los
numéricos ordinales si llevan implicito un criterio de ordenacion, los
numeros forman una progresion de menor a mayor, pero no necesariamente
debe haber un paso homogéneo entre ellos. Por ejemplo, si tenemos cinco
tipos diferentes de suelos con sus productividades agricolas asociadas (1
seria la peor y 5 la mejor), un valor de 5 en un suelo no significa
necesariamente que sea cinco veces mas productivo que otro suelo con un
valor de 1.

El conjunto de datos final es descrito mediante una matriz de m patrones X n
caracteristicas (Tabla 2.1), més una columna adicional para la etiqueta de clase, en
la que cada fila representa un patréon y cada columna representa el valor de un
atributo. Los patrones de entrenamiento considerados son agrupados en ¢
categorias o clases denotadas cl, donde t = 1, 2,...,c, Q = {clj,cl,,.....cl.}. De tal
forma que los patrones de entrenamiento de una determinada categoria comparten
alguna(s) caracteristica(s) que los diferencia de los patrones existentes en otras
categorias.

Cabe mencionar que, tanto la seleccion de las variables a considerar, como
los patrones a utilizar y la categorizacion, son actividades cominmente realizadas
por un experto en el drea de estudio.

Tabla 2.1. Categorizacion de objetos

X1,1 X12 000G Xin ClC
X2,1 X2,2 . x2n  Cle
Xm,1 Xm.,2 ... Xm,n Clc
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2.3.2.2 Seleccidn de caracteristicas

El problema de la seleccion de caracteristicas (o atributos) puede ser planteado del
siguiente modo: dado un nimero de caracteristicas, ;coOmo se puede seleccionar las
mas importantes de tal forma que podamos reducir su nimero y, al mismo tiempo,
conservar sus caracteristicas discriminantes? [Bis., 95]. Por ejemplo, en una
imagen, el numero de caracteristicas puede ser tan grande como el niimero de
pixeles (en un patrén de 50 x 50 pixeles, la dimension del vector de caracteristicas
seria 2500). Debido a esto, surge la necesidad de reducir la dimensionalidad de los
patrones, buscando por un lado la optimizacion del tiempo de calculo y, por otro
lado, evitar la redundancia al tratar con caracteristicas altamente correlacionadas.

Hay varios tipos de problemas en donde existe un gran nimero de
caracteristicas y es necesaria la implementacion de algoritmos de seleccion de
caracteristicas. Como ejemplo de ellas, se pueden mencionar las siguientes [Jai.,
971:

a) Aplicaciones donde se fusionan datos provenientes de multiples sensores.

b) Integracion de multiples modelos, donde se juntan los pardmetros de
diferentes modelos matematicos para propdsitos de clasificacion. Por
ejemplo, combinacion de caracteristicas de diferentes modelos de textura en
imagenes.

c) Aplicaciones de mineria de datos, donde el objetivo es recuperar las
relaciones ocultas entre un gran numero de caracteristicas.

Para conjuntos de datos de poco tamafio, aparece el efecto conocido como “la
maldicion de la dimensionalidad”, en el cual el desempefio del clasificador mejora
al agregar nuevas caracteristicas hasta alcanzar un maximo, para luego decaer.
Trunk [Tru., 79] ha demostrado este efecto en un problema simple, en el cual se
conocen las funciones de distribucion de probabilidad. La probabilidad de error se
aproxima sin cambios a cero cuando el nimero de caracteristicas aumenta y los
valores medios de las distribuciones son conocidos. Por el contrario, la
probabilidad de error se aproxima a 0.5 cuando la dimensionalidad crece y los
parametros son estimados a partir de un conjunto de datos de tamafio finito.

El proceso de seleccion de atributos se enfrenta con una serie de problemas
de dificil prediccion por los sistemas de aprendizaje [Fri., 00]:

a) Confusion inducida por atributos. En algunas ocasiones, se presenta
confusioén generada ya sea por uno o varios atributos. Esto sucede cuando
dos diferentes objetos tienen el mismo valor en uno o mas de los atributos.

b) Datos perdidos. El manejo de datos incompletos puede deberse a pérdida de
valores de algun atributo o a la ausencia del mismo. En ambos casos, la
incidencia en el resultado dependera de si el dato incompleto es relevante o
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no para el objetivo del sistema de aprendizaje. Por ejemplo, un sistema para
aprender a diagnosticar arritmias cardiacas no se vera afectado por la
pérdida de datos como el color del pelo del paciente, pero si por otros como
el ritmo cardiaco.

Ruido e incertidumbre. El ruido existente en los datos viene determinado
tanto por el tipo de valores de los atributos: real (presion arterial), entero
(ritmo cardiaco), cadena de caracteres (nombre del paciente) o nominal
(tipo de arritmia), como por la exactitud en la medida de dichos valores
(especialmente para atributos numéricos). Este problema, por lo general, se
debe a la indeterminacion existente en muchos aspectos de la realidad y a
imprecisiones en el modelado de la misma (no hay que olvidar que en el
disefio de una muestra de entrenamiento se modela la realidad y todo
modelo no es sino una aproximacion mas o menos precisa a esa realidad).

Los métodos de seleccion de caracteristicas requieren de los siguientes tres
elementos:

a)

b)
©)

Un criterio de evaluacion J para comparar subconjuntos de caracteristicas
que nos indique por qué un subconjunto es mejor que otro.

Un procedimiento sistematico de busqueda de los subconjuntos.

Un criterio de detencion, tipicamente un umbral de significancia o la
dimension del espacio final de caracteristicas.

El proceso general consiste en la seleccion de un subconjunto de /
caracteristicas de entre un conjunto original de n caracteristicas candidatas bajo
algin criterio de desempeio. El objetivo principal de esta seleccion es caracterizar
un objeto con medidas o cualidades cuyos “valores” tienden a ser similares entre
los objetos de una misma clase y distintos entre objetos de otras clases, es decir,
caracteristicas que tienden a aumentar la distancia entre clases y a disminuir la
distancia dentro de las clases.

Ademas del objetivo que se acaba de exponer, otros propdsitos de la
seleccion de caracteristicas son:

a)

b)
c)

d)

Reducir la complejidad del clasificador y su implementacion en
hardware/software.

Reducir el costo de medicion al disminuir el nimero de caracteristicas.

Proporcionar una mejor clasificacion debido a efectos por tamafio finito del
patron.

Compresion de informacion. Eliminar datos que no representan informacion
significante o aquellos que estén fuertemente correlacionados, irrelevantes
y/o redundantes.
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2.3.2.3 Normalizacién

Una vez que las caracteristicas han sido seleccionadas, éstas pueden tener un rango
diverso de valores. Para la mayoria de las aplicaciones es conveniente transformar
los datos de modo que el proceso de calculo mantenga propiedades de estabilidad.
En el caso mas sencillo, estas transformaciones son lineales respecto a los datos de
entrada, y, a veces, también a los de salida. A este proceso se le llama
normalizacion y, basicamente, consiste en la transformacién de un conjunto de
datos a otro, con media cero y desviacion estindar uno. Se pasa de la variable x, a
la variable x,y asi transformando cada valor con la siguiente formula:

X, —X
2 _ in n
xi,n -
0}1
donde
1 m
X, = —in,,, es la media de cada variable x,,
m- i
LS, %) aci
o, = 1 Z Xin =X, es la desviacion estandar, y

m es la talla del conjunto de datos.

2.3.3 CLASIFICACION

La clasificacion se puede interpretar como la particion del espacio de
caracteristicas en regiones mutuamente excluyentes, de tal forma que cada region
este asociado a una clase t (t = 1,..., ¢) y, dado un patron particular, decidir a qué
clase, de las ¢ disponibles, pertenece [Gor., 99]. En otras palabras, un sistema de
reconocimiento de patrones se puede considerar como un clasificador que asigna, a
un patrén especifico, una determinada etiqueta de clase. Este proceso se realiza en
dos etapas: aprendizaje y reconocimiento.

2.3.3.1 Aprendizaje

Casi todos los sistemas de reconocimiento de patrones son sistemas complejos, y
en ellos, es posible no tener alguna suposicion sobre lo que seria el objetivo al
disenar el sistema de clasificacion. Debido a ello, cualquier método que incorpora
informacion sobre un patron o conjunto de entrenamiento en el disefio del
clasificador, necesariamente emplea algin tipo de aprendizaje y algin tipo de
generalidad, lo que hace necesario utilizar los patrones de entrenamiento para
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resolver las incognitas en los patrones del clasificador. Este aprendizaje se refiere
al algoritmo que permitird reducir la cantidad de errores en la informacion para el
entrenamiento y puede realizarse fundamentalmente con dos vertientes:

a)

b)

Aprendizaje Supervisado [The., 98]. Las técnicas de aprendizaje
supervisado disponen para su ejecucion, de un conjunto de patrones,
integrado en lo que se conoce como muestra de entrenamiento o conjunto
de datos de entrenamiento (CE). Este conjunto de datos es recolectado por
un experto humano en el campo de estudio y agrupa en clases o categorias,
de acuerdo a las propiedades que cada uno posee, los casos resueltos
previamente. El clasificador es entrenado con este CE y realiza la
identificacion de la clase correspondiente para nuevos patrones, empleando
el conocimiento ya adquirido y tratando de realizar esa identificacion con el
menor error posible.

Aprendizaje no Supervisado [Mic., 00]. Estos algoritmos, también
conocidos como auto-asociativos, no requieren un etiquetado previo de cada
uno de los patrones de entrada. Mediante el uso de técnicas de
agrupamiento (en inglés, clustering), organiza los patrones de acuerdo a
rasgos particulares que los identifiquen y diferencien unos de otros,
teniendo como resultado final conjuntos que contienen patrones con
caracteristicas lo mas parecidas entre ellos y lo mas distintas posible con los
patrones contenidos en otros grupos.

Aprendizaje Semi-supervisado o Parcialmente Supervisado [Man., 05]. Es
un enfoque relativamente nuevo, que trata de combinar las bases de las dos
vertientes cldsicas de aprendizaje. Asi, se parte de un conjunto
(generalmente) pequefio de patrones de entrenamiento que, progresivamente
puede ir amplidndose mediante el uso de un conjunto de nuevos patrones
sin etiquetar. Uno de los objetivos de este nuevo modelo de aprendizaje es
aumentar el conocimiento durante la fase de clasificacion, permitiendo de
este modo, simplificar el costoso proceso para obtener patrones etiquetados.

2.3.3.2 Reconocimiento

Cuando el proceso de aprendizaje ha terminado de manera aceptable con todos los
patrones considerados para representar el mundo real (en el area de estudio), se
puede pasar a una fase de reconocimiento o clasificacion, “mostrando” al
clasificador (o regla de decision) los patrones que se desea reconocer.

Los métodos de clasificacion basados en distancias son uno de los
procedimientos més extendidos. Bajo esta perspectiva, la regla de decision asume
que si el patron de prueba se localiza dentro de una regidon cercana al patréon de
referencia del CE, el patron entrante (nuevo) corresponde a la clase o grupo
asociado al patron de referencia. Para este fin, se hace uso de algunas medidas de
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proximidad o de distancia entre los objetos que cuantifique el grado de similaridad
entre cada par de objetos.

Tanto lo concerniente al aprendizaje como lo referente al reconocimiento se
proporcionara mas detalladamente en el Capitulo 3 “Clasificacion y preprocesado”
de este documento.

2.3.3.3 Medidas de proximidad

Las medidas de proximidad miden el grado de semejanza entre dos objetos de
forma que, cuanto mayor es su valor, mayor es el grado de similaridad existente
entre ellos, y con mas probabilidad los métodos de clasificacion tenderan a
ponerlos en el mismo grupo.

En la literatura, existen multitud de medidas de distancia en funcién del tipo
de variables y datos considerados. Por definicién, una métrica d es una funcion
real de dos puntos en el espacio de representacion de los datos, tal que para todos
los puntos x, y y z en el plano de representacion general, se satisfacen las siguientes
propiedades [Dud., 73].

a) dx,y)>=0ydxy)=0 siysolosix=y (positividad)
b) d(x,y) =d(y.x) (simetria)
) d(x.y) +d(y,z) >= d(x,z) (desigualdad triangular)

A continuacion, se mencionan algunas de las métricas mas utilizadas [Dud.,
73]. En todos los casos, la dimensionalidad de los vectores es n.

2.3.3.3.1 Meétricas para variables cuantitativas
a) Distancia Euclidea:  d;(X,Y)= Z(x iy )2
Jj=1

b) Distancia de Manhattan: @, (X,Y)= Z‘xj - yj‘

J=1

c) Distancia de Minkowski: dy (X, Y) = 1 /Z(xj - yj)q con ¢>0.
j=1

Estas tres primeras medidas de similaridad son variantes de la distancia de
Minkowski con g = 2, 1 e oo, respectivamente. Cuanto mayor es ¢, mas énfasis se le
da a las diferencias en cada variable.
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Todas estas distancias no son invariantes a cambios de escala, por lo que se
aconseja estandarizar los datos si las unidades de medida de las variables son
incomparables. Ademas, no consideran las relaciones existentes entre las variables.
Si se quieren tener en cuenta, se aconseja utilizar la distancia de Mahalanobis, que
se obtiene con la forma cuadratica:

dyy == ¥ (- 10

Zx. Media de los m vectores de entrenamiento

Z(xi —n)x,—n)"  Matriz de covarianza de los vectores de

entrenamiento x

1< .
U= —z Y Media de los p vectores de prueba

Otras métricas utilizadas son:
d) Meétrica del valor absoluto: daps(X,y) = [X1-y1| + [X2-y2]

e) Meétrica del valor maximo: dnmax(X,y) = max{ |[Xi-yi|, [X2-y2|}

2.3.3.3.2 Medidas para datos binarios

En este tipo de medidas se construyen, para cada par de objetos r y s, tablas de
contingencia de la forma:

Tabla 2.2. Tabla de contingencia para datos binarios
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Para utilizar estas tablas, algunas de las medidas de semejanza mas recurridas
son [Gor., 99]:

a) Coeficiente de Jacard: d, = 4

b+c+d
b) Medida de Lance y Williams: d,, = _bre

2d+b+c
. . a+d
c) Coeficiente de acuerdo simple: d,. =
d) Coeficiente de desacuerdo simple: d,,,. =b+c
donde:

a = nuamero de variables en las que los objetos r y s toman el valor 0.
b = numero de variables en las que el objeto r toman el valor 1 y el objeto s
0.
¢ = numero de variables en las que el objeto r toman el valor 0 y el objeto s
1.
d = numero de variables en las que los objetos r y s toman el valor 1.
p=at+b+c+d.

Estas cuatro medidas toman valores entre 0 y 1 y miden el porcentaje de
acuerdo con los valores tomados de las n variables existentes entre los dos objetos.
Difieren en el papel dado a los acuerdos en 0, puesto que el coeficiente de Jacard y
la medida de Lance y Williams no los tienen en cuenta. Ello se debe a que, en
algunas situaciones, las variables binarias consideradas son asimétricas, en el
sentido de que es mas informativo el valor 1 que el valor 0. Asi, por ejemplo, si el
color de los ojos de una persona se codifica como 1 podria significar que los tiene
azules y, en caso contrario, se codifica en 0. En este tipo de situaciones, es mas
conveniente utilizar el coeficiente de Jacard y la medida de Lance y Williams.

2.3.3.3.3 Medidas para datos de tipo mixto

Si en la base de datos existen diferentes tipos de variables (binarias, categoéricas,
ordinales y/o cuantitativas), no existe una solucion universal al problema de coémo
combinarlas. Para construir una medida de distancia, se sugieren las siguientes
soluciones [And., 73]:

a) Expresar todas las variables en una escala comun, habitualmente binaria,
transformando el problema en uno de los ya contemplados anteriormente.
Esto tiene sus costes, en términos de pérdida de informacion si se utilizan
escalas menos informativas como las nominales u ordinales, o la necesidad
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de incorporar informacion extra si se utilizan escalas mds informativas
como son las de intervalo o razon.

b) Combinar medidas con pesos de ponderacién mediante expresiones de la

forma:
Z vxyl' X dxyi
d(x,y)="=———

Z ny,-
i=l

donde, d,y; es la distancia entre los objetos x € y en la i-ésima variable, vyy;
es 0 6 1 dependiendo de si la comparacion entre x e y es valida en la i-ésima
variable.

c) Realizar el analisis por separado utilizando variables del mismo tipo y
utilizar el resto de las variables como instrumentos para interpretar los
resultados obtenidos.

2.3.4 METODOS DE EVALUACION

Tanto en la etapa de aprendizaje como en la de reconocimiento, es necesario contar
con elementos que permitan evaluar la eficiencia de los procesos. A continuacion,
se describen una serie de métodos encaminados a la evaluacion del clasificador
(comunmente utilizado en la etapa de aprendizaje), y a la evaluacion de la
clasificacion en la etapa de reconocimiento.

2.3.4.1 Evaluacion del clasificador

En esta fase, se hace uso de los resultados obtenidos por el clasificador, a través del
andlisis de la tasa de aciertos o errores, y califica al clasificador para recomendar
decisiones y acciones que dependen de un costo o riesgo particular. Para realizar
este analisis, se emplean métodos conocidos como estimadores del error. Su
objetivo es calcular la proporcion de patrones clasificados de forma incorrecta por
el clasificador. Con la utilizacién de un conjunto de datos R compuesto por m
patrones distribuidos en c¢ clases y, dado un patrén y que se presenta a todo patron
de entrenamiento X; (i = 1,..., m), se obtiene la siguiente funcién E que indica el
acierto o error considerando el siguiente criterio, donde T(x;) y T(y) representan las
etiquetas de clase de los patrones xj e Y:

0 5i T(x,) =T(»)

Elx.v)=1, T(x,)# T(»)
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La evaluacion de R puede realizarse con los siguientes métodos [Cor., 01]:

24

a)

b)

Resustitucion o Reclasificacion (Método R): se construye un conjunto R de
tamano r utilizando los m patrones contenidos en M. Se clasifican todos los
patrones de M utilizando R y se observa la cantidad de patrones mal
clasificados para posteriormente obtener la estimacion dada por:

LS By

m yem

Los problemas con los que cuenta este método son: un sesgo optimista del
error de R, debido a que el error es calculado utilizando dos conjuntos de
patrones idénticos entre si, y el requerimiento de una gran cantidad de
tiempo y memoria RAM para su ejecucion al ser aplicado a grandes
conjuntos de datos.

Particion mediante un conjunto de prueba (Hola-out) [Koh., 95]: en este
método, se divide el conjunto M en dos conjuntos disjuntos R; (conjunto de
aprendizaje) y R (conjunto de prueba) de tal forma que R, N R, =My R; N
R, = . Para que los patrones que contenga R, sean diferentes de los
contenidos en R;, habitualmente se realiza la particion de M seleccionando
los patrones de forma aleatoria sin reemplazo, de forma que la unién de los
patrones contenidos en los dos grupos R; y R, sea el total de patrones
contenidos en M. Para la estimacion del error, se clasifican los patrones de
R; utilizando R;. La estimacién es dada por:

1
E(x,
|R2|x§; (x,)

Validacion cruzada con ¥ conjuntos o Rotacion (Método m) [Bai., 93]: en
este método, se realiza la distribucion de los patrones contenidos en M de
forma aleatoria en V' conjuntos disjuntos R;, R»,... R, de un tamafo similar.

Para todo R,, donde v =1, 2,..., V, se construye un conjunto de aprendizaje
utilizando M — {R,}. La estimacion se calcula por:

1
— 2 E(x.y)
1%

Para valores grandes de V, cada uno de los V clasificadores se construye
utilizando un conjunto de patrones de tamafio aproximado a m(1-1/V), casi
tan grande como lo es M. La estimacion final se obtiene:
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4
%Z Estimacion de(R,)
v=1

d) Validacion cruzada con V' = m (leave—one-out): en este método, a diferencia
del anterior, se utiliza un solo patron para evaluar la calidad de M. Para
cada patrén x;, donde i = 1, 2,..., m, el i-ésimo patrén es descartado y el CE
se evalta utilizando los restantes M — {x;} patrones. Entonces, el patron
descartado se usa para prueba y se estima el error:

iZ‘,E(x,y)

xeM

Este estimador es el mas adecuado cuando se trabaja con conjuntos de datos
pequefios. Pero, tiene como gran inconveniente el alto costo computacional
que requiere: todos los patrones contenidos en M se usan para obtener la
estimacion del error, y cada uno de ellos se usa s6lo una vez para prueba.

2.3.4.2 Evaluacién de la clasificacion

Lo mas comun es utilizar la precision general para evaluar el desempeno del
clasificador. No obstante, este criterio no es adecuado cuando existe un desbalance
[Bar., Ola] en el conjunto de datos por la inherente tendencia de clasificar de
manera erronea patrones de la clase minoritaria debido a la gran influencia de la
clase mayoritaria. Por ejemplo, si consideremos la clasificacion de la base de datos
Ism (imagenes de mamografia) [Bar., 03b], donde existen dos clases, una de ellas
con el 98% de los patrones, una simple estrategia de precision general
proporcionara a la clase mayoritaria un 98% de acierto. No obstante, la naturaleza
de esta aplicacion requiere de un mayor equilibrio para corregir la deteccion en la
clase minoritaria y para tolerar un pequefio ratio de error en la mayoritaria. En este
sentido, a continuacion, se proporcionan otros criterios de evaluacion, tales como la
precision general y las matrices de confusion.

2.3.4.2.1 Precision general y media geométrica

Para encontrar la precision general, se hace uso de la media aritmética de p valores
de manera que:
2.x
e
p

donde e = patrones correctamente clasificados y, p = total de patrones presentados
para su clasificacion.

P.G.=
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A pesar de que este criterio de evaluacion resulta sencillo en su principio e
implementacion, resulta poco adecuado por considerar de manera conjunta las
precisiones individuales de las clases, situacion no presente en la media geométrica
en la que considera separadamente las precisiones observadas por cada una de las
clases, aspecto de especial importancia al trabajar con conjuntos de datos que
presentan desbalance:

g=~a' -a
donde a® =1-errores ., |Patrones . (precision de la clase menos representada),
a a

a” =l-errores / Patrones - (precision de la clase mas representada).

Una generalizacion de esta medida es, al ser utilizada para una cantidad finita
g de valores, la raiz g-ésima del producto de todos los valores.

Por ejemplo la media geométrica de 1, 3 y 9 seria:

YT¥3%9 =327 =3

La media geométrica solo es til si todos los nimeros son positivos. Si uno de
ellos es 0, entonces el resultado es 0. Si hay un numero negativo (o una cantidad
impar de ellos), entonces la media geométrica es, o bien negativa o bien inexistente
en los niimeros reales.

2.3.4.2.2 Varianzay desviacion estandar

La varianza nos proporciona una forma natural de medir la dispersion de los datos
en torno a la media, calculando la media de las diferencias de los valores:

(x[ _)_C)

i
-

Il
—_

Sin embargo, como habra valores que caigan por encima y algunos otros por
debajo de la media, el ajuste util para compensar esta situacion consiste en calcular
el cuadrado de las diferencias. De tal manera, la varianza de una variable es la
media de los cuadrados de las desviaciones de sus m valores respecto a su media y
se representa por s°:
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Dada la existencia de variables estadisticas y variables aleatorias, donde las
primeras consideran una serie de valores concretos, el calculo de su varianza es
conocido como varianza muestral 'y divide el resultado de la suma entre m-1. Por
otro lado, para el caso de variables aleatorias, se calcula una varianza estimada, ya
que no se toma en cuenta el conjunto de datos inmensos y, por lo tanto, la media y
la varianza son estimadas, no conocidas, de tal forma que la division de la suma se
realiza entre el total de elementos analizados.

La desviacion estandar o desviacion tipica es el criterio de evaluacion
utilizado para analizar la dispersion de los datos y/o resultados obtenidos en los
experimentos, mediante la obtencion de los cuadrados de las desviaciones de los
valores de la variable respecto a su media. Cuanto mayor sea la dispersion mayor
es la desviacion estandar. Si no hubiera ninguna variacion en los datos, es decir, si
fueran todos iguales, la desviacion estandar seria cero. De igual forma, se puede
decir que un valor estd muy alejado del centro de los datos si su distancia de €l
supera dos desviaciones estandar.

6= |——3(x -5

m—173

Al igual que para la varianza, es necesario distinguir los casos de variables
aleatorias y estadisticas. En esta formula se expresa la desviacion estandar
muestral, que es la que se utilizara en el presente trabajo.

2.3.4.2.3 Matriz de confusién

La matriz de confusién o matriz de contingencia es una herramienta utilizada para
la presentacion y el andlisis del resultado de una clasificacion debido a su
capacidad de plasmar los conflictos entre las clases. Asi, no so6lo se conoce el
porcentaje correcto de clasificacion, sino también la fiabilidad para cada una de las
clases y las principales confusiones entre ellas.

Se puede considerar a la matriz de confusién como una matriz cuadrada de
orden ¢ x ¢ (Figura 2.2) con varias filas y columnas auxiliares para contabilizar
diversos parametros estadisticos, tales como: totales, la asignacion “real” de
patrones por clase, la asignacion correcta y el porcentaje de bien clasificados.

Esta matriz es construida utilizando las clases del CE; las filas representan los

datos de referencia, los valores marginales indican el nimero de patrones que,
perteneciendo a una determinada clase, no fueron incluidos en ella (errores de
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omision) y las celdas no diagonales de las columnas sefialan los resultados de
clasificar patrones que se incluyeron en una determinada clase cuando realmente
pertenecian a otra (errores de comision). A lo largo de la diagonal principal, se
indican los patrones que fueron clasificados de manera correcta [Rus., 99].

La columna “Asignacién por clase” muestra el total de patrones que fueron
asignados a una determinada clase, mientras que la columna “Asignacion correcta”
indica el porcentaje de patrones asignados de forma correcta de esa clase. La fila
“% Bien clasificados” proporciona el porcentaje de patrones que fueron
clasificados de forma correcta en una determinada clase.

Asignacion Asignacion

1 5 6
por clase correcta

399 ] 62 | 0 | 0 6 | 0 0 467 0.85

0 | 58 | 113 0 0 | 0 0 174 0.33

0 0 148 45 | 0 | 0 0 193 0.77

1 0 | 0| 92 0 | 0 6 149 0.62

2 0 |16 ] 0 | 17 | 0 1 36 0.47

1 0 | 0| 0 4 | 124 0 332 0.37

1 0 0 0 0 0 .. | 355 359 0.99

404 | 120 | 277 | 137 | 27 | 124 | .. | 362 1733 541

Rl 090 | 048 | 053 067 | 063 | 0| | 098 1216 0.70

clasificados 0

Figura 2.2. Matriz de confusion

A partir de los resultados obtenidos con la matriz de confusion, se pueden
obtener varias técnicas estadisticas descriptivas y analiticas. Una de ellas es la
precision general (en inglés, overall accuracy), la cual se obtiene dividiendo el
total de patrones bien clasificados entre los mal clasificados. Otro céalculo que
puede obtenerse es la precision por clase, la cual se calcula dividiendo el nimero
de patrones bien clasificados de una clase por el total de patrones presentados. Otro
estudio mas sofisticado que es factible de realizarse con los resultados de la matriz
de confusion es el calculo del coeficiente y la varianza del Kappa [Rus., 99]. La
idea fundamental implica el andlisis de las diferencias entre los datos de referencia
y los datos entrantes determinados por la diagonal principal.

2.3.4.2.4 Coeficiente Kappa

El coeficiente Kappa es otra forma, altamente difundida, de medir la exactitud de la
clasificacion. El Kappa es un indicador que adquiere valores entre 0 y 1,
representando el primero la absoluta falta de concordancia y el segundo,
concordancia total. Un valor menor a 0.4 se considera como expresion de
concordancia insuficiente entre 0.41-0.60 como moderada y mayor que 0.60
elevada. Es apropiado para resolver objetivos como el siguiente: evaluar la
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concordancia de los diagnodsticos anatomopatologicos confrontando los producidos
por varios patdlogos sobre las mismas piezas, como asi también, los dados por el
mismo patodlogo sobre las mismas piezas en diferentes ocasiones (variabilidad inter
e intra-observador). Este método puede medir la exactitud de manera mas precisa
que la matriz de confusion por calcular, no solamente los valores de sus columnas
de los extremos, sino también los contenidos en el interior de la matriz [Gar., 02].

V4 4
mz Xii — Z (xi+ * Xy )

A
K _ i=1 i=1
4

donde 7 es el nimero de filas, x;; numero de patrones en una fila i y una columna
i, x;+ y x+; totales marginales de una fila / y una columna i respectivamente, y m
nimero de patrones evaluados.

Cuando el resultado obtenido por el Kappa muestra que la concordancia es
pobre, esto nos puede indicar mayor confiabilidad, a diferencia de cuando se
obtiene concordancia elevada. Esto se debe a que, si en la muestra estudiada la
proporcion de una de las alternativas de calificacion es mucho mas frecuente que la
otra (por ejemplo, gran disparidad entre la proporcion de individuos con y sin
dafo) y para ella la concordancia es adecuada, el resultado expresara una elevada
concordancia global, pero en realidad, estd informando la concordancia para la
alternativa de calificacién de mayor frecuencia. Por ello, se ha propuesto calcular
por separado la concordancia para cada alternativa, permitiendo una vision mas
equilibrada del comportamiento del método.
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Clasificacion y tecnicas
de preprocesado

a tarea de clasificar objetos definidos por sus atributos descriptivos es uno de

los enfoques mas basicos del aprendizaje automadtico; este proceso es
también conocido como reconocimiento de patrones [Fri., 00]. Para este fin, el
modelo clasificador (o reconocedor) se crea de forma inductiva mediante la
generalizacion de un conjunto de patrones, donde cada patréon no es mas que un
punto en el espacio de representacion de todos los valores posibles que puede
tomar. En la Figura 3.1 puede apreciarse graficamente un caso de tres clases, en el
cual los patrones pertenecientes a una misma clase estan cercanos en el espacio de
representacion, mientras que aquellos que pertenecen a clases diferentes estan en
diferentes regiones de representacion.

& B, DE)
]

NI 4O

e

‘A - Ah
Clase 2

Figura 3.1. Patrones distribuidos en tres clases y su frontera de decision

- Frontera
de decisién

-
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El proceso de clasificacion tiene dos etapas disjuntas realizadas de forma
secuencial:

a) Aprendizaje. En esta etapa, se presentan los patrones de entrenamiento al
clasificador con la intencion de que, una vez recorrido el total de patrones
de entrenamiento, el clasificador esté capacitado para reconocer las clases
contenidas en el conjunto de entrenamiento (CE) (ver Figura 3.2).

Figura 3.2. Proceso de aprendizaje

b) Produccion. Ya sin la supervision del experto humano y previamente
entrenado, el clasificador etiqueta o clasifica a nuevos patrones utilizando
para ello tinicamente el modelo construido en la etapa de aprendizaje.

Un aspecto importante de mencionar es que, una vez que el clasificador ha
aprendido del CE, es incapaz de adaptar su conocimiento ante casos nuevos o
errores cometidos durante su produccion, siendo esto su principal desventaja.

Como ya se ha comentado en el capitulo anterior, para realizar el aprendizaje
del modelo clasificador, se cuenta con dos variantes clasicas: aprendizaje no
supervisado y aprendizaje supervisado. La presente investigacién se desarrolla
sobre el aprendizaje supervisado utilizando métodos no paramétricos, por lo que
los métodos incluidos en este grupo seran descritos mas ampliamente.

3.1 METODOS DE APRENDIZAJE NO SUPERVISADO

Los métodos no supervisados se suelen usar en el denominado analisis de datos
exploratorio, es decir, en una fase del analisis de los datos, cuando no se sabe de
antemano cuales son los grupos naturales que se forman, ni la relacion existente
entre ellos, cuando se desea analizar un gran conjunto de datos o, simplemente,
cuando existiendo un conocimiento completo de las clases, se desea comprobar la
validez del entrenamiento realizado y del conjunto de variables escogido [Zhe.,
97]. También se pueden usar como fase inicial de algoritmos de aprendizaje
supervisados: un algoritmo como el k-medias [Fuk., 90] o el mismo SOM (Self-
Organizing Map) [Koh., 88] se pueden usar para inicializar ciertos algoritmos de
aprendizaje supervisado, tales como el LVQ (Learning Vector Quantization).
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Tradicionalmente, para realizar el agrupamiento de los datos, se cuenta
basicamente con dos métodos: agrupamiento jerdrquico y agrupamiento por
particion. En el algoritmo jerarquico, se van creando clusters pequenos, incluso
inicialmente con un solo componente, y se van fusionando hasta obtener clusters de
tamano superior; el resultado final es un arbol de clusters conocido cémo
dendrograma, que muestra como los cluster se relacionan unos con otros. Este tipo
de algoritmos pueden ser, a su vez de dos tipos: aglomerativos y divisivos. El
primero caso corresponde a la estructura de algoritmos jerarquicos que acabamos
de describir. Por su parte, en los algoritmos divisivos, se parte de todo el conjunto
de datos como un unico cluster y, en cada paso, se divide uno de los clusters
existentes hasta llegar a un resultado final.

Por otro lado, el agrupamiento por particion es aquel que distribuye los
objetos del universo de estudio en grupos (cluster), buscando maximizar alguna
medida de similitud entre pares de patrones, entre un patréon y un grupo, y
finalmente, entre pares de grupos, de forma que los objetos en un mismo grupo
sean muy similares entre si (cohesion interna del grupo) y los de los objetos de
cluster diferentes sean distintos (aislamiento externo del grupo).

Generalmente, como medidas de similaridad se emplean métricas de
distancia. Algunas de las mas habituales son la distancia Euclidea, la distancia
Euclidea normalizada, la distancia Euclidea ponderada y la distancia de
Mabhalanobis [Fis., 91]. Los algoritmos mas populares de este grupo son el k-
medias y el ISODATA [Car., 90]. Por ultimo, otras técnicas utiles para realizar el
agrupamiento son, entre otros, el agrupamiento probabilistico y el agrupamiento
basado en la teoria de grafos.

3.2 APRENDIZAJE SUPERVISADO

Dentro del aprendizaje supervisado, pueden distinguirse dos enfoques: aprendizaje
paramétrico y aprendizaje no paramétrico. El primero supone un completo
conocimiento a priori de la estructura estadistica de las clases, por lo que el
aprendizaje se reduce a la estimacion de los parametros que determinan las
funciones de densidad de probabilidad de las clases, al mismo tiempo que se
definen las fronteras de decision y las distribuciones de probabilidad de clases
[Con., 98].

Por otro lado, los clasificadores no paramétricos no cuentan con un
determinado modelo probabilistico, bien por desconocimiento o por la
imposibilidad de asumir un modelo paramétrico adecuado. Para realizar la
clasificacion, se han propuesto una gran variedad de funciones discriminantes que
dan lugar a diferentes tipos de clasificadores, siendo quizas los mas conocidos,
aquellos que utilizan una medida de distancia entre los patrones a clasificar y un
conjunto de patrones u objetos de entrenamiento; ejemplo de ellos es la regla de
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decision conocida como la Regla del Vecino mas Cercano (NNR, Nearest
Neighbor Rule) 6 una generalizacion de esta regla que se conoce como la Regla de
los k vecinos mas cercanos (k-NN).

3.3 REGLA DEL VECINO MAS CERCANO

La clasificacion mediante este algoritmo, publicado en 1951 por Fix y Hodges
[Fix., 51], es una de las primeras investigaciones que proporciona reglas basadas en
métodos no-paramétricos para la manipulacion de un conjunto de datos.
Actualmente, es una de las mas utilizadas en reconocimiento de patrones,
principalmente por su simplicidad conceptual y por la sencillez de su
implementacion. La idea basica considera la utilizacion de un conjunto de patrones
de entrenamiento que constituye todo el conocimiento a priori del sistema. Esta
regla basa su operacion en el supuesto de considerar a los patrones cercanos, como
aquellos que tienen la mayor probabilidad de pertenecer a la misma clase. Para ello,
cuando se desea clasificar un nuevo caso Y, se realiza el céalculo de la distancia
entre X y los contenidos en el CE, y se asigna la etiqueta correspondiente al patron
que obtuvo la menor distancia (mas cercano) a Y. Esto puede ser formulado de la
siguiente manera:

d(xi, y) = min;(d(x;, y))

donde d es cualquier medida de similaridad, y es un patrén no conocido por el
clasificador, y X; es un patron de entrenamiento (i = 1, 2, 3,..m patrones de
entrenamiento contenidos en el CE).

La principal desventaja asociada a esta regla respecto a otros clasificadores es
el enorme costo computacional que tiene en la etapa de produccion. Este coste es
lineal al tamafio del CE por lo que, en muchos problemas donde se aplica esta
técnica con CE de gran tamafo, resulta ser poco conveniente debido a que el coste
inherente al célculo de las distancias puede ser excesivamente elevado.

Dos de sus modalidades mas populares son 1-NN y k-NN. En la primera, se
busca un s6lo vecino, el mas cercano al patrén de entrada y (ver Figura 3.3a), al
cual se asigna la etiqueta de la clase para las que la distancia a uno de sus puntos es
minima. Su mayor utilidad es en casos en los cuales se cuenta con poco solape
entre los patrones de las clases en la que se busca un so6lo vecino. La segunda es
una generalizacion de la regla 1-NN que realiza la deteccion de varios vecinos mas
cercanos a un so6lo patron de entrada y resulta ser mas adecuada para aquellos casos
que reflejan un alto grado de solape entre clases. En este caso, la estructura del
conjunto de patrones viene dada de forma que cada clase C; contiene al menos k
patrones (1> k >|ci|). Los k vecinos mas cercanos estaran localizados en un circulo
centrado en Y, y la etiqueta de clase que se asigna al nuevo patréon es la clase
predominante entre los K vecinos encontrados (ver Figura 3.3b).
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Figura 3.3. Ejemplo de las reglas 1-NN y k-NN. (a) El nuevo patron se
asigna a la clase 1. (b) El nuevo patrén se clasifica como de la clase 1 (3
Vecinos)

Para cada asignacion de etiqueta de clase, se requiere del calculo exhaustivo
de las distancias existentes entre el patron a clasificar y el total de los patrones
contenidos en el CE hasta encontrar los K vecinos.

Existen otras variantes de esta regla: vecinos envolventes (NCN, por sus
siglas en ingles Nearest Centroid Neighbor) [San., 98], [San., 02] o el método de
vecindad circundante (SN, Surrounding Neighborhood) [Zha., 97], los cuales no se
trataran en esta investigacion.

La regla NN es muy utilizada en reconocimiento de patrones y otras muchas
disciplinas. Por ejemplo, para realizar consultas a una base de datos. Estas
consultas pueden ser de datos concretos, o incluso de datos aproximados (por
ejemplo, la busqueda de los apellidos parecidos a Rojas (Rosas, Rodas, Rolas...)).
Esta técnica también puede aplicarse a la deteccidbn y correccion de errores
tipograficos en los procesadores de texto. El método consiste en la busqueda en un
diccionario de las palabras que mas ““se parecen” a la que queremos corregir.

3.4 REDES NEURONALES ARTIFICIALES (RNA)

A lo largo de la historia, se han realizado multiples intentos por imitar el
funcionamiento del cerebro. Alan Turing, en 1936, fue el primero en estudiar el
cerebro como una forma de ver el mundo de la computacion, pero quienes primero
concibieron algunos fundamentos de la computacion neuronal fueron Warren
McCulloch y Walter Pitts. En 1943, McCulloch y Pitts, en su trabajo “A logical
calculus of the ideas immanent in nervous activity” [McC., 43], intentaron explicar
el funcionamiento del cerebro humano por medio de un modelo de células
conectadas entre si, de tal manera que una célula nerviosa o neurona no es mas que
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un dispositivo binario con entradas y salidas, desarrollando de esta forma la primer
red neuronal conocida. El modelo consistia en la suma de las sefiales de entrada,
multiplicadas por unos valores de pesos escogidos aleatoriamente. La entrada era
comparada con un patrdn preestablecido para determinar la salida de la red. Si, en
la comparacion, la suma de las entradas multiplicadas por los pesos era mayor o
igual al patron preestablecido, la salida de la red era 1, en caso contrario, la salida
era 0.

Seis afios después, el fisiologo Donald O. Hebb expuso que las redes
neuronales podian aprender [Heb., 49]. Su propuesta tenia que ver con la
conductividad de la sinapsis, es decir, con las conexiones entre neuronas, lugar en
donde se memoriza la informacion. Hebb expuso que “cuando un axo6n de la célula
A excita la célula B y participa en su activacion, se produce algun proceso de
desarrollo o cambio metabolico en una o en ambas células, de manera que la
eficacia de A, como célula excitadora de B, se intensifica”. Asi mismo, la forma de
correccion que emplea esta regla es incrementar la magnitud de los pesos si ambas
neuronas estan inactivas al mismo tiempo.

Bajo la direccion del cientifico Burrhus Frederic Skinner, Marvin Minsky
disei6 y cre6 varias maquinas para experimentos de laboratorio. Los
conocimientos adquiridos al lado de Skinner le sirvieron como base para crear en
1951 la primera méaquina de redes neuronales. Para su construccion, estuvo en
coordinacion con el electronico Dean Edmonds. Esta maquina estuvo compuesta
basicamente por 300 tubos de vacio y un piloto automatico de un bombardero B-
24. Llamaron a su creacion “Sharc”, se trataba de una red de 40 neuronas
artificiales que imitaban el cerebro de una rata. Cada neurona hacia el papel de una
posicion del laberinto y, cuando se activaba, daba a entender que la "rata" sabia en
qué punto del laberinto se encontraba. Las neuronas que estaban conectadas
alrededor de la activada, hacian la funcion de alternativas a seguir por el cerebro, la
activacion de la siguiente neurona, es decir, la eleccion entre ‘“derecha” o
“izquierda” en este caso estaria dada por la fuerza de sus conexiones con la neurona
activada.

Para 1957, Frank Rosenblatt inicio el desarrollo del Perceptron, un
identificador de patrones Opticos binarios y salida binaria. Las capacidades del
Perceptron se extendieron al desarrollar la regla de aprendizaje delta, que permitia
emplear sefnales continuas de entrada y salida [Ros., 59]. Mdas adelante, en 1959,
Bernard Widrow public6 una teoria sobre la adaptacion neuronal y dos modelos
inspirados en esa teoria: Adaline (Adaptative Linear Neuron) y Madaline (Multiple
Adaline) [Wid., 59]. Estos modelos fueron usados en numerosas aplicaciones y
permitieron usar, por primera vez, una red neuronal en un problema importante del
mundo real: filtros adaptativos para eliminar ecos en las lineas telefonicas.

En 1969, Marvin Minsky y Seymour Papert [Min., 69] realizan la publicacion
de su libro Perceptrons: An introduction to Computacional Geometry. En él, se
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realiza una fuerte y detallada critica del Perceptron de Rosenblatt. En la
publicacion se resalta la principal limitacion del Perceptron: la incapacidad para
representar la funcion XOR debido a su naturaleza lineal. Como consecuencia, en
la comunidad de investigadores se generaron serias dudas sobre las capacidades de
los modelos conexionistas y provocé una caida en el desarrollo de investigaciones.

James Anderson fue uno de los pocos investigadores que continud con el
desarrollo de ingenieria neuronal. En 1977, presentd los estudios realizados con
modelos de memorias asociativas, donde destaca ¢l autoasociador lineal conocido
como modelo brain-state-in-a-box (BSB) [And., 77].

Teuvo Kohonen continuo el trabajo de Anderson al desarrollar modelos de
aprendizaje competitivo basados en el principio de inhibicion lateral. Su principal
aportacion consiste en un procedimiento para conseguir que unidades fisicamente
adyacentes aprendieran a representar patrones de entrada similares [Koh., 88].

Stephen Grossberg realizd un importante trabajo tedrico - matematico
tratando de basarse en principios fisiologicos [Gro., 87]. Aportd importantes
innovaciones con su modelo ART (Adaptative Resonance Theory) y, junto a
Cohen, elabor6 un importante teorema sobre la estabilidad de las redes recurrentes
en términos de una funcidn de energia.

Gracias a investigaciones como las de Rumelhart y Hopfield, durante los afios
80 ocurrio el resurgimiento en el estudio de RNA. En 1982, el fisico Jonh Hopfield
elaboré un modelo de red basado en unidades de proceso interconectadas, al cual
aplico los principios de estabilidad desarrollados por Grossberg. Como fruto de sus
investigaciones escribié dos grandes volimenes sobre redes neuronales, en los
cuales ilustré de manera amplia los mecanismos de almacenamiento y recuperacion
de la memoria [Hop., 82], lo que revitaliz6 fuertemente el desarrollo de
investigacion en RNA, colocandolo para muchos, como padre de Ila
neurocomputacion.

Por su parte, en 1986, Rumelhart, McClelland y Hinton crearon el grupo PDP
(Parallel Distributed Processing). Como resultado de los trabajos de este grupo,
surgieron los manuales: Parallel Distributed Processing. Explorations in the
Microstructure of Cognition [Rum., 86], y Explorations in Parallel Distributed
Processing. A Handbook of Models. Programs and Exercices [McC., 88]. En estos
manuales, se destacan los capitulos dedicados al algoritmo de retropropagacion,
que soluciona los problemas planteados por Minsky y Papert, y extienden
enormemente el campo de aplicacion de los modelos de computacion
conexionistas, colocandolos de esta forma, en una de las areas de la inteligencia
artificial mas ampliamente estudiada en todo el mundo.
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3.4.1 EL MODELO BIOLOGICO

La teoria y modelado de redes neuronales estd inspirada en la estructura y
funcionamiento del sistema nervioso humano, donde la neurona es el elemento
fundamental. Se estima que en cada milimetro del cerebro hay cerca de 50.000 de
ellas, conteniendo en total mas de cien mil millones de neuronas y sinapsis en el
sistema nervioso humano, con conexiones del orden de 10", La estructura de una
neurona se muestra en la Figura 3.4.
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Figura 3.4. La neurona bioldgica

Una de las principales caracteristicas de las neuronas es su capacidad de
comunicarse. Su tamafio y forma es variable, pero con las mismas subdivisiones
que muestra la Figura 3.4 [Hil., 95].

a)

b)

El cuerpo de la neurona o soma contiene el nucleo. El cuerpo de una
neurona es mas o menos esférico, de 5 a 10 micras de diametro, del que
salen una rama principal, el ax6én y varias ramas mas cortas llamadas
dendritas. El cuerpo se encarga de todas las actividades metabolicas de la
neurona y recibe la informacion de otras neuronas vecinas a través de las
conexiones sinapticas (algunas neuronas se comunican so6lo con las
cercanas, mientras que otras se conectan con miles), las combina e integra y
emite sefiales de salida.

Las dendritas. Parten del soma y se encargan de la recepcion de sefiales de
otras células a través de conexiones llamadas sindpticas. Si pensamos,
desde ahora, en términos computacionales podemos decir que las dendritas
son las conexiones de entrada de la neurona.

El axdn es la “salida” de la neurona y se utiliza para enviar impulsos o
sefales a los terminales axdnicos de otras neuronas. Cuando el axdén estd
cerca de sus células destino, se divide en muchas ramificaciones que
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forman sinapsis con el soma o axones de otras células (Figura 3.5). La
sinapsis es un proceso quimico mediante el cual se realiza la transmision de
una sefal de una neurona a otra. Estas sefiales son de dos tipos: eléctricas y
quimicas. La sefal generada por la neurona y transportada a lo largo del
axon es un impulso eléctrico, mientras que la sefial que se transmite entre
los terminales axonicos de una neurona y las dendritas de la otra es de
origen quimico. En cualquiera de los casos, el efecto puede ser “inhibidor”
o “excitador” de la neurona receptora segun el transmisor que las libere. Se
estima que cada neurona recibe de 10.000 a 100.000 sinapsis y el axon
realiza una cantidad de conexiones similar.
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Figura 3.5. Interconexion neuronal

Algunas de las estructuras neuronales son determinadas en el nacimiento, otra
parte es desarrollada a través del aprendizaje, proceso en que nuevas conexiones
neuronales son realizadas y otras se pierden por completo. Las estructuras
neuronales continlan cambiando durante toda la vida, estos cambios consisten en
el refuerzo o debilitamiento de las uniones sinapticas.

Este proceso de aprendizaje es uno de los aspectos que se pretende emular
con las ampliamente estudiadas redes neuronales artificiales, de las cuales se
proporciona una amplia descripcion de su implementacion en los siguientes
apartados.
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3.4.2 LA RED NEURONAL ARTIFICIAL

Las redes neuronales, son sistemas de aprendizaje y procesamiento automatico que,
a través de modelos matematicos recreados mediante mecanismos artificiales,
pretenden imitar a pequefiisima escala la forma de funcionamiento de las neuronas
que forman el cerebro humano. Esto hace que ofrezcan numerosas ventajas sobre
los sistemas convencionales, entre las cuales podemos destacar:
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a)

b)

d)

Aprendizaje Adaptativo. Una de las caracteristicas mds atractivas de las
redes neuronales es la capacidad de aprender a realizar tareas basadas en un
entrenamiento o una experiencia inicial. En el proceso de aprendizaje, los
enlaces ponderados de las neuronas se ajustan de manera que se obtengan
unos resultados especificos. También existen redes que contindan
aprendiendo a lo largo de su vida, después de completado el periodo inicial
de entrenamiento.

Autoorganizacion. Las redes neuronales usan su capacidad de aprendizaje
adaptativo para organizar la informacion que reciben durante el aprendizaje
y/o la operacion. Esta autoorganizacion permite que las redes neuronales
respondan apropiadamente cuando se les presentan datos o situaciones a los
que no habian sido expuestas anteriormente.

Tolerancia a Fallos. Debido a que las RNA tienen su informacion
distribuida en las conexiones entre neuronas, en caso que se produzca un
fallo en algunas de las neuronas, el comportamiento del sistema se ve
influenciado, pero no sufre una caida repentina. Esta tolerancia también la
encontramos cuado hay problemas como ruido, distorsion de los datos o
informacion incompleta en los datos de entrada (por ejemplo, si la
informacion de entrada es la imagen de un objeto, la respuesta
correspondiente no sufre cambios si la imagen cambia un poco su brillo o el
objeto cambia ligeramente).

Operacion en Tiempo Real. Los computadores neuronales pueden ser
realizados en paralelo, y se disefian y fabrican maquinas con hardware
especial para obtener esta capacidad.

Fécil insercion dentro de la tecnologia existente. Debido a que una red
puede ser rapidamente entrenada, comprobada, verificada y trasladada a una
implementacion hardware de bajo costo, es facil incorporarla en
aplicaciones especificas dentro de sistemas existentes (chips, por ejemplo).
De esta manera, las redes neuronales se pueden utilizar para mejorar
sistemas de forma incremental, y cada paso puede ser evaluado antes de
acometer un desarrollo més amplio.
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3.4.2.1 Topologia de RNA

Existen cuatro aspectos que caracterizan una red neuronal: su topologia, el
mecanismo de aprendizaje, el tipo de asociacion realizado entre la informacion de
entrada y salida, y la forma de representacion de esta informacion.

a) Topologia de las RNA. La arquitectura de las redes neuronales consiste en
la organizacion y disposicion de las neuronas formando niveles o capas mas
o menos alejadas de la entrada y salida de la red. Se conoce como capa o
nivel a un conjunto de neuronas cuyas entradas provienen de la misma
fuente y cuyas salidas se dirigen al mismo destino (ver Figura 3.6).

En este sentido, los pardmetros fundamentales de la red son: el numero de
capas, el nimero de neuronas por capa, el grado de conectividad y el tipo de
conexiones entre neuronas. Considerando estos parametros, podemos hacer
la siguiente distincion:

n u ™ .
<4— Neuronas de salida
. nAan M M8 <—Neuronas ocultas
= -. s = == =
ol - o
AL e o e o
[ o bl n “#  <4— Neuronas de entrada

Figura 3.6. Topologia de las RNA

Redes Monocapa. Estas redes cuentan con una sola capa de neuronas, que
intercambian senales con el exterior estableciendo conexiones laterales,
cruzadas o autorrecurrentes (la salida de una neurona se conecta con su
propia entrada) y que constituyen a un tiempo la entrada y salida del
sistema. Se utilizan en tareas relacionadas con lo que se conoce como
autoasociacion. Por ejemplo, para generar informaciones de entrada que se
presentan a la red incompletas o distorsionadas. Un ejemplo de este tipo de
redes es el perceptron simple.

Redes Multicapa. Son aquellas que disponen de conjuntos de neuronas
agrupadas y jerarquizadas en distintos niveles o capas, con al menos una
capa de entrada, otra de salida, y, eventualmente una o varias capas
intermedias (ocultas). El nimero de capas se cuenta a menudo a partir del
numero de capas de pesos (en vez de las capas de neuronas), y el nimero de
capas ocultas estd directamente relacionado con las capacidades de la red,
aunque se ha demostrado que para la mayoria de problemas bastara con una
sola capa oculta [Fun., 1989], [Hor., 89], [Gas., 01]. Hasta estos momentos,
no existe evidencia empirica que indique el nimero 6ptimo de neuronas de
la capa oculta. Algunos autores apuntan a determinar el optimo de neuronas
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de esta capa evaluando el rendimiento de diferentes arquitecturas en
funcion de los resultados obtenidos con el grupo de validacién [Cot., 95],
[Sum., 99], [Sch., 97], o considerando el nimero de elementos en la capa de
entrada [Gas., 01], [Pao., 89], [Sha., 99], y/o numero de elementos en la
capa de salida [Kan., 97]. Por ultimo, el nimero de unidades en la capa de
salida por lo general estd asociado al numero de clases en un problema
[Gas., 01].

Una forma de distinguir la capa a la que pertenece la neurona consiste en
fijarse en el origen de las sefiales que recibe a la entrada y el destino de la
sefial de salida. Cuando ninguna salida de las neuronas es entrada de
neuronas del mismo nivel o de niveles precedentes, la red se describe como
de propagacion hacia delante o feedforward, y cuando las salidas pueden
ser conectadas como entradas de neuronas de niveles previos o del mismo
nivel, incluyendose ellas mismas, la red es de propagacion hacia atrds o
feedback. Entre las primeras destacan los distintos modelos de Kohonen, el
Perceptron multicapa, las redes Adaline y Madaline, la Memoria Lineal
Adaptativa y las Backpropagation. Entre las segundas debemos mencionar
el Cognitron y el Neocognitron, junto con los modelos de Resonancia y las
maquinas multicapa de Boltzman y Cauchy.

Redes modulares (adaptive mixture of experts). Este enfoque, propuesto por
Jacobs et al. [Jac., 91], basa su estructura (modular) en la modularidad que
tiene el sistema nervioso humano, en el cual cada region cerebral tiene una
funcién especifica, pero a su vez, las regiones se interconectan entre si. Por
ello, se dice que una RNA es modular si la computacion realizada por la
red puede verse descompuesta en dos o mas mddulos o subsistemas que
trabajan de forma independiente sobre los mismos datos o parte de ellos.
Cada uno de estos modulos corresponde a una red neuronal feedforward, y
puede ser considerado como neuronas en la red en su conjunto. En su
implementacion més basica, todos los modulos son de un mismo tipo [Har.,
04], [Bau., 04], pero pueden utilizarse esquemas diferentes.

La arquitectura mas utilizada es la que cuenta con una capa de médulos de
entrada, con un modulo integrador. De tal manera que, cada médulo aporta
una solucidn o parte de ella a un mismo problema, en este caso el modulo
integrador determina la solucion global a partir de las soluciones
individuales de cada red [Jac., 91].

Algunas de las ventajas que estructuras de este tipo tienen sobre modelos
multicapa, son las siguientes:

i.  Velocidad de aprendizaje. Si una funcion compleja se descompone en
un conjunto de funciones mas simples, una red modular puede
implementar dicha descomposicion y obtener un aprendizaje mas
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rapido, en comparacion a cuando se utiliza un perceptrén multicapa
para aprender la funcidn sin descomponer [Har., 04].

ii. Tratamiento de la informacion. Las redes modulares son bastante
utiles cuando se trabaja con fuentes de informacion diferentes [Bau.,
04], o cuando los datos han sido preprocesados con diferentes
técnicas.

i1i. Distribucion del conocimiento. En una red modular, los modulos de la
red tienden a especializarse mediante el aprendizaje de diferentes
regiones del espacio de entrada [Har., 04].

b) Mecanismo de Aprendizaje. Una segunda clasificacion que se suele hacer
es en funcion del tipo de aprendizaje que requiere la red. Un criterio para
diferenciar las reglas de aprendizaje se basa en considerar si la red puede
aprender durante su funcionamiento habitual, o si el aprendizaje supone la
desconexion de la red.

Otro criterio suele considerar dos tipos de reglas de aprendizaje: las de
aprendizaje supervisado y las correspondientes a un aprendizaje no
supervisado. Estas reglas dan pie a la siguiente clasificacion: redes
neuronales con aprendizaje supervisado y redes neuronales con aprendizaje
no supervisado. Las primeras requieren de un conjunto de datos de entrada
previamente clasificado o cuya respuesta objetivo se conoce. El proceso de
aprendizaje se realiza mediante un entrenamiento controlado por un agente
externo (supervisor, maestro) que determina la respuesta que deberia
generar la red a partir de una entrada determinada. El supervisor comprueba
la salida de la red y, en el caso de que ésta no coincida con la deseada, se
procede a modificar los pesos de las conexiones, con el fin de conseguir que
la salida se aproxime a la deseada. Se consideran tres formas de llevar a
cabo este tipo de aprendizaje: por correccion, por refuerzo y estocéstico. En
el aprendizaje por correccion de error, los pesos se ajustan en funcion de la
diferencia entre los valores deseados y los obtenidos en la salida de la red.
En el aprendizaje por refuerzo, la funcion del supervisor se reduce a indicar,
mediante una sefial de refuerzo, si la salida obtenida en la red se ajusta a la
deseada (éxito = +1 o fracaso = -1) y, en funcion de ello, se ajustan los
pesos. Finalmente, en el aprendizaje estocastico, el aprendizaje consiste
basicamente en realizar cambios aleatorios en los valores de los pesos de las
conexiones de la red y evaluar su efecto a partir del objetivo deseado y de
distribuciones de probabilidad. Ejemplos de redes que utilizan aprendizaje
supervisado en alguna de sus modalidades son el perceptron simple, la red
Adaline, el perceptron multicapa y la memoria asociativa bidireccional.

Por otro lado, las redes que utilizan aprendizaje no supervisado no

requieren influencia externa para ajustar los pesos de las conexiones entre
neuronas. La red no recibe ninguna informacion por parte del entorno que le
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indique si la salida generada es o no correcta, asi que existen varias
posibilidades en cuanto a la interpretacion de la salida de estas redes. En
algunos casos, la salida representa el grado de familiaridad o similitud entre
la informacion que se le estd presentando en la entrada y las informaciones
que se le han mostrado en el pasado. En otros casos, podria realizar una
codificacién de los datos de entrada, generando a la salida una version
codificada de la entrada, con menos bits, pero manteniendo la informacion
relevante de los datos, o algunas redes con aprendizaje no supervisado que
realizan un mapeo de caracteristicas, obteniéndose en las neuronas de salida
una disposicion geométrica que representa un mapa topografico de las
caracteristicas de los datos de entrada, de tal forma que si se presentan a la
red informaciones similares, siempre seran afectadas neuronas de salidas
proximas entre si, en la misma zona del mapa.

En general, en este tipo de aprendizaje, se suelen considerar dos tipos:
aprendizaje Hebbiano y aprendizaje competitivo o cooperativo. En el
aprendizaje Hebbiano, el ajuste de los pesos de las conexiones se realiza de
acuerdo con la correlacion existente entre neuronas, de tal manera que si las
dos neuronas son activas (positivas), se produce un reforzamiento de la
conexion. Por el contrario, cuando una es activa y la otra pasiva (negativa),
se produce un debilitamiento de la conexion. Por ultimo, en las redes que
utilizan un aprendizaje competitivo y cooperativo, las neuronas compiten (y
cooperan) unas con otras con el fin de llevar a cabo una tarea dada. Con
este tipo de aprendizaje se pretende que, cuando se presente a la red cierta
informacion de entrada, s6lo una de las neuronas de salida se active
(alcance su valor de respuesta maximo). Ejemplos de redes que utilizan
aprendizaje no supervisado son las memorias asociativas, las redes de
Hopfield, la maquina de Boltzman y la maquina de Cuchy, las redes de
Kohonen y las redes de resonancia adaptativa (ART).

Finalmente, existen redes que utilizan un enfoque mixto de aprendizaje
(hibridas), en el que se utiliza una funcion de mejora para facilitar la
convergencia. Un ejemplo de este ultimo tipo son las redes de base radial
(Radial Basis Function).

Tipo de asociacién entre la informacion de entrada y salida. Las RNA son
sistemas que almacenan cierta informacion aprendida; estd informacion se
registra de forma distribuida en los pesos asociados a las conexiones entre
neuronas de entrada y salida. Existen dos formas primarias de realizar esa
asociacion de entrada/salida. Una primera seria la denominada hetero-
asociacion, que se refiere al caso en el que la red aprende parejas de datos
[(A1, B1), (A2, Ba),..., (An, Bn)], de tal forma que cuando se presente cierta
informacion de entrada A;, debera responder generando la correspondiente
salida B;. La segunda se conoce como auto-asociacion, donde la red aprende
ciertas informaciones A, A;...A,, de tal forma que cuando se le presenta
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d)

una informacion de entrada, realizard una auto-correlacion, respondiendo
con uno de los datos almacenados, el més parecido al de la entrada.

Estos dos mecanismos de asociacion dan lugar a dos tipos de redes
neuronales: las redes hetero-asociativas y las auto-asociativas. Una red
hetero-asociativa podria considerarse aquella que computa cierta funcion,
que en la mayoria de los casos no podra expresarse analiticamente, entre un
conjunto de entradas y un conjunto de salidas, correspondiendo a cada
posible entrada una determinada salida. Existen redes hetero-asociativas
con conexiones feedforward, feedforward/feedback y redes con conexiones
laterales. También existen redes hetero-asociativas multidimensionales y su
aprendizaje puede ser supervisado o no supervisado.

Por otra parte, una red auto-asociativa es una red cuya principal mision es
reconstruir una determinada informacién de entrada que se presenta
incompleta o distorsionada (le asocia el dato almacenado mas parecido).
Pueden implementarse con una sola capa, existen conexiones laterales o
también auto-recurrentes, y habitualmente son de aprendizaje no
supervisado.

Representacion de la informacion de entrada y salida. En esta categoria se
distinguen tres tipos de redes: analdgicas, discretas (generalmente, binarias)
¢ hibridas. Las redes analdgicas procesan datos de entrada de naturaleza
analogica, valores reales continuos, habitualmente acotados y usualmente
en el rango [-1,1] o en el [0,1], para dar respuestas también continuas. Las
redes analogicas suelen presentar funciones de activacién continuas,
habitualmente lineales o sigmoides. Entre estas redes neuronales destacan
las redes de Backpropagation, la red continua de Hopfield, la de
Contrapropagacion, la Memoria Lineal Asociativa, la Brain-State-in-Box, y
los modelos de Kohonen, (SOM. y LVQ.). Las redes discretas (binarias)
procesan datos de naturaleza discreta, habitualmente valores logicos
booleanos {0,1}, para acabar emitiendo una respuesta discreta. En este
caso, las funciones de activacion de las neuronas son de tipo escalon. Entre
las redes binarias destacan la maquina de Boltzman, la maquina de Cauchy,
la red discreta de Hopfield, el Cognitron y el Neocognitron. Finalmente, las
redes hibridas, procesan entradas analdgicas para dar respuestas binarias;
entre ellas destacan el Perceptron, la red Adaline y la Madaline.

3.4.2.2 Funcionamiento

La Figura 3.7 muestra un esquema conceptual de la neurona artificial. Como
vemos, la neurona recibe una serie de entradas a través de interconexiones
afectadas por un peso W y emite una salida. Esta salida viene dada por dos
funciones:
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b)

Entradas X — " @ () % Salidas
>

Figura 3.7. Neurona artificial

Una funcién de propagacion (también conocida como funcién de
excitacion), que por lo general consiste en la sumatoria de cada entrada
multiplicada por el peso de su interconexion. Las sefales que llegan a la
sinapsis son las entradas a la neurona; éstas son ponderadas de acuerdo a la
sinapsis correspondiente. Se considera que el efecto de cada senal es
aditivo, de tal forma que la entrada neta que recibe una neurona es la suma
del producto de cada sefial de entrada por el valor de la sinapsis que conecta
ambas neuronas, comunmente conocido como red de propagacion.

Una funcion de transferencia para la activacion o salida de la neurona. Esta
funcion estd asociada con cada neurona, de tal manera que para cada
neurona hay una funcion de salida que transforma el estado actual de
activacion en una senal de salida. De este modo, las senales de entrada
pueden excitar a la neurona (sinapsis con peso positivo) o inhibirla (peso
negativo). El efecto es la suma de las entradas ponderadas. Si la suma es
igual o mayor que el umbral de la neurona, indica que la relacidon entre las
neuronas es excitadora y, en este caso, la neurona se activa (da salida). Si la
suma es menor que el umbral, la sinapsis serd inhibidora. En este caso, si la
neurona esté activada, se desactivara. Finalmente, si la suma es 0, se supone
que no hay conexién entre ambas neuronas. Esta es una situacioén de todo o
nada: cada neurona se activa o no se activa. La funcion de transferencia
puede ser lineal (Figura 3.8 (a)) o de funcion escalon (Figura 3.8 (b)) o de
funcion sigmoidal (logistica o tangente hiperbolica, Figura 3.8 (c)), entre
otras. La variable f es la frecuencia de activacion o emision de potenciales y
U es la intensidad del estimulo.

Es importante tener en cuenta que para aprovechar la capacidad de las RNA
de aprender relaciones complejas o no lineales entre variables, es necesario
utilizar funciones no lineales al menos en las neuronas de la capa oculta
[Hil., 95]. Por su parte, la eleccion de la funcidon de activacion en las
neuronas de la capa de salida depende del tipo de actividad que realicen.
Por ejemplo, en tareas de clasificacion, las neuronas normalmente toman la
funcién de activacion sigmoidal. Asi, cuando se presenta un patréon que
pertenece a una categoria particular, los valores de salida tienden a dar
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como valor 1 para la neurona de salida que representa la categoria de
pertenencia del patrén, y 0 6 -1 para las otras neuronas de salida.

—

v
v

(a) (b) (c)

Figura 3.8. Funcion de transferencia o activacion

3.4.2.3 Aprendizaje y entrenamiento

Al igual que en el sistema bioldgico, el aprendizaje de la RNA puede ser
comprendido como la modificacion del comportamiento producido por la
interaccion con el entorno y como resultado de experiencias, conduce al
establecimiento de nuevos modelos de respuesta a estimulos externos. Por ejemplo,
cuando el sistema humano mediante los o0jos capta un objeto A, algunos de los
sensores de la vision se activan y envian sefiales a las neuronas ocultas (aumentan
el grado de conexion de ellas). Si el mismo objeto A se presenta una y otra vez, la
interconexion de neuronas se refuerza y, por lo tanto, el conocimiento del objeto A.
Si tiempo después se presenta nuevamente el objeto A modificado, la uniéon de las
neuronas para el conocimiento de tal objeto es débil. Por tal motivo, las neuronas
deben entrenarse para reconocer el objeto A en esta nueva presentacion. Luego de
algunas sesiones de entrenamiento, el sistema neuronal es capaz de reconocer el
objeto A en todas sus formas. Si el objeto A cambia nuevamente, el conocimiento
se actualiza.

Algo similar sucede cuando se entrena una RNA. Para que se de el
aprendizaje, se parte de un conjunto de datos de entrada suficientemente
significativo para conseguir que la red aprenda automaticamente las propiedades
deseadas. Durante este proceso, los pardmetros de la red se adecuan a la resolucion
del problema, realizando ajustes para las conexiones sindpticas (pesos) existentes
entre las neuronas. Los cambios que se producen durante el proceso de aprendizaje
se reducen a la destruccion, modificacion y creacion de conexiones entre las
neuronas. La creacion de una nueva conexion implica que el peso de la misma pasa
a tener un valor distinto de cero, una conexion se destruye cuando su peso pasa a
ser cero. Se puede afirmar que el proceso de aprendizaje ha finalizado (la red ha
aprendido) cuando los valores de los pesos permanecen estables.
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Por otro lado, las modificaciones de los pesos pueden realizarse de dos
formas: después de haber presentado todos los patrones de entrenamiento
(aprendizaje por lotes 0 modo batch) o actualizar los pesos tras la presentacion de
cada patron de entrenamiento (aprendizaje en serie o modo on line). En este ultimo
modo, es importante observar que la presentacion de los patrones sea de forma
aleatoria, puesto que si siempre se sigue un mismo orden, el entrenamiento estaria
viciado a favor del ultimo patron del conjunto de entrenamiento, cuya
actualizacion, por ser la ultima, siempre predominaria sobre las anteriores.

Este entrenamiento, repetido para todos los valores de entrada y salida que se
quiera, origina una representacion interna del objeto en la red, que considera todas
las irregularidades y generalidades del mismo. Por ejemplo, se desea entrenar una
red que se va a aplicar al diagndstico de imagenes médicas. Durante la fase de
entrenamiento el sistema recibe imagenes de tejidos que se sabe son cancerigenos y
tejidos que se sabe son sanos, asi como las respectivas clasificaciones de dichas
imagenes. Si el entrenamiento es el adecuado, una vez concluido, el sistema podra
recibir imagenes de tejidos no clasificados y obtener su clasificacion sano/no sano
con un buen grado de seguridad. En la Figura 3.9, se presenta el esquema de una
neurona artificial durante la etapa de aprendizaje. Las variables de entrada pueden
ser desde los puntos individuales de cada imagen hasta un vector de caracteristicas
de las mismas (por ejemplo, procedencia anatomica del tejido de la imagen o la
edad del paciente al que se le extrajo la muestra).
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Salida +
deseada

Figura 3.9. Aprendizaje de una neurona artificial

3.4.2.4 Evaluacion del rendimiento del modelo
Una vez terminado el proceso de entrenamiento, es necesario evaluar la capacidad

de generalizacion que tiene la red de una forma completamente objetiva a partir de
un grupo de datos independiente, el conjunto de test o prueba.
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En el proceso de aprendizaje la evaluacion consiste en la estimacion de una
funcion, normalmente la media cuadratica del error. En tanto que, para evaluar el
rendimiento de la red, lo mas comun es basarse en la frecuencia de clasificaciones
correctas e incorrectas. A partir del valor de las frecuencias, se puede construir una
tabla de confusion para calcular los diferentes indices de asociacion, y el acuerdo
entre el criterio y la decision tomada por la red neuronal. Por ultimo, cuando
estamos interesados en discriminar entre dos categorias, se recomienda hacer uso
de los indices de sensibilidad, especificidad y eficacia, y del anélisis de curvas
ROC (Receiver operating characteristic) [Ega., 75]

3.5 TECNICAS DE PREPROCESADO DEL CONJUNTO DE
ENTRENAMIENTO

Pese a que la integracion del conjunto de entrenamiento se realiza con el apoyo del
experto humano, éste tiene serios problemas que complican y obstaculizan el
proceso de clasificacion y disminuyen los indices de precision al clasificar nuevos
patrones. El caso ideal para que la clasificacion se realice exitosamente seria que
los patrones de una misma clase se encuentren lo mas cercanos posible entre ellos y
lo mas alejados a los patrones de otras clases, para que de esta forma se distinga
claramente la distribucion de las clases en el espacio de representacion,
favoreciendo los niveles de precision (ver Figura 3.10). Sin embargo, en problemas
reales, los agrupamientos presentes no siempre siguen esta forma ideal.

De entre los principales factores que deterioran la calidad de la clasificacion
relacionados con el CE, es posible mencionar los siguientes: patrones con atributos
poco discriminantes (solapamiento entre clases), presencia de patrones atipicos o
ruidosos, CE resultantes cuyo tamafio requiere de una gran cantidad de memoria
para su procesamiento en conjunto, que incluso en ocasiones tales requerimientos
sobrepasan la capacidad del equipo en uso y, por ultimo, la obtencion de CE no
balanceados.
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Figura 3.10. Caso ideal de distribucion de clases en un espacio bidimensional

49



Capitulo 3

35.1 PATRONES ATIPICOS O RUIDOSOS

Un problema derivado, no so6lo de una mala construccion del CE, sino de la
naturaleza del problema mismo, es la presencia de patrones atipicos o ruidosos
poco deseables en el CE. Los patrones atipicos son aquellos que, a pesar de
pertenecer a una clase determinada, son significativamente diferentes al resto de los
patrones de su misma clase. Por su parte, un patron ruidoso es aquel que puede
confundir al clasificador debido a que guarda cierto parecido con objetos de otras
clases. Un objeto atipico puede ser producido por errores (procesamiento, captura,
etc.), pero también por nuevos patrones que no pertenezcan a ninguna clase
representada en el CE, o simplemente por patrones mal etiquetados.

3.5.2 SOLAPAMIENTO ENTRE CLASES

En la Figura3.11, se muestra la representacion de un conjunto de patrones
pertenecientes a tres clases, dos de las cuales se encuentran solapadas.
Generalmente, esta situacion se presenta cuando algunos de los patrones contenidos
en ambas clases comparten informacién en comun en algunos de sus atributos.
Debido a esta situacion, la discriminaciéon de las clases con estos patrones no
resulta facil de realizar.
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Figura 3.11. Dos clases solapadas en un espacio bidimensional

3.5.3 DESBALANCE ENTRE CLASES

La mayoria de los sistemas que emplean aprendizaje supervisado fueron creados
asumiendo que el CE estd bien balanceado, es decir, que la representacién de
patrones por clase es muy pareja. Desgraciadamente, esta suposicion
frecuentemente no es aplicable en el mundo real, ya que existen dominios en los
cuales el CE cuenta con desbalance: una o varias de las clases (minoritarias) esta
menos representada con respecto al ntimero de patrones pertenecientes a otras
clases (mayoritarias). Este problema ocurre en aplicaciones donde el clasificador
detecta un evento poco frecuente, pero quizds sumamente importante. Algunos
ejemplos pueden encontrarse en la deteccion de fraude en tarjetas de crédito,
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diagndstico médico, clasificacion de textos y procesos de mercadotecnia, entre
otros. Para ejemplificar esta situacion, consideremos un CE con dos clases (Figura
3.12), la primer clase cuenta con 4 patrones (minoritaria) y la segunda clase con 30
patrones (mayoritaria).

El problema se complica cuando se trata de CE con mas de dos clases, pues
resulta dificil determinar qué clases seran consideradas como minoritarias y cuales
como mayoritarias (Figura 3.13). Se ha comprobado que esta situacion puede
deteriorar de forma importante la precision de la clasificacion, en particular con los
patrones que pertenecen a la clase menos representada [Bar., Ola].
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Figura 3.12. Presencia de desbalance en un caso de dos clases

La mayoria de las investigaciones que han desarrollado metodologias para
lograr el adecuado tratamiento y la disminucion de los efectos nocivos que los CE
desbalanceados presentan al momento de la clasificacion, se enfocan a corregir el
desequilibrio de la cantidad de patrones, con tres vertientes basicamente [Jap., 00]:
under-sampling (eliminando patrones) en la clase mayoritaria, over-sampling
(replicando patrones) en la clase minoritaria y, por ultimo, internamente
predisponer el proceso de discriminacion para compensar el desequilibrio del CE.
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Figura 3.13. Presencia de desbalance en un caso de tres clases. La clase 2 es
considerada minoritaria respecto a la clase 1 y 3, mientras que la clase 3 es
minoritaria respecto a la clase 1
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En el primer enfoque, podemos encontrar que el decremento de la clase
mayoritaria se ha realizado de dos formas. La primera de ellas es utilizando el
principio de aleatoriedad y la segunda realizando la eliminaciéon de patrones de
forma arbitraria, centrandose en aquellos patrones que pudieran proporcionar cierto
grado de deterioro en la clasificacion. Dentro de este grupo, se pueden mencionar
aquellas investigaciones en las que se propone la ejecucion de algoritmos de
preprocesado a una o varias clases del CE, destinados a reducir el tamafio del
conjunto de datos mediante la utilizacion de una técnica propuesta en 1972 por
Wilson, que consiste en la eliminacion de aquellos registros que tienen
caracteristicas distintas a las del resto de los patrones de su clase (patrones atipicos)
presentes en la frontera de decision [Wil., 72]. Una variante de esta técnica es la
propuesta por Tomek en 1976, en la que propone la multiple ejecucion del
algoritmo de Wilson para lograr una reduccién mas representativa que cuando éste
se aplica una so6la vez [Tom., 76]. Otro algoritmo de preprocesado utilizado para
estos fines es la integracion de un subconjunto representativo del total de los
patrones contenidos en el CE [Bar., 05a], con la finalidad de realizar menos
calculos, eliminando aquellos patrones que se consideran inutiles o innecesarios.
Finalmente, se ha acudido a algoritmos evolutivos, los cuales engloban una serie de
técnicas que estdn inspiradas en los procesos bioldgicos de la seleccion natural.
Barandela et al. [Bar., 05b] proponen la reduccion de los patrones de la clase
mayoritaria mediante principios de algoritmos genéticos, buscando balancear el
numero de patrones por clase en la solucion inicial, tomando para ello todos los
patrones de la clase minoritaria y reduciendo el numero de patrones de la clase
mayoritaria hasta alcanzar la cardinalidad de la clase minoritaria.

Dentro del segundo enfoque, se encuentran las investigaciones que realizan el
balance en funcion del tamafio de la clase mayoritaria, para lo que se incluyen
nuevos patrones a la clase menos representada, ya sea mediante la duplicidad de los
ya existentes o la creacion de nuevos patrones. En este ultimo caso, Chawla et al.
proponen el algoritmo SMOTE (Syntetic Minority Over-sampling Technique) en el
que muestran que la realizacion de sobre-entrenamiento de la clase minoritaria, al
incluir patrones sintéticos, fortalece la region de decision de la clase minoritaria y
obtiene un buen desempefio del clasificador, en este caso, un arbol C4.5, en
comparacion con situaciones donde se eliminan aleatoriamente patrones de la clase
mayoritaria para disminuir su tamafio [Cha., 00]. Para generar cada patrén
sintético, considera los k vecinos a encontrar y el porcentaje de incremento
deseado. Algo similar realiza Domingos [Dom., 99] al expandir el espacio de
decisiones con la creacion de nuevos patrones, mediante la utilizacion de
metacostos.

354 TAMANO EXCESIVO

Nos encontramos en la denominada “era de la informacion”, donde muchas bases
de datos comerciales, transaccionales y cientificas crecen a un ritmo extraordinario.
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Como ejemplo de ello, podemos considerar el proyecto SKY CAT, en el cual se
obtienen imagenes satelitales del espacio exterior, y donde el grueso de
informacion almacenada diariamente se estima que es del orden de un petabyte
(10" bytes) [Fay., 96]. Otros sistemas, como las transacciones realizadas en un
supermercado virtual, cabinas de aerolineas, operaciones de tarjetas de crédito y
otras, son susceptibles de generar un gran volumen de datos, que no esta lejos de
exceder los limites superiores de analisis considerados hasta nuestros dias.

Actualmente, se desarrollan proyectos que abordan este problema. Sin
embargo, de los avances que se han obtenido, la mayoria estan orientados a la
obtencion de grandes medios de almacenamiento de la informacion, en tanto que el
adecuado analisis de ésta, auin se encuentra en fase de estudio.

Historicamente, el desarrollo de la estadistica ha proporcionado métodos para
analizar datos y encontrar correlaciones y dependencias entre ellos. Recientemente,
han surgido nuevos métodos, principalmente de aprendizaje y representacion del
conocimiento, desarrollados por la comunidad de inteligencia artificial, estadistica
y fisica de dindmicas no lineales [Dec., 95]. Estos métodos complementan a las
tradicionales técnicas estadisticas, en el sentido de que son capaces de inducir
relaciones cualitativas generales, o leyes, previamente desconocidas.

Como parte de estas alternativas de solucion, se encuentran los métodos
denominadas en la literatura como escalabilidad de algoritmos [Bar., 03a], [Val.,
02b] y métodos de reduccion del tamaiio del conjunto de datos [Har., 68], [Wil.,,
72], [Bar., Ola]. Los primeros de estos métodos incluyen el estudio, desarrollo e
implementacion de metodologias que permitan procesar eficientemente grandes
volimenes de datos, mediante la combinacion de algoritmos ya existentes. Los
segundos contemplan la ejecucion de algoritmos de preprocesado, destinados a
reducir el tamafio del conjunto de datos con la finalidad de disminuir los
requerimientos de memoria y los costos computacionales. Esta reduccion se realiza
de dos formas: eliminando patrones (atipicos) que tienen caracteristicas distintas a
las del resto de su clase, e integrando un subconjunto representativo del CE, donde
se eliminan aquellos patrones que se consideran poco “utiles” o redundantes.

3.55 LIMPIEZA DEL CONJUNTO DE ENTRENAMIENTO

Como cualquier clasificador no paramétrico, la NNR se ve muy afectada por la
presencia de patrones atipicos o ruidosos en la frontera de decision [San., 03]. Con
la finalidad de incrementar la calidad del CE mediante la deteccion y eliminacion
de estos patrones, se han propuesto varios algoritmos, siendo uno de los mas
ampliamente usados la edicion de Wilson [Wil., 72].
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3.5.5.1 Edicion de Wilson

En 1972, surge una de las primeras propuestas que considera la reduccion del
tamaino del CE original, mediante la eliminacidon de los patrones mal clasificados
al emplear la regla k-NN. La mecanica que se propone consiste en el analisis de
cada patron contenido en el CE, se observan las caracteristicas de sus Kk vecinos y,
si la etiqueta de la mayoria de estos vecinos no coincide con la del patréon
analizado, se concluye que éste es atipico y, por consiguiente, es marcado para ser
eliminado. Una vez marcados los patrones que cumplen la condicion, el
procedimiento continia con la eliminacién de todos aquellos patrones que hayan
sido marcados para ser borrados, dejando una nueva muestra integrada por M —
{patrones marcados} (ver Figura 3.14).

Entradas: M = conjunto de m patrones, {x; |i=1, 2,...m}.
k = Numero de vecinos a considerar
Salidas: CEE = conjunto de datos editado.

Método
Para todo i = 1 hasta i =m hacer
Buscar los k vecinos de x; en M — {x;}
Determinar la clase mayoritaria de los k vecinos
Si clase mayoritaria # etiqueta x; entonces
Marcar x; como atipico
Fin si
Fin para todo
CEE =M — {los patrones marcados como atipicos}
Fin método

Figura 3.14. Algoritmo de edicion de Wilson

Esta técnica es ampliamente recomendada en aquellos casos donde se
encuentren clases solapadas, ya que se ha demostrado que la mayor parte de los
patrones que son eliminados (atipicos) corresponden a aquellos patrones que se
encuentran en la regioén de solape entre dos o mas clases.

3.5.5.2 Edicion de Wilson con distancia ponderada

Con la intencion de disminuir los efectos negativos al aplicar el algoritmo de
Edicion de Wilson en un conjunto de datos que presenta desbalance, se propuso la
incorporaciéon de una ponderaciéon a la distancia Euclidea, a fin de evitar la
eliminacion de patrones utiles. La distancia ponderada se define del siguiente modo

[Bar., 03b]:

dw(y, X0) = (my/m)"" d(y, xo)
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donde x( es un patron que representa a la clase 1, m; es el nimero de patrones de la
clase i, m es el total de patrones de entrenamiento, dg es la distancia Euclidea, y es
el patron de prueba n-dimensional.

Obsérvese que con la utilizacion de un factor de ponderacion mayor para los
patrones de la clase mayoritaria y menor para los patrones de la minoritaria, se
tiene mayor tendencia a buscar el vecino mas cercano de un patrén de prueba entre
los patrones de la clase minoritaria.

356 DISMINUCION DEL TAMANO DEL CONJUNTO DE
ENTRENAMIENTO

El método comun para realizar la bisqueda del vecino mas cercano consiste en
recorrer el total de los patrones de entrenamiento. Para cada patron de
entrenamiento, se calcula la distancia al patrén de entrada y se guarda aquel que es
mas cercano hasta el momento.

El coste en numero de distancias calculadas es proporcional al tamafio del
CE. En muchos problemas en los que se aplica la técnica de busqueda de el (los)
vecino(s) mas cercano(s), este método resulta prohibitivo debido a que el coste
inherente al célculo de las distancias puede ser demasiado elevado. Para aminorar
este problema, varios investigadores han propuesto la integracion de un
subconjunto de datos representativo del CE para reducir el niimero de patrones en
ella y, por consiguiente, de las distancias a calcular en la fase de busqueda.

Entre todos los métodos propuestos existen algunos que necesitan una
adecuada representacion de los patrones en un espacio vectorial, y dependen
directamente del orden en el que se encuentran los patrones en el CE, o requieren
de una medida de distancia entre los patrones. Sin embargo, existen otros que son
especialmente interesantes porque so6lo hacen uso de la medida de distancia, sin
importar el orden de los datos; esto hace que sean aplicables a una mayor variedad
de problemas practicos.

3.5.6.1 Regla del vecino mas cercano condensada

Este enfoque, propuesto por Hart en 1968 [Har., 68], es uno de los més utilizados.
Hart realiz6 experimentos con datos no reales, de los cuales al finalizar su
investigacion obtuvo resultados en la reduccion de la memoria requerida y obtuvo
un incremento en la velocidad de busquedas al clasificar nuevos patrones. La idea
basica de este método consiste en la integracion de un subconjunto de patrones a
partir de los patrones de entrenamiento, de tal forma que este subconjunto sea
consistente con el CE original y, al momento de ser utilizado, tenga un rendimiento
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adecuado. Dicho de otra forma, todos los patrones de entrenamiento originales
seran clasificados correctamente por el subconjunto consistente (SC) cuando se
aplique la regla NN, en el cual para cada patron contenido en el CE, su vecino mas
cercano en el SC tiene su misma etiqueta.

La integracion de este SC se realiza mediante la eliminacion de patrones
redundantes o patrones contenidos en el CE que no aportan nada a la capacidad
discriminatoria del algoritmo de clasificacion (Figura 3.15). Al hacer esta
eliminacion, se logra disminuir los tiempos de busqueda y los requerimientos de
memoria al momento de aplicar el algoritmo de clasificacion por el vecino mas
cercano.

Entradas: M = CE de m patrones, {x; |i=1, 2,..., m}.
Salidas: SC = Subconjunto consistente de p patrones.

Método
Pasar un patrén contenido en M al SC
p=1;1=2;
Repetir
Para todo j = 1 hasta j = p hacer
Encontrar vecino mas cercano de x; en SC
Si etiqueta de vecino mas cercano # etiqueta x; entonces

M =M — {xi}
SC=SC + {x;}
p=p+L;
Fin si
i=i+1;
Hasta (M = 0) o (no mas reemplazos)
Fin método

Figura 3.15. Regla del vecino mas cercano condensada

Hasta nuestros dias, esta idea se trata de perfeccionar combatiendo sus
principales deficiencias: resultados dependientes del orden en que se analizan los
patrones de entrenamiento, no conserva todos los patrones de entrenamiento
cercanos a la frontera y mantiene patrones de entrenamiento innecesarios (el
subconjunto obtenido no es el minimo posible).

3.5.6.2 Subconjunto selectivo modificado (SSM)

Este método de reducciodn realiza la integracion de un subconjunto de patrones mas
pequeio que el tamafio del CE, ademas de garantizar una mejor aproximacion a las
fronteras de decision por mantener los patrones que se encuentran cercanos a las
fronteras entre clases.
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Clasificacion y técnicas de preprocesado

El proceso general toma en cuenta los vecinos relacionados R; de cada patron
x; contenido en el CE, donde {R;} es el conjunto de todos los y; vecinos
relacionados al patron de entrenamiento x;, de tal forma que yi es de la misma clase
que Xj y €s mas cercano a xj que su vecino mas cercano en el CE de una clase
diferente [Bar., 05a].

A fin de ejemplificar mas claramente la metodologia, se considera un caso de
dos clases, clase 1 y clase 2 (ver Figura 3.16). Para realizar la integracion al SSM
de varias clases el proceso es similar. Previo a la integraciéon de SSM se consideran
los siguientes aspectos:

Inicio

[a——

Pasar x; al SSM KN =ml —1.

2. Paratodoi=2,..ml

Si d(x;, x;) < d; entonces
K;=0; KN=KN -1

Sino
Ki: 1
Fin para
3. Paratodoi=2,...,ml.
IND=0
Si KN = 0 entonces
Terminar
Sino
Si K; =1 entonces
Ki: 0;
KN=KN-1;
pasar x; al SSM;
IND=1;
Finsi

Paratodoj=i+1,.., ml
Si (Kj=1 & d(x;, xj) < d;) entonces

Kj = 0,

KN =KN -1;

Si IND = 0 entonces
Kj = 0;
IND =1;
KN=KN-1;
Pasar x;al SSM;

Finsi

Fin si
Fin para
Fin sino

Fin para
Fin

Figura 3.16. Algoritmo del Subconjunto Selectivo Modificado
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a) m, es el nimero de patrones de la clase 1.
b) IND es una bandera que impide la duplicidad de patrones en el SSM.

c) Para cada x;, se obtiene su vecino mas cercano de la clase 2 y se almacena
su distancia en d;.

d) Todas las distancias son ordenadas de menor a mayor, d; < d, <ds _ dp,.

e) KN indica el nimero de patrones que ain no estan representados en el
SSM. Cuando KN = 0, el algoritmo termina (todos los patrones ya estan
representados en el SSM).

Cuando hay dos o mas distancias iguales, la decision sobre qué patron se
incluird primero en el SSM se realiza en base al patrén que resulte ser vecino
relacionado para un nimero mayor de patrones de entrenamiento y, en caso que
esta situacion también sea de empate, entonces la seleccion se realiza de manera
aleatoria. Esa condicion hace el algoritmo un poco mas complejo desde el punto de
vista computacional, pero asegura la singularidad de la soluciéon y también tendra la
ventaja de propiciar una mayor reduccion del tamafio del SSM que el obtenido con
el algoritmo de Hart.
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Sistemas Multiples
de Clasificacion

A partir de 1990, surgié una nueva metodologia de clasificacion que rompio

con el esquema tradicional de clasificar nuevos patrones utilizando un solo
clasificador. En la actualidad, los Sistemas Multiple de Clasificacion (SMC) son
conocidos con nombres tan variados como ensembles, comit¢ de aprendizaje,
mezcla de expertos, etc., y son tan populares que en nuestros dias se han convertido
en una de las mas prometedoras lineas de investigacion en reconocimiento de
patrones [Die., 97].

Estos sistemas surgen con el principal propdsito de aumentar la precision en
la clasificacion de patrones que hasta ahora se ha obtenido con la utilizacién de un
algoritmo unico. La idea fundamental [Die., 97] considera la utilizacion de un
grupo de clasificadores D = { D;,..., Dy}, donde cada clasificador tendra como

entrada un vector de atributos y € R", al cual asignan una etiqueta de clase Dy(y),

donde t = 1,..,c. En la fase final, las decisiones individuales del SMC son
combinadas mediante algun esquema de toma de decisiones para determinar la
clase definitiva que se asigna al patron y.
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Algunos aspectos que estos sistemas pretenden superar y que estan presentes
al utilizar un clasificador unico son [Kun., Olc]: la decision combinada toma
ventaja sobre las decisiones individuales de cada clasificador, los errores
correlacionados de los componentes individuales pueden ser eliminados cuando se
considera el total de las decisiones, los patrones de entrenamiento pueden no
proporcionar informacidén suficiente para seleccionar el mejor clasificador, el
algoritmo de aprendizaje puede no ser adaptado para resolver el problema vy,
finalmente, el espacio individual de busqueda puede no contener la funcion
objetivo. Esto puede ser analizado mas detalladamente desde un punto de vista
estadistico, computacional y representacional [Die., 97]:

a)

b)

Estadistica. Un algoritmo de aprendizaje puede verse como la busqueda de
un espacio H de decisiones, en el que se intenta identificar la mejor decision
en el espacio H-dimensional. El problema estadistico se presenta cuando la
cantidad de patrones de entrenamiento es demasiado pequefia, en
comparacion con el tamafio del espacio de decisiones.

Computacional. Muchos algoritmos de aprendizaje trabajan buscando
minimos globales. Por ejemplo, el algoritmo de redes neuronales emplea
gradiente por descenso para minimizar el error de una funcién sobre los
patrones de entrenamiento. En casos donde el conjunto de datos es muy
grande, todavia puede ser muy dificil para el algoritmo de aprendizaje
(desde el punto de vista computacional) encontrar la mejor decision. Un
SMC construido para realizar la busqueda de diferentes puntos locales de
inicio puede proporcionar una mejor aproximacion a la decisidon correcta
aun desconocida, que cualquiera de los clasificadores individuales.

Representacional. En la mayoria de las aplicaciones de aprendizaje
automatico, la decision correcta puede no ser representada por ninguna de
las decisiones individuales. Mediante la suma de las ponderaciones de las
decisiones individuales, puede ser posible extender el espacio de funciones
representables. Este problema es algo sutil porque, para muchos algoritmos
de aprendizaje, el espacio de decisiones es, en principio, el espacio de todos
los posibles clasificadores individuales. Si se tiene un CE con un gran
nimero de patrones, estos algoritmos exploraran el espacio de todos los
posibles clasificadores individuales. No obstante, con CE finitos, estos
algoritmos explorardn s6lo un conjunto finito de decisiones, teniendo como
condicion de parada cuando se encuentre una decision que ajuste los datos
de entrenamiento.

La utilizacion de un SMC promete reducir (y posiblemente eliminar) la

mayor parte de estas limitaciones de los algoritmos de aprendizaje clasicos.
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41 METODOS PARA LA CONSTRUCCION DE SMC

En la construccion de un SMC es necesario considerar dos aspectos fundamentales:
la diversidad en las decisiones individuales y la precision de los componentes
individuales. Los métodos empleados para lograr diversidad pueden ser descritos
en cinco grandes grupos [Die., 97]: manipulacion de patrones, manipulacion de
atributos, manipulacion de etiquetas, utilizacion de diferentes algoritmos de
clasificacion y utilizacion de la aleatoriedad. En los siguientes apartados,
trataremos cada una de estas técnicas.

4.1.1 MANIPULACION DE LOS PATRONES

Mediante estos métodos, se realiza la manipulaciéon de patrones para generar
multiples submuestras o subconjuntos, algunos de ellos afectando al tamafio del
CE por disminucién en el nimero de patrones resultantes. Los algoritmos que se
engloban dentro de este grupo podemos subdividirlos en dos categorias: los que
tienen en cuenta la distribucion de los patrones de entrenamiento durante la
construccion de las submuestras y los que no la tienen en consideracion. Los
correspondientes al primer grupo tienen como condicion fundamental que las
submuestras generadas mantengan un error inferior al 0.5.

4.1.1.1 Algoritmos que no consideran la distribucion de los patrones

Uno de los algoritmos mas utilizados dentro este grupo es el propuesto por
Breiman en 1996, denominado Bagging (Bootstrap Aggregating) [Bre., 96]. Con
este algoritmo se generan submuestras llamadas bootstrap de tamafo m,
construidas mediante la seleccion aleatoria con reemplazo de patrones contenidos
en el CE original, también de tamafio m. La combinacion de las decisiones se
realiza por votacion simple o mayoria. En cada ejecucion, el algoritmo de
aprendizaje utiliza una submuestra bootstrap diferente. Para cada submuestra, cada
patrén tiene la probabilidad 1-(1/m)™ de ser seleccionado por lo menos una vez de
entre las m veces que se selecciona un patron. Para valores grandes de m, esto se
aproxima a 1- 1/e = 63.2%, es decir, cada patrén tiene aproximadamente un 63%
de probabilidades de aparecer entre los patrones de entrenamiento de la
submuestra.

Otro método que no considera distribuciones de probabilidad es el conocido
como Validacion cruzada (en inglés, cross-validated committees) [Par., 96], y
consiste en la construccion de submuestras de entrenamiento de menor tamafio
mediante la division del CE en subgrupos disjuntos. Cada una de las submuestras
se forma con la seleccion sin reemplazo de patrones contenidos en el CE. El
nimero de submuestras  generadas depende directamente del numero de
clasificadores individuales que se desee construir.
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4.1.1.2 Algoritmos que consideran la distribucion de los patrones

A diferencia de Bagging que realiza la integracion de submuestras de forma
independiente, los métodos que utilizan el principio de Arcing (Adaptively
Resample and Combine) [Bre., 98] construyen submuestras de forma secuencial
considerando el error observado en cada una de ellas.

Por su parte, Boosting y su variante mas usada AdaBoost (Adapting
Boosting) [Fre., 96], parten de la creacion original de una muestra bootstrap, en la
que a todos los patrones se les asigna inicialmente un mismo peso (1/m). Cada vez
que se genera un clasificador, se modifican los pesos de los nuevos patrones usados
para el siguiente clasificador. La idea es forzar al nuevo clasificador a minimizar el
error esperado (Figura 4.1). Para esto, se les asigna mas peso a los patrones que
fueron mal clasificados, otorgandoles asi una mayor probabilidad de ser
seleccionados posteriormente con respecto al resto de los patrones.

Entradas: M = CE de m patrones etiquetados: {x; |1=1,2,...m}.
LEARN = algoritmo de aprendizaje

Inicia
we(i))=1/m Vi //Inicializa pesos de cada patron
Para f =0 hasta H //H clasificadores a construir
pr (1) = wi(1)/(3i wi(i)) V i //Normalizacion de probabilidades
D¢=LEARN(py) //Construccion de Dy considerando py

er= i pr(1) [Di(x;) #etiqueta verdadera (x;))] //Error del clasificador D¢
Si e,>1/2 entonces

H=f-1

fin de algoritmo
Si no

By =¢//(1-¢)

. . 1—[D (x,-)—etiquetaverdadera(x,-)] .
we, @) =w,0)p, " V i //Nuevos pesos

Fin para
Fin

Figura 4.1. Algoritmo AdaBoost

La decision final del SMC para un nuevo patron y esta dada por la votacion
por mayoria ponderada entre los H clasificadores. Esta ponderacion es estatica,
pues el peso se asigna a cada clasificador de acuerdo al desempefio observado
durante su integracion:

D(y) = arg max Z log L
tec f:D/_(y):t lgf

Finalmente, Breinman [Bre., 98] propone el algoritmo Arc-x4 (ver Figura
4.2) como una variante de un algoritmo que realiza Arcing. Al igual que AdaBoost,
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Arc-x4 contempla la generacion secuencial de H submuestras D;, D,,...,Dy, pero
con dos diferencias importantes: asignacion de pesos y esquema de votacion. En el
primer punto, Arc-x4 realiza el ajuste de los pesos con un esquema mucho mas
simple que AdaBoost: el peso w; es proporcional al niimero de errores que hizo el
ultimo clasificador elevado a la cuarta potencia mas uno. En lo que respecta al
esquema de votacion, Arc-x4 combina las decisiones individuales con la votacion
simple no ponderada.

Entradas: M = Un conjunto de m patrones etiquetados: {x;|i=1,2,..m}.
LEARN (algoritmo de aprendizaje)
MalClasif = Acumulador de los errores cometidos por cada clasificador
e = Total de errores cometidos por un clasificador
E = Error calculado para el clasificador Dy
Inicia
we(i)=1/m Vi //nicializa los pesos para cada patron
MalClasifs(i) =0 Vi // Inicializa acumulador de mal clasificados
Paraf=1, H
D¢ = LEARN(wy) // Construccion de Dy considerando we
er= i [1 si Dg(x;) # etiqueta verdadera (x;), sino 0] // Determina aciertos
Er=) wii) * e1) //Calculo del error del clasificador Dy
Si E,> 0.5 entonces
H=f-1
terminar // Finaliza la construccion de clasificadores
Sino
MalClasif; (i) = MalClasify (i) + e;(1) V1 //Actualiza mal clasificados
we(i) = 1 + MalClasify (i)’ V 1// Actualizaciéon de pesos
fin Si
Wee (1) =W (1) /D Wt (1) Vi //Normalizacion de pesos
fin para
Fin

Figura 4.2. Algoritmo Arc-x4

4.1.2 MANIPULACION DE LOS ATRIBUTOS

A diferencia de los métodos anteriormente mencionados, los métodos contenidos
en este grupo manipulan los atributos de los patrones, afectando directamente a la
dimension del CE por reducir la cantidad de atributos manejados en cada una de las
submuestras [Kun., 01d].

En su funcionamiento, se realiza la combinacion en paralelo de clasificadores
utilizando distintos subconjuntos de atributos. La seleccion de los atributos que se
incluiran en cada una de las submuestras puede hacerse de multiples formas:
seleccion aleatoria con y sin reemplazo, utilizacion de un algoritmo genético para
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determinar los atributos que formaran parte de cada uno de los subconjuntos y
adaptacion de los algoritmos AdaBoost para estos fines.
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En relacion a los atributos, la utilizacion de un sélo clasificador tiene diversas
dificultades que pueden ser superadas al utilizar un SMC [Ho., 92]:

a)

b)

d)

Medidas de los atributos en escalas diferentes: en los conjuntos de datos se
pueden encontrar atributos con valores nominales, ordinales o de escala
radial. Estos datos pueden no ser facilmente normalizados en una séla
escala, lo que dificulta la utilizacion de una s6la métrica de distancia
significativa para todos los datos. Mediante la utilizacion de un SMC que
divide el conjunto de datos en varios subgrupos, las medidas de los
atributos con escalas diferentes pueden ser igualadas de forma
independiente en sus escalas correspondientes.

Diferentes medidas de similaridad: en algunos casos, resulta apropiado
utilizar diferentes enfoques de reconocimiento y puede no ser significativa
la funcion de distancia definida en el calculo de los valores de los atributos
para todos los enfoques, ya que cada método puede aportar informacidon no
proporcionada por otro método y, de esta forma, tomar decisiones
consistentes y mas precisas. Al utilizar diferentes medidas de similaridad y
distintos procedimientos de clasificacion, se pueden definir varios
subgrupos de atributos semejantes, de tal forma que la informacion
contenida en cada subgrupo puede ser procesada mas eficazmente.

Seleccion dindmica: la competencia de atributos para diferentes patrones de
entrada puede ser separada y seleccionada de forma dindmica cuando se
dispone de conocimiento sobre las condiciones del patron de entrada. La
seleccion de clasificacion también es posible si una medida de confianza
puede ser asociada con las decisiones de la clasificacién. La seleccion
puede ser basada en la deteccion de atributos o en una posible asociacion de
la ejecucion de los clasificadores con distintas caracteristicas de la misma
imagen. Otra alternativa es la construccion de un clasificador por cada una
de las clases existentes en el conjunto de datos [Ho., 92].

Diferentes enfoques de reconocimiento: para un mismo problema de
reconocimiento, pueden tenerse diferentes enfoques en la obtencion de la
solucion, pudiendo no ser muy significativa la funcion de distancia definida
en el célculo de los valores de los atributos para cada uno de los
clasificadores. Cada clasificador puede contribuir con informacién no
proporcionada por ningin otro. Por ejemplo, un clasificador puede
reconocer el objeto como un entero, mientas que otro puede reconocer los
componentes del objeto y entonces, al conjugar las decisiones individuales,
obtener decisiones mas consistentes.

Estos métodos son de utilidad cuando se tienen CE formados con muchos
atributos, algunos de ellos redundantes, y los patrones de cada grupo describen
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distintas areas (por ejemplo, sonido y visidn), o cuando su procesamiento requiere
de diferentes tipos de analisis, como la representaciéon de momentos y frecuencias.
Generalmente, este método es utilizado con algoritmos genéticos y arboles de
decision.

4.1.3 MANIPULACION DE LAS ETIQUETAS DE CLASE

Estos métodos tienen su mayor utilidad cuando se tienen CE que contienen un gran
nimero de clases. Como ejemplo de ellos, esta el método error-correcting output
coding que consiste en la generacion de diferentes clasificadores de forma aleatoria
que se entrenan como un problema de dos clases [Die., 95], [Kun., 05]. Para ello,
las clases representadas en el CE se re-etiquetan temporalmente como
pertenecientes a una de esas dos clases. Al formar los grupos A y B, el CE se
descompone en partes iguales (considerando las clases por grupo) y el criterio de
seleccion de las clases que cada grupo contendré se realiza de forma aleatoria. El
proceso se repite tantas veces como clasificadores se desee construir.

El mecanismo de clasificacion es el siguiente: disponemos de los dos grupos,
cuyas etiquetas para el grupo A es 0 y para el grupo B es 1. Al momento de llegar
un nuevo patrdn, si el clasificador individual i-ésimo determina que al patron le
corresponde la etiqueta 0, entonces cada una de las clases contenidas en el grupo A
recibe un voto, de lo contrario lo reciben las contenidas en el grupo B. Una vez
obtenidos los votos de todos los clasificadores, la etiqueta que se le asigna al patrén
es la perteneciente a la clase con el mayor nimero de votos obtenidos.

4.1.4 DIFERENTES CLASIFICADORES CON UN MISMO CONJUNTO
DE ENTRENAMIENTO

En este tipo de combinacion se tiene, para el entrenamiento, un CE con la que
todos y cada uno de los clasificadores realizan su aprendizaje. La naturaleza de los
clasificadores debera ser variada. Por ejemplo, se puede realizar la combinacion de
las decisiones arrojadas por una red neuronal artificial, un clasificador de regla del
vecino mas cercano, un arbol de decision y un algoritmo de regresion lineal.
Bahler et al. [Bah., 00] utilizan un conjunto de tres clasificadores heterogéneos: un
arbol de decision, una red bayesiana y una red neuronal backpropagation. Las
diferentes opiniones de los clasificadores son combinadas utilizando cinco
métodos de fusidn, de los cuales algunos realizan la ponderacion del clasificador
en funcion de su desempefio. Una ultima modalidad en este tipo de enfoque es el
utilizado por SMC formados por redes neuronales con diferentes arquitecturas o
diferentes tipos de redes sobre un mismo conjunto de datos [Gia., 01b].
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4.1.5 INYECTANDO ALEATORIEDAD

Estos métodos para generar la combinacion de clasificadores se basan en la
inyeccion de aleatoriedad en el algoritmo de aprendizaje. Algunos ejemplos de la
utilizacion de estos métodos son los siguientes:

a) Asignacion de los pesos iniciales en la combinacion de redes neuronales. Si
una red neuronal es utilizada varias veces con un mismo conjunto de datos,
pero con diferentes pesos iniciales, los resultados de salida pueden variar de
un caso a otro [Kol., 91], [Gia., 01b].

b) Inyeccion de ruido aleatorio en los valores de las variables. Al utilizar un
SMC con la combinacion de varias submuestras bootstrap, se realizan
mutaciones aleatorias sobre los valores de los atributos de cada patron de
entrenamiento antes de proporcionarlos al algoritmo de aprendizaje [Rav.,
96].

c) Seleccion aleatoria de los patrones y/o atributos que contendra cada
submuestra en un SMC que utilice el submuestreo. Al integrar varias
submuestra a partir de una séla y puesto que la seleccion de los patrones se
realiza de forma aleatoria en todos los casos, dificilmente dos subconjuntos
contendran los mismos patrones [Bar., 03a].

d) Seleccion aleatoria de la mejor particion variable — valor en combinacion de
arboles de decision. Al momento que se desea particionar un nodo padre,
se considera un determinado niimero de opciones equiprobables, de las
cuales se selecciona al azar la que se utilizard para generar los siguientes
nodos hijos [Ali., 96].

4.2 TOMA DE DECISIONES

En la literatura, se proponen dos estrategias para realizar la combinacion de las
decisiones individuales de los clasificadores: la fusion y la seleccion (también
conocida como combinacion).

4.2.1 FUSION DE CLASIFICADORES

La fusion de clasificadores asume que todos lo clasificadores son competitivos y
complementarios (igualmente expertos). Por este motivo, cada uno de ellos emite
una decision respecto a cada patron de prueba que se presenta. La salida de los
clasificadores es un vector H-dimensional que contiene las decisiones de cada uno
de los H clasificadores:

[Di,l(y):' .es Di,H(Y)]T
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Este vector puede contener en su interior alguna de las siguientes opciones
[Kun., 03]:

a) Un vector c-dimencional [Di’t(y),...,Di,C(y)]T con la estimacion a posteriori
de la distribucion de las probabilidades sobre el conjunto de clases P(pdy),
dondet=1,...,c.

b) Un vector H-dimensional [Di,f(y),.‘.,DLH(y)]T que contiene la etiqueta de
clase proporcionada a un determinado patron de prueba por cada uno de los
clasificadores D(y), donde f=1,...,H.

c) Decision correcta o incorrecta. La salida del clasificador Di(y) es 1 si x; fue
clasificado correctamente por Dy, y 0 en caso contrario. Este tipo de vector
es también conocido en la literatura como “ordculo” por asumir que se
conoce previamente la etiqueta correcta de y.

Del conjunto de salidas, se debe tomar una decision final mediante la
aplicacion y/o utilizacion de alguno de los siguientes principios: votacion por
mayoria simple y votacion por mayoria ponderada.

4.2.1.1 Votacion por mayoria simple

En este tipo de votacion, cada uno de los componentes individuales proporciona un
voto con valor de 1. La etiqueta de clase que se asigna a y serd la que haya
obtenido el mayor nimero de votos [Kun., 02a]. Cuando se trabaja con conjuntos
de datos con més de dos clases, usualmente ocurren empates entre algunas clases.
Para resolver este problema, se han considerado varios criterios: de entre las clases
ganadoras seleccionar de forma aleatoria la ganadora, o con la implementacion de
un clasificador adicional cuya funcidon es la de inclinar la decision hacia una
determinada clase [Kub., 00]. En caso de que este ultimo clasificador se decidiera
por una tercera clase, la posible solucién seria determinar la clase ganadora de
forma aleatoria o considerando las distancias obtenidas por los clasificadores del
empate, es decir, asignar la etiqueta proporcionada por el clasificador que haya
mostrado la menor distancia al nuevo patron.

4.2.1.2 Votacion por mayoria ponderada

Este tipo de votacion se realiza de la misma forma que la votacion simple, con la
variante de que cada clasificador cuenta con un peso diferente, por lo general,
asignado de acuerdo a la estimacion de probabilidad de error [Woo., 97]. La
decision final puede realizarse por mayoria, promedio [Kun., 0lc], minoria,
mediana [Che., 01], producto de votos, o utilizando algin otro método mas
complejo: naive Bayes, Behavior — Knowledge space, fuzzy integral, Dempster —
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Shafer, combinacion de Dempster - Shafer [Kun., 01a], decision forest [Ho., 00],
la cuenta de Borda y regresion logistica [Ho., 92], entre otras.

4.2.2 SELECCION DE CLASIFICADORES

Cuando se utiliza un SMC, uno de los mas populares métodos para realizar la
fusion es la votacion simple. Sin embargo, cuando el desempefio de los miembros
del SMC no es uniforme, la eficiencia de este tipo de votacion es afectada
negativamente. Hansen y Salomon [Han., 90] demostraron que, si cada uno de los
clasificadores es combinado con un error individual inferior al 50%, puede
esperarse que la precision del SMC aumente cuando se agreguen mas componentes
a la combinacion. Sin embargo, esta presuncion no siempre es cierta; Matan [Mat.,
96] afirma que en algunos casos la votacion simple puede tener peor desempefio
que cada uno de los miembros individuales del SMC.

En los ultimos afios, se ha propuesto el desarrollo de SMC basados en el
concepto de seleccion de clasificadores, en el cual para cada patron de entrada
unicamente un clasificador es seleccionado para asignar la etiqueta de clase [Sri.,
94]. En la seleccion de clasificadores, el conjunto de datos es dividido en r regiones
de competencia (r > 1). Cada region es denotada por Rj,..R,, la cantidad de
clasificadores a utilizar no necesariamente es igual al numero de regiones v,
ademas, cada clasificador puede ser experto en una o varias regiones del espacio
de atributos. Un ejemplo de la particion del conjunto de datos en regiones para un
caso de dos clases se muestra en la Figura 4.3 [Kun., 00]. Las dos regiones de
clasificacion (cuadros y estrellas) son subdivididas utilizando el diagrama de
Voronoi'. Cuando se presenta un patrén para su clasificacion, el clasificador
responsable de la region mas cercana a dicho patrén es el que toma la decision
final, por lo que para cada patrén de entrada se requiere solamente un clasificador
de los que integran el SMC para clasificarlo correctamente.

Figura 4.3. Espacio de atributos de un caso de dos clases particionado
en cuatro regiones (extraida del articulo original [Kun., 00])

' Dado un conjunto de puntos {p; . .. pm} € R’, una celda de Voronoi S; (asociada al punto p;) se

define como: S;= {x ER": d(x; p;) <d(x; p;), p=1..m, j#1i}
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4.2.2.1 Seleccion estdtica

En este tipo de seleccion, la especificacion de las regiones es establecida durante la
fase de entrenamiento, previa a la clasificacion de patrones. En la fase de operacion
(clasificacion), la region del patron y es primeramente encontrada R; y, utilizando
el clasificador D; (clasificador responsable de la region j), se asigna la etiqueta que
corresponde a'y.

La asignacion Region — Clasificador puede hacerse de dos formas:

a) Primeramente especificar la region y posteriormente asignar un
clasificador responsable. Este método, disefiado por Kuncheva [Kun., 00],
[Kun., 02b] y llamado Clustering and selection, consta de dos etapas
(Figura 4.4): en la etapa de entrenamiento, utiliza el algoritmo k-medias
para establecer las regiones (grupos) de las cuales se obtienen los centroides
que seran utilizados para encontrar el clasificador responsable de clasificar
un patrén dado en la etapa de operacion o clasificacion.

Etapa de entrenamiento

1. Disenar H clasificadores Dy,...Dy, utilizando el conjunto de datos M.
Seleccionar el nimero de regiones 7.

3. Con el algoritmo k-medias, agrupar M en r grupos, Ry,...,R.
Encontrar el centroide de cada grupo vy,...,Vg.

4. Para cada grupo R;, estimar la precision de clasificacion de los H
clasificadores, utilizando so6lo los patrones de M que estan en R;.
Nominar el clasificador con el mayor indice de precision como D;(j).

5. Retornar vy,...,vk Y Digy,...,Diw

Etapa de clasificacion
1. Dado un patron de entrada y, encontrar el centroide mas cercano

de vy,...,vk llamado v;.
2. Utilizar D,(j) para etiquetar y.

Figura 4.4. Algoritmo de agrupamiento y seleccion

b) Para cada clasificador, encontrar la region (o grupo de regiones) donde el
clasificador tiene mejor desempefio. Hartono et al. [Har., 04] desarrollaron
un método aplicado sobre un SMC compuesto por una serie de perceptrones
lineales. En su propuesta, la determinacion de las regiones se realiza
durante el proceso de aprendizaje de la red. Para esto, incorporan a la
estructura de la red una neurona supervisora del grado de “confidencia” de
las salidas de cada una de las neuronas en la capa de salida. De esta manera,
si un miembro del SMC es asignado responsable s6lo de un subespacio del

69



Capitulo 4

problema general, éste sera el miembro del SMC que haya demostrado
mayor nivel de confidencia ante un patron dado. Esquemas similares
pueden ser encontrados en los métodos que utilizan RNA con arquitecturas
modulares (mixture system) [Bau., 04], [Jac., 91], [Har., 04].

4.2.2.2 Seleccion dinamica

La seleccion del clasificador que etiquetard a y ocurre durante la fase de operacion.
Esta eleccion estd comunmente basada en la seguridad de una buena decision,
proporciondndole mayor preferencia al clasificador mdas seguro. Algunos
algoritmos desarrollados para este fin son aquellos que realizan la estimacion de
precisiones locales. En 1997, Woods et al. [Woo., 97] proponen dos métodos para
estimar la precision local de clasificadores (Figura 4.5). El primero de ellos,
llamado “overall local accuracy”, es simplemente el porcentaje de patrones
contenidos en cada una de las regiones que son correctamente clasificados por cada
uno de los H clasificadores. El segundo método, “local class accuracy”, considera
la clase asignada por un clasificador al patréon de entrada y, entonces, calcula los
porcentajes de los patrones de entrenamiento correctamente clasificados hacia la
misma clase utilizando los & vecinos.

[a——

Disefiar H clasificadores Dy,...,.Dy

2. Seleccionar el valor del parametro .

3. Presentar y a cada uno de los clasificadores. Si todos coinciden en la

etiqueta de clase, entonces asignar esa etiqueta de clase a y.

4. En caso contrario, estimar la precision local de cada clasificador. Hacer

esto considerando la etiqueta de clase proporcionada a y por cada

clasificador Dy, y encontrar los £ vecinos mas cercanos a y para el cual Dy

asignd la misma etiqueta. Calcular la proporcion de los puntos cuya

etiqueta verdadera es s. (Es una estimacion de la precision local de Dr con

respecto a la clase s).

a.Si hay un Unico ganador, se asigna esta etiqueta a y. En caso contrario
verificar si los ganadores empatados dan la misma etiqueta a y, de ser asi
asignar la etiqueta y regresar. Si una clase predomina entre la mayoria de
los ganadores, entonces asignar esa etiqueta a'y.

b.En caso contrario, si hay una etiqueta de clase entre la mayoria de los
clasificadores localmente mas competentes, el clasificador con la
siguiente competencia mas alta asigna la etiqueta de clase. Si todos los
clasificadores estan empatados y la etiqueta de clase es aun empatada
(hay varias etiquetas ganadoras), entonces elegir aleatoriamente una
etiqueta de entre las empatadas. Si s6lo hay un ganador de la (2°)
competencia local y este puede resolver el empate, entonces utilizar la
etiqueta ganadora para v.

Figura 4.5. Funcionamiento del algoritmo de seleccion dindmica de
clasificadores utilizando precisiones locales
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Otros algoritmos basados en este mismo concepto de precision local son el
desarrollado por Kuncheva [Kun., 02b], que incluye la seleccion de forma aleatoria
del clasificador ganador cuando se presentan constantes empates, y el propuesto
por Giacinto [Gia., 97], que realiza la estimacion local utilizando las probabilidades
de las clases, a diferencia de Woods que solamente considera la etiqueta de clase
asignada al patron de entrenamiento.

Giacinto [Gia., 99] dispone de H diferentes clasificadores D¢, f= 1,..., H, el
conjunto de datos es dividido en 7 regiones R;, i =1,..., r. Cada region R;, puede ser
subdividida en 2 subregiones R"=R' RS (R;® es un calificador Bayesiano) y
Ril' = Ril - RiH, cada clasificador Dr en la region RiH corresponde a un Optimo
clasificador Bayesiano, mientras que en las regiones R;" no se toman decisiones
Bayesianas (Figura 4.6).

(1)t Limites entre las regiones de
R; _ decision del clasificador D,

Limites entre las regiones de
= - - -RI'UF R,? decision del clasificador D,

R,\V* Limites entre las regiones de
R,?%" decision Bayesianas

Figura 4.6. Division del espacio de representacion en regiones con dos
clasificadores (extraida del articulo original [Gia., 99])

Para la seleccion dindmica propone dos métodos partiendo de la estimacion
de precisiones locales en las que hace uso del algoritmo A—NN; método de
seleccion a priori, donde la seleccion se realiza sin conocimiento de la clase
asignada por el clasificador Dy al nuevo patron y, método de seleccion a posteriori,
en el que la clase asignada por el clasificador Dy al nuevo patrén es conocida
(Figura 4.7).

a) En el algoritmo, el calculo de p(correcto;) corresponde a cualquiera de los
dos métodos utilizados.

b) En los pasos 1y 2, se seleccionan k’ clasificadores (k’<= H) para desechar
los clasificadores que tienen probabilidades menores a 0.5 en la precision al
clasificar el patron y.
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Parametros de entrada: valor del parametro k
Inicio
Para cada patron de entrada y hacer
Si “seleccion a posteriori” entonces
V D¢ (f=1,...,.H): calcular Dj(y)
Si todos los clasificadores asignan a y la misma etiqueta de clase t € c entonces
Clasificar y
Devolver t
Sino
Hacer V D¢(f=1,....H)
Paso 1: calcular p(correcto;) // Probabilidad de clasificar correctamente a 'y
Paso 2: si p(correcto;) < 0.5 entonces rechazar Dy
Fin Hacer
Paso 3: identificar el clasificador que maximice p(correctoy),j = 1,...k’
k’ <= H, estableciéndolo como D;.
Paso 4: V Def=1,..., k°, calcular: difi=[p(correctos)-p(correcto))]
Paso 5:si V f=1,....k°, f £ s, dif; > umbral entonces seleccionar a D,
De lo contrario seleccionar el clasificador con dify < humbral.
Fin Sino
Fin

Figura 4.7. Seleccion dindmica propuesta por Giacinto y Roli

c) Las diferencias calculadas en el paso 4 son utilizadas para calcular una clase
de “confidencia” para la seleccion. Si se elige la seleccion a posteriori,
entonces la diferencia dif; es calculada s6lo para los clasificadores que
toman una decision diferente de la tomada por el clasificador seleccionado
D;. Si todas la diferencias son superiores que un umbral fijo preestablecido
(0.1), entonces es razonable designar a Ds como el clasificador mas
apropiado para clasificar el nuevo patron.

No es razonable seleccionar el clasificador Ds si otros clasificadores
proporcionan resultados similares en el paso 5. Para esta situacion, se sugiere
realizar la eleccion del clasificador de forma aleatoria.

4.3 DIVERSIDAD DE LAS DECISIONES

En multiples investigaciones [Kun., 02¢], [Die., 97], [Han., 90], [Gia., 01], [Kun.,
01b], [Ban., 03], [Nar., 05], se ha establecido como requisito indispensable y
condicional del desempefi6 del SMC, el grado de diversidad de los clasificadores.
Dos clasificadores son diversos si arrojan decisiones diferentes al clasificar un
mismo patron de entrada. Para ejemplificar esto, consideremos un conjunto de tres
clasificadores D;, D, y D3 y el patron y a clasificar. Si los tres clasificadores en sus
decisiones individuales son idénticos, entonces cuando la decisidon de D; esta
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equivocada, las decisiones de D, y D; también serdn erroneas. Caso contrario
sucede si las decisiones individuales de los clasificadores difieren entre si, entonces
cuando la decision de D; sea erronea, las decisiones individuales de D, y Dj
pueden ser correctas; de esta forma, si se toma la decision final por mayoria, el
patron y podra clasificarse correctamente.

Para obtener esta diversidad se han propuesto varios métodos [Die., 97],
siendo mas utilizados los que incluyen la manipulacion de los patrones de
entrenamiento (submuestreo). Estos métodos incluyen Bagging [Bre., 96],
Boosting y su variante mas usada AdaBoost [Fre., 96], Arcing [Bre., 98] y
secuencial [Bar., 03a]. Sin embargo, no es suficiente la integraciéon de las
submuestras con los diferentes métodos descritos en la Seccion 4.1, es necesario
utilizar alguna medida que nos indique cuan diverso es el comportamiento de los
componentes individuales, es decir, cuan diversas son las decisiones individuales.

En los ultimos afios se han desarrollado y adaptado medidas estadisticas ttiles
que ayudan al analisis de la diversidad, dependiendo de la cantidad de
clasificadores evaluados. Estas medidas pueden catalogarse en dos grupos [Kun.,
03]: pairwise (Q-estadistico, medida de desacuerdo, medida de doble fallo y
coeficiente de correlacion) y medidas non-pairwise (varianza de Kohavi-Wolpert,
medida de entropia, medida de dificultad, interrater agreement, diversidad
generalizada y diversidad de coincidencia de fracaso). Para las medidas pairwise, la
medida de diversidad viene dada por el promedio de las medidas sobre todos los
pares de clasificadores. La eleccion de la medida a utilizar va a depender
directamente de la cantidad de clasificadores a utilizar. La Tabla 4.1 resume las
medidas de diversidad mas ampliamente usadas. La columna (1/]) indica cuando la
diversidad resulta mayor, si la medida es menor (|) o mayor (7).

Tabla 4.1. Medidas de diversidad

Medida Nomenclatura 1/]
Q-estadistico Q l
Coeficiente de correlacion p !
Medida de desacuerdo Des 1
Medida de doble fallo DF l
Varianza de Kohavi-Wolpert kw 1
Interrater agreement Ac l
Medida de entropia Ent 1
Medida de dificultad Dif l
Diversidad generalizada GD 1
Diversidad de coincidencia de fracaso CFD 1

Aun cuando el objetivo primordial de estas medidas es indicar la diversidad
existente en un SMC, algunos autores afirman que estas medidas pueden indicarnos
también el posible grado de precision que tendra el SMC. Por ejemplo, Banfield et
al., [Ban., 03] utilizan “Porcentage Correct Diversity Measure (PCDM)”, Q-
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estadistico y Kappa estadistico para determinar la diversidad en arboles de
decision, y encuentran que la precision en la clasificacion incrementa conforme
incrementa el grado de diversidad. Por otro lado, Shipp et al. [Shi., 02] utilizan dos
SMC, uno con tres clasificadores lineales y otro con tres clasificadores cuadraticos,
y determinan la diversidad utilizando 10 medidas diferentes: Q estadistico,
coeficiente de correlacion, medida de interrater agreement, diversidad generalizada,
varianza de Kohavi-Wolper, diversidad de coincidencia de fracaso, entropia,
medida de desacuerdo, medida de doble fallo y medida de dificultad.
Experimentalmente concluyeron diciendo “...tenemos muy poca evidencia de
cualquier relacion existente entre la precision de los métodos de combinacion
(mayoria, médximo, minimo, promedio, producto, naive Bayes, behavior-knowledge
space, método Wernecke’s y plantillas de decision) y los valores de las medidas de
diversidad...”, “Estos resultados son desalentadores porque se supone que las
medidas de diversidad indican el desempefio de la combinacion de clasificadores, y
nosotros encontramos muy poca evidencia de cualquier relacion...”.

Algunas de las propiedades que deben cumplir las medidas de diversidad son
las siguientes [Nar., 05]:

a) Propiedad 1. La medida de diversidad tiene un valor finito para el SMC.

b) Propiedad 2. La medida de diversidad esta acotada. Las medidas de
diversidad cuentan con un valor minimo y un valor maximo para su
adecuada interpretacion.

c) Propiedad 3. El resultado de la medida de diversidad puede ser
representada en forma vectorial.

d) Propiedad 4. La medida de diversidad es simétrica. Una medida de
diversidad puede ser simétrica o no-simétrica con respecto a la correcta o
incorrecta clasificacion (0 6 1). El cumplimiento de esta propiedad no se
considera ventajoso o perjudicial, simplemente es una caracteristica propia
de la medida de diversidad.

Para determinar la diversidad, en el presente trabajo se utilizan las tres
primeras medidas presentadas en la Tabla 4.1: Q-estadisitico, coeficiente de
correlacion y la media de desacuerdo. Para la ejecucion de estas medidas, se hace
uso del “ordaculo” [Kun., 03], en el cual las decisiones individuales de los H
clasificadores se guardan en una matriz binaria, donde 1 significa una clasificacion
correcta y 0 la clasificacion incorrecta.

Para simplificar la manipulacion de las decisiones de los clasificadores
individuales, sus decisiones son resumidas en una tabla como la que se muestra en
la Tabla 4.2. Esta tabla ejemplifica los resultados de los clasificadores D; y D; al
clasificar un patrén de prueba y. Los valores de cada una de las celdas
corresponden a lo siguiente:
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a = D;y D; clasificaron correctamente a y.
b = D;j clasifico erroneamente a'y y D; correctamente.
¢ = Dj clasifico correctamente a 'y y D; erroneamente.

d = D;y D; clasificaron errdbneamente a y.

Tabla 4.2. Relaciones entre las decisiones individuales de dos clasificadores

D; Correcto (1)  Dj; Erréneo (0)

D; Correcto (1) a b

D; Erréneo (0) c d

4.3.1 Q-ESTADISTICO (|)

Utilizando las relaciones de la Tabla 4.2, el Q-estadistico para dos clasificadores D;
y Dj viene dado por:
_ad—bc

ad + bc

Qi,j

Para cuando se tiene mas de dos clasificadores, el Q-estadistico se calcula con
la siguiente formula [Kun., 03]:

H-1

2 H
0, = mz oy

=1 j=i+l
Para clasificadores independientes (y m—o0), Q;; = 0. Los valores de Q varian

entre -1 y 1 [Kun., 02a], [Kun., 02c].

4.3.2 COEFICIENTE DE CORRELACION (})

Para expresar cuantitativamente el grado en que las decisiones individuales de un
SMC estan relacionadas, es necesario calcular un coeficiente de correlacion dado
por la siguiente formula [Shi., 02], [Kun., 03]:

_ ad —bc
Pii ™ Jlatb\e+dYa+clbrd)
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El coeficiente de correlacion cuenta con las siguientes caracteristicas:

a) El valor del coeficiente de correlacion varia entre -1.00 y +1.00. Ambos
extremos representan relaciones perfectas entre las decisiones y 0.00
representa la ausencia de asociacion.

b) Cuanto mas cercano sea a cero el coeficiente de correlacion, més débil sera
la asociacion entre los clasificadores.

c¢) Una relacion positiva significa que los clasificadores que obtienen
calificaciones altas en una variable tienden a obtener calificaciones altas en
la otra. De igual forma, una relacion negativa se presenta cuando los
clasificadores que obtienen calificacion baja en una variable tienden a
obtener calificacion baja en la otra.

Con la intencién de hacer una adecuada interpretacion de los indices de
correlacion, en el presente trabajo se hara uso de la clasificacion que aparece en la
Figura 4.8:

+0.00 a 0.25 baja o ninguna correlacion
+0.26 a 0.50 correlacion moderada baja

+0.51 a 0.75 correlacion moderada alta
+0.76 a 1.00 alta a perfecta correlacion

Figura 4.8. Categorias del coeficiente de correlacion

Es importante recalcar que el hecho de encontrar una fuerte asociacion entre
las decisiones no implica que necesariamente esta correlacion sea de caracter
causal. Lo unico que permite identificar son co-movimientos significativos de las
decisiones, es decir, el grado de asociacion entre el acierto o el error igualmente
observado por los clasificadores al clasificar un nuevo patron.

4.3.3 MEDIDA DE DESACUERDO (1)

Para encontrar la diversidad en un SMC, esta medida obtiene el porcentaje de las
ocasiones en que los clasificadores no coinciden en las decisiones hacia un mismo
patron de entrada (D; clasifica a y de forma correcta y D; no; celdas a y b de la
Tabla 4.2).

La medida viene dada por la siguiente formula [Shi., 02], [Kun., 03]:

b+c

" a+b+ce+d

76



Sistemas Multiples de Clasificacion

Cuanto mas grande sea el valor de D;;, mayor serd la diversidad.

4.3.4 MEDIDA DE VARIABILIDAD (1)

Una ultima forma de determinar la diversidad en las decisiones individuales es
mediante la medida de la variabilidad. Esta medida, a diferencia de las medidas
anteriores, utiliza una matriz de decisiones que guarda la etiqueta de clase que los
clasificadores asignan a cada patrén de prueba.

Para determinar la variabilidad, se hace uso de la siguiente formula [Val.,
02a]:

[;4~c

donde:

1 en caso contrario

{0 si Dy(y)=D,(y)=r Dy (v)

p = total de patrones evaluados

Esta medida tiene como objetivo determinar el grado de variabilidad en las
decisiones individuales, mediante la recopilacién de todos aquellos casos donde al
menos un clasificador no coincidio con el resto de clasificadores en la etiqueta de
clase asignada a y. Al igual que la medida de desacuerdo, valores altos indican
mayor diversidad.
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Estrategias de solucion

Para llevar a cabo este trabajo, se realizo una investigacion sobre diferentes
metodologias encaminadas a extender el uso de SMC para afrontar algunos
de los problemas que deterioran la clasificacion: manipulacion eficiente de
muestras de entrenamiento no balanceadas y escalabilidad de algoritmos para poder
ejecutarlos incluso cuando los conjuntos de datos tienen un tamafio tan grande que
imposibilita su manejo en computadoras estandar. En el primero de estos
problemas, se pretende incrementar el porcentaje de clasificacion correcta en las
clases minoritarias sin afectar significativamente el de las clases mayoritarias (es
decir, incrementar los valores de la media geométrica de las precisiones por clase).
En el segundo problema, se tratard de encontrar maneras eficientes de aplicar esos
algoritmos sin afectar la precision del método de clasificacion. En ambos casos, se
trata de aplicaciones novedosas de los SMC.

Las estrategias de solucidon aqui propuestas se basan en la manipulacion de
los patrones de un CE (ver Seccion 4.1.1), buscando diversidad entre los
componentes individuales del SMC y la toma de decisiones individuales en su
modalidad de fusion de clasificadores.
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5.1 ALGORITMOS DE CLASIFICACION

En el presente trabajo, se utilizaron dos reglas de aprendizaje: la regla 1-NN
(Nearest Neighbor) [Das., 91] y redes neuronales de dos tipos multicapa con
aprendizaje backpropagation [Rum., 86] y red con estructura modular.

5.11 REGLA 1-NN

La regla 1-NN es un clasificador supervisado no-paramétrico ampliamente
conocido que combina una simplicidad conceptual con un ratio de error
convenientemente limitado en términos del error 6ptimo de Bayes [Cov., 67]. En su
clasica manifestacion, dado un grupo de m patrones previamente etiquetados (o
conjunto de entrenamiento, CE), el clasificador asigna a algin patrén de prueba la
clase indicada por la etiqueta del vecino mas cercano en el CE. Por otro lado,
debido al bajo coste computacional, la sencillez de su implementacién y el tipo de
datos utilizado, para el calculo de la similitud entre patrones se hace uso de la
distancia Euclidea.

5.1.2 REDES NEURONALES

Una segunda regla de decision utilizada para clasificar patrones es la que
involucran las redes neuronales artificiales. De manera concreta, se aplican dos
redes feed-forward: una con estructura multicapa y aprendizaje tipo
backpropagation (retropropagacion), y otra con estructura modular y aprendizaje
de gradiente estocastico.

Varios aspectos justifican el uso de estas redes en la presente tesis. Como
primer punto cabe mencionar que con la arquitectura multicapa es posible resolver
el problema del XOR' [Rum., 86]. Ademas, debido a que las subredes que forman
la red multicapa han sido inicializadas de forma independiente, es posible
reconocer adecuadamente los patrones aun cuando alguna de las subredes
encuentre ambigiiedad o confusion en la clasificacion, ya que el resto de las
subredes pueden contrarrestar su efecto y favorecer asi su clasificacion.

Por otro lado, el método conocido como backpropagation error (propagacion
del error hacia atras) o método de gradiente decreciente, es un método basado en la
generalizacion de la regla delta [Wid., 60] que, a pesar de sus propias limitaciones®
[Nat., 97], es en la actualidad el método de aprendizaje mas ampliamente estudiado
en RNA, entre otras razones, debido a la gran capacidad que tiene para organizar la

! Funcion que el Perceptron unicapa es incapaz de aprender.

? Principalmente, coste computacional, ambigiiedad en determinar la topologia mas adecuada a un
determinado problema, y el desconocimiento del proceso que ocurre entre las capas ocultas y la de
salida durante el entrenamiento de la red.
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representacion del conocimiento en las capas ocultas y a su elevado poder de
generalizacion.

Algunas consideraciones realizadas al implementar el perceptron multicapa
son las siguientes:

a) Topologia. Para los experimentos aqui realizados, se utilizd el
entrenamiento de un perceptron multicapa con una capa oculta. Con la
intencion de disminuir la carga computacional asociada al entrenamiento, el
total de unidades en esta capa esta relacionado con el nimero de atributos
mas la unidad.

b) Pesos de las conexiones. Los pesos de las conexiones son inicializados de
forma aleatoria en un rango de valores entre -0.5 y 0.5.

¢) Razdén de aprendizaje () y factor momento (o). Existen multiples formas
para asignar el valor a n y a, sin embargo, basdndonos en evidencia
empirica que demuestra una adecuada convergencia de la red [Gas., 01],
[Pao., 89], [McC., 88], [Dem., 93] al utilizar n € [0.8, 0.9] y a € [0.6, 0.7],
en los experimentos aqui realizados se consideran=0.9 y a =0.7.

d) Funcién de activacion de las neuronas ocultas y de salida. Debido a que el
algoritmo backpropagation exige que la funcion de activacion sea continua
y, por tanto, derivable para poder obtener el error o valor delta de las
neuronas ocultas y de salida, la funcion utilizada es la funcion sigmoidal.

El segundo enfoque de RNA utilizado, es el llamado mixture of experts o
redes modulares (ver Seccion 3.4.2.1). Se trata de métodos ampliamente
recomendados para dar solucidon a problemas de reconocimiento de patrones de
forma eficiente, mediante el entrenamiento de expertos locales [Jac., 91].

Existen multiples variantes en su implementacion, las cuales, en su mayoria
difieren entre si en la naturaleza del modulo regulador o integrador. En algunos
casos este modulo no es mas que una neurona que evaltia el desempefio de cada
uno de los modulos expertos [Har., 04], o es una red neuronal entrenada con un
conjunto diferente al utilizado para entrenar a los expertos [Bau., 04], [Ste., 91], o
el entrenamiento de todos los moédulos, incluido el modulo integrador, son
entrenados con el completo CE [Jac., 91], [Zam., 99] (Figura 5.1). En el presente
estudio, se implementd un SMC, en el cual cada uno de sus elementos corresponde
a una red modular (Figura 5.1), en el que todos y cada uno de sus modulos son
entrenados con el mismo CE.

Algunas consideraciones realizadas al implementar las redes modulares son
las siguientes:

a) Topologia. La estructura de cada elemento de la red modular corresponde a
un perceptron lineal, en el cual el nimero de nodos en la capa de entrada
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corresponde al nimero de atributos del patron de entrada. Para las redes
expertas, el nimero de neuronas en la capa de salida es igual al nimero de
categorias del problema, en tanto que para la red integradora es igual al
numero de expertos utilizados.

b) Pesos de las conexiones. Al igual que con el perceptron multicapa, los
pesos de las conexiones son inicializados de forma aleatoria en un rango de
valores entre -0.5 y 0.5.

¢) Decision final. La combinacion de las decisiones se realiza por mayoria
simple.

Salida

I

Aot (R | ElaR (| askat) R
[ [

A

Figura 5.1. SMC con redes modulares

En el Apéndice I, se describen mas ampliamente el funcionamiento de estas
dos redes.

5.2 CONJUNTOS DE DATOS UTILIZADOS

Con la finalidad de validar las nuevas propuestas presentadas en este trabajo con
otras investigaciones relacionadas, los resultados aqui reportados corresponden a
experimentos realizados sobre 17 conjuntos de datos que se emplean con gran
frecuencia en publicaciones de diversas areas del reconocimiento de patrones.
Algunas de las principales caracteristicas de estas bases de datos estan resumidas
en la Tabla 5.1.

Para una mayor descripcion de cada uno de los CE, pueden consultarse las
siguientes cinco fuentes de donde fueron obtenidas: banco de datos Elena’, banco
de datos UCI4, Feltwell’, Ism’ y de [Bar., 95]6.

3 hitp://www.dice.ucl.ac.be/neural-nets/Research/Projects/ ELENA/databases/REAL/

* Merz, C. I., Murphy, P. M.: UCI Repository of Machina Learning Databases. Univ. Of California, Irving
(1988).

3 http://www.aris.sai.jrc.it/dfc/imagenes.html
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Tabla 5.1. Bases de datos utilizadas en la experimentacion

\[o} (N\[o} Tamafio = Tamafo

clases atributos CE TS
Cayo’ 11 4 3086 2933
Cancer? 2 9 546 137
Feltwell® 5 15 1418 5820
Glass? 6 9 174 40
Heart? 2 13 216 54
Iris 3 4 120 30
Ism°® 2 9 10065 1118
Liver? 2 6 276 69
Pima? 2 8 615 153
Phoneme? 2 5 4322 1082
SatImage’ 6 36 5147 1288
Sonar® 2 60 167 41
Vehicle? 4 18 678 168
German® 2 24 800 200
Waveform? (K] 21 4000 1000
Segment? 7 19 1848 462
Wine? 3 13 144 34

A excepcion de las bases de datos Ism, Cayo y Feltwell, de cada conjunto de
datos se obtuvieron 5 conjuntos mediante validacion cruzada (ver Seccion 2.3.4.1),
en las que se considerd el 80% de los patrones para entrenamiento y el 20%
restante para evaluar el sistema (conjunto de test, CT). Del conjunto de datos Ism
se extrajeron, mediante validacion cruzada, 10 particiones, en las cuales el 90% de
los datos originales se utilizan para entrenamiento y el 10% restante para prueba.
Del conjunto de datos Cayo se extrajeron, mediante validacion cruzada,
unicamente tres CE con su respectiva CT. Finalmente, Feltwell constituy6 un sélo
CE con dos CT obtenidos por validacion cruzada.

Resulta dificil estandarizar algin método para tratar de la misma forma todas
las bases de datos, pues cada una de ellas cuenta con caracteristicas muy
particulares: tamafio, numero de clases, distribucion de patrones por clase,
dimensionalidad, etc. Por ello, estos conjuntos son separadas en dos grupos que,
considerando el numero de clases y el balance existente entre ellas son:

a) Bases de datos desbalanceadas de dos clases. Los conjuntos de datos de esta
naturaleza son los originales de Ism y Phoneme, asi como los conjuntos de

® R. Barandela, “Una metodologia para el reconocimiento de patrones en la solucion de tareas gedlogo-
geofisicas”. Geofisica Internacional, Vol. 34, no.4, Pag. 399 — 405, 1995.

> K. Woods, C. Doss, K, Bowyer, J. Solka, C. Priecbe & W. Kegelmeyer. Comparative evaluation of Pattern
Recognition techniques for detection of microcalcifications in Mammography. International Journal of Pattern
Recognition and Artificial Intelligence, Vol. 7(6), pp. 1417 — 1436, 1993.

85



Capitulo 5

datos Glass, Satimage y Vehicle con algunas adaptaciones para obtener
conjuntos de dos clases (dejar los patrones de una clase como clase
minoritaria y realizar la union de los patrones del resto de las clases para
formar la clase mayoritaria). La descripcion de estas adaptaciones puede
observarse en la Tabla 5.2.

Tabla 5.2. Conversion de bases de datos de varias clases en conjuntos de dos clases

Clases que forman cada grupo

Minoritaria Mayoritaria
1,2,3,4,5
Vehicle 2,3,4

Satlmage 1,2,3,5,6

b) Bases de datos desbalanceadas de mas de dos clases. Estos conjuntos

cuentan con patrones distribuidos en varias clases (5 y 11 clases) y, ademas,
no existe balance en cuanto a la cantidad de patrones que la representan
(Tabla 5.3).

Tabla 5.3. Bases de datos de mas de dos clases con desbalance

No. CE CT

Clases

11 3086
5 1418

2933
5820

Bases de datos balanceadas. En este tipo de conjuntos, la cantidad de
patrones contenidos en una clase es igual, o con poca diferencia en cuanto a
tamafo, con respecto a la cantidad de los patrones contenidos en la otra
clase. La cantidad de clases contenidas por muestra varia desde dos hasta 11
clases. En concreto, los conjuntos pertenecientes a este grupo son Cancer,
Heart, Liver, Pima, Sonar, Iris, Liver, Pima, Vehicle, German, Segment,
Waveform, y Wine.

5.3 SISTEMAS MULTIPLES DE CLASIFICACION

En la vida real, muchas bases de datos se caracterizan por presentar desbalance en
la distribucion de los patrones entre las clases (ver Seccion 3.5.3), requiriendo
especial interés en la correcta clasificacion de los patrones contenidos en la(s)
clase(s) minoritaria(s), tal es el caso de las bases de datos de informacion médica.
Por ejemplo, en [Cha., 00] se utiliza una base de datos de mamografias, con 11443
patrones, de los cuales tan solo 260 corresponden a casos de pacientes con micro-
calcificaciones en la mama. Al clasificar nuevos casos, la precision observada es de
97.68% clasificando los nuevos casos como sanos. Esta situacion no es nada
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deseable, ya que muchos de los casos que presentan micro-calcificaciones no
fueron detectados como tal.

Con la finalidad de disminuir el efecto negativo del desbalance, se propone
una modificacion a la ejecucion de los algoritmos existentes para lograr diversidad
(seleccion aleatoria sin reemplazo, Bagging, Boosting, Arc-x4), en el sentido que la
seleccion de patrones se realiza contemplando la distribucion existente en cada una
de las clases, con dos modalidades: submuestras resultantes con un balance total y
submuestras con la misma representatividad por clase que el CE original.

Sin perder de vista los objetivos trazados previamente, el tamano de las
submuestras es un aspecto sumamente cuidado al momento de su integracion. La
mayoria de los métodos descritos en la Seccion 4.1.1 consideran la creacion de
varias submuestras del mismo tamafio que el CE original. Sin embargo, esta
situacion es altamente costosa desde el punto de vista computacional, por lo que en
los experimentos realizados, el tamafio de cada submuestra es de m/L, donde m es
la cantidad de patrones de entrenamiento y L la cantidad de submuestras a formar.
Con esta medida, se pretende reducir el posible elevado costo computacional en
términos de tiempos de ejecucion y requerimientos de memoria [Val., 05b].

En lo que respecta a la toma de decisiones, los experimentos incluyen
estrategias de fusion de clasificadores [Bar., 03a], [Val., 05a]. En este sentido, y
atendiendo a las principales desventajas detectadas a la votacién simple, se
implementan algunos métodos de ponderacion estatica y ponderacion dindmica. En
los métodos dinamicos, los pesos asignados a los clasificadores individuales
pueden cambiar con cada uno de los patrones de prueba evaluados. Caso contrario
sucede en la ponderacion estatica, en la que los pesos son calculados para cada
clasificador en la fase de entrenamiento y se mantienen durante la clasificacion de
los patrones de prueba.

5.4 METODOLOGIAS PROPUESTAS

Cada uno de los objetivos planteados al inicio de la presente investigacion requiere
que se establezcan metodologias de trabajo que permitan su cumplimiento. Por
ello, a continuacion se desglosan las metodologias propuestas para cada uno de los
problemas a resolver.

5.4.1 DIVERSIDAD EN UN SMC

Uno de los principios que rigen y favorecen el buen desempefio de los SMC es el
grado de diversidad existente entre los componentes que lo forman. Esta diversidad
puede ser vista desde dos perspectivas: diversidad en el entrenamiento del sistema
y diversidad en las decisiones que proporciona cada uno. Podemos decir que la
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diversidad en el entrenamiento nos conduce forzosamente a la diversidad en las
decisiones, sin embargo, experimentalmente comprobaremos que esta relacion no
siempre es verdadera. Para esto, las estrategias de solucidon propuestas estan
encaminadas hacia ambos sentidos: generar diversidad en el entrenamiento del
SMC vy analizar las decisiones proporcionadas por cada uno de sus elementos. Para
lograr lo primero, acudimos a la implementacion de cuatro métodos para realizar el
submuestreo (ver Seccion 4.1.1). En tanto que, para analizar la diversidad en las
decisiones individuales, se utilizaron métodos ya existentes para este fin (ver
Seccion 4.3).

5.4.2 ANALISIS DE LA EFICIENCIA DE LA REGLA 1-NN CON SMC

La regla de decision 1-NN es una de las mas ampliamente estudiadas en
reconocimiento de patrones, sin embargo, su eficiencia ha sido ampliamente
cuestionada cuando se aplica sobre conjuntos que presentan problemas como
desbalance entre clases, tamafio excesivo, patrones atipicos, ruidosos y/o
redundantes. Por tal motivo, en la presente Tesis Doctoral, se propone la
implementacion de diferentes metodologias que incluyen la utilizacion de un SMC
basado en la regla I-NN y que, al mismo tiempo, implementa algoritmos de
preprocesado (ver secciones 3.5.4 y 3.5.5) con intencion de disminuir y, en algunos
casos, eliminar los efectos negativos que estos problemas ocasionan. Las
estrategias de solucion aqui propuestas pueden dividirse de acuerdo al problema
objetivo de la siguiente manera:

a) Tratamiento del desbalance en bases de datos de dos clases. Para dar
solucion a este problema, se proponen tres diferentes estrategias: utilizar un
SMC para obtener un balance perfecto en los subconjuntos de datos y,
posteriormente, aplicar algoritmos de preprocesado con cuatro diferentes
métodos: metodologia 1: clasificar directamente con el SMC sin
preprocesado, metodologia 2 (Figura 5.2): limpieza de submuestras con
edicion de Wilson, metodologia 3 (Figura 5.3): reduccion de submuestras
con SSM, y metodologia 4 (Figura 5.4): reduccion de submuestras
previamente editadas; sobre-entrenar la clase menos representada vy,
posteriormente, aplicar algoritmos de preprocesado (con el mismo esquema
de las Figuras 5.2, 5.3 y 5.4, con la variante que en lugar de utilizar el SMC,
se utilizan los conjuntos balanceados después de sobre-entrenar la clase
minoritaria); y favorecer la clase minoritaria mediante la ponderacion de la
distancia euclidea.

b) Tratamiento del desbalance en bases de datos de mas de dos clases. Ademas
del problema del desbalance, en este tipo de conjuntos, es necesario
determinar la forma como se trataran cada una de las clases: mayoritarias,
minoritarias o intermedias. Para esto, se propone establecer un umbral que
nos permita hacer la discriminacidon entre clases mayoritarias y clases
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d)

minoritarias. Ademds, se ve la conveniencia de utilizar algoritmos de
preprocesado, con la finalidad de elevar la calidad del conjunto de datos.

Tratamiento de bases de datos con tamafio excesivo. Uno de los problemas
mas importantes de la regla 1-NN es el tiempo que requiere para su
gjecucion en grandes conjuntos. Si a esto le sumamos la dificultad de tratar
grandes cantidades de datos de forma conjunta, tenemos que la complejidad
de la solucion se incrementa considerablemente. La solucion aqui propuesta
incluye explotar las bondades que los SMC nos ofrecen al permitir la
particion del CE en subconjuntos de menor tamaio, y la reduccion asociada
a los algoritmos de limpieza y reduccién (ver Seccion 3.5.5 y 3.5.6)
(Figuras 5.2, 5.3y 5.4).

Eliminacion de la redundancia en la base de datos. Un problema derivado
de la utilizacion de algoritmos que realizan la seleccion de patrones con
reemplazo (ver Seccidén 4.1.1) es la presencia de patrones redundantes.
Estos patrones, quizas no afecten a los indices de precision, pero si
dificultan el tratamiento del conjunto de datos elevando los tiempos
requeridos por la regla 1-NN durante la clasificacion. La solucion propuesta
contempla la eliminacion de los patrones repetidos, conservando
unicamente un representante de ellos.

Clasificacion
con el SMC
editado

Figura 5.2. Procesos que incluye la metodologia 2. Al SMC se le aplica
el algoritmo de Edicion de Wilson y, posteriormente, se clasifica con la
regla 1-NN utilizando el SMC editado. Con esta metodologia, se busca
eliminar todos aquellos patrones atipicos y/o ruidosos contenidos en el
CE y, de este modo, incrementar la precision en la clasificacion
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SSM sobre el
SMC

Clasificacion
con el SMC
reducido

Figura 5.3. Procesos que incluyen la metodologia 3. Similar a la
metodologia 1, aunque en este caso, antes de la fase de clasificacion, se
ejecuta el algoritmo de reduccién SSM

Coe )

Wilson +
SSM sobre
SMC

Clasificacion con
el SMC editado y
reducido

Figura 5.4. Procesos que incluyen la metodologia 4. En esta
metodologia, se ejecutan los dos algoritmos de preprocesado (edicion
de Wilson y SSM) sobre el SMC antes de iniciar la clasificacion de
nuevos patrones.

5.4.3 FUSION DE CLASIFICADORES

Como se ha mencionado en temas anteriores, uno de los métodos mas utilizado
para realizar la combinacion de las decisiones individuales es la votacion por
mayoria simple. Sin embargo, estudios realizados han demostrado la gran debilidad
que este método tiene cuando el desempefio de los componentes individuales del
SMC no es uniforme [Mat., 96], [Han., 90], [Val., 05a], [Val., 06].
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La estrategia de solucion propuesta para resolver este problema consiste en la
implementacion de nuevos métodos para ponderar las decisiones de los
clasificadores que forman el SMC. Estos métodos realizan la ponderacion de dos
diferentes formas: dindmica y estatica. Los métodos que ponderan dindmicamente
las decisiones de los clasificadores hacen uso de las distancias existentes entre los
vecinos mas cercanos en los componentes del SMC y el patron de entrada. Por el
contrario, el método que realiza la ponderacion estatica apoya su funcionamiento
en la estimacion del error que se obtiene por cada uno de los clasificadores que
forman el SMC, el cual sera la base para el establecimiento de los pesos.

5.4.4 ANALISIS DE LA EFICIENCIA DE SMC FORMADOS POR RNA

Un paradigma que ha sido extensamente estudiado a través de los afios, se refiere a
las redes neuronales. Diferentes y variados métodos de aprendizaje supervisado han
sido propuestos pero, definitivamente el algoritmo backpropation se constituye
como el mas estudiado, evaluado e implementado en diversas areas del
conocimiento. Otros métodos relativamente nuevos, que prometen grandes
beneficios a la clasificacion de patrones, son los que contempla el principio de
modularidad. Algunos de los aspectos que los hace atractivos son entre otros:
simplicidad computacional, trabajo independiente, velocidad de procesamiento, y
la posibilidad de descomponer problemas complejos en problemas mas simples
(ver Seccion 3.4.2.1).

Como parte final, en la presente Tesis Doctoral, se realiza un amplio estudio
del desempefio que un SMC formado por un conjunto de perceptrén multicapa y
otro por redes modulares, tienen cuando se ejecutan en condiciones similares a las
contempladas con la regla 1-NN. Se analiza también el desempefio obtenido con
cada uno de los SMC formado con estas dos estructuras de red, en términos de
precision y tiempos de ejecucion.

91






Capitulo 6
Diversidad en SMC

I al como se menciona en [Kun. 01c], es indispensable que un
SMC presente un determinado grado de diversidad en los componentes
individuales para que, al combinar las decisiones individuales, se disminuya o
elimine el efecto negativo de los errores individuales. En la presente investigacion,
la diversidad es abordada desde dos perspectivas: la diversidad en los componentes
individuales (en su construccién) y la diversidad existente en las decisiones
individuales.

6.1 CREACION DE SMC DIVERSOS

Existen varios métodos que nos permiten lograr cierto grado de diversidad al
construir un SMC (ver seccion 4.1): manipulacion de patrones, manipulacion de
atributos, manipulacién de las etiquetas de clase, diferentes clasificadores con un
mismo CE e inyeccion de aleatoriedad. Para los experimentos reportados en esta
Tesis Doctoral, las submuestras que forman el SMC se integraron con diferentes
métodos que realizan el submuestreo o la manipulacién de patrones: Bagging,
Boosting, Arc-x4, seleccién aleatoria sin reemplazo y seleccion secuencial. La
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implementacion de estos métodos varia de acuerdo a la distribucion de los patrones
existente en las clases que forman la base de datos. Asi, para las base de datos que
cuentan con desbalance, la seleccion de patrones favorecié la creacion de
submuestras con balance perfecto, en tanto que, para los CE que no cuentan con
desbalance muy fuerte, las submuestras resultantes mantienen la misma
representatividad por clase que el conjunto original. Estas dos cuestiones seran
tratadas mas ampliamente en el Capitulo 7.

6.1.1 SUBMUESTREO INDISCRIMINADO Y SUBMUESTREO POR
CLASE

La implementacion tradicional de los métodos para realizar el submuestreo
(seleccionar patrones) contempla la construccion de submuestras del mismo
tamafio que el conjunto original [Die., 97]. Esta situacion propicia tres importantes
cuestiones sobre las submuestras resultantes: distribucion de patrones diferente a la
existente en la base de datos original (debido a la seleccion indiscriminada de
patrones entre clases), alto coste computacional y gran cantidad de memoria
requerida para su tratamiento en conjunto. Al momento de clasificar patrones, estas
cuestiones son poco deseadas, ya que merman la efectividad del algoritmo de
clasificacion.

Para eliminar estos problemas, la mayoria de las submuestras utilizadas en los
experimentos de esta tesis consideran el tamafio de cada una de sus clases de
acuerdo a su distribucion, es decir, m¢/H, donde m. es la cantidad de patrones de
una determinada clase y H es el numero de clasificadores que formaran el SMC
[Val., 05b]. De este modo, el tamafio final de cada una de las submuestras que
forman el SMC es de m/H, donde m es la cantidad de patrones del CE.

Para los experimentos de esta seccion, se utilizo un SMC formado por 5, 7 y
9 clasificadores, los cuales utilizaron los métodos de submuestreo Bagging (a),
Boosting (b) y Arc-x4 (c). Finalmente, se utilizaron tres esquemas para fusionar las
decisiones: votacion por mayoria simple, la votacion ponderada por promedio de
distancias y ponderacion con Shepard modificado (ver Secciones 8.1, 8.2.2 y
8.2.8).

Las Tablas 6.1 y 6.2 muestra los mejores resultados obtenidos con
submuestras formadas mediante submuestreo clasico y utilizando el submuestreo
por clase (SubC). Los numeros de la segunda fila indican el numero de
clasificadores que integran el SMC. Para cada caso, hemos incluido el método de
submuestreo que proporciona el mejor resultado. Para obtener un mayor detalle de
los resultados, pueden consultarse los anexos del Apéndice II.

A partir de estos resultados, podemos ver que para todas las bases de datos, al

menos un SMC tiene mayor precisién que cuando se utiliza un clasificador unico.
Por otro lado, al comparar los tres métodos de submuestreo (Bagging, Boosting y
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Arc-x4), en general, Bagging supera el desempefio de los otros dos,
independientemente del esquema de votacion utilizado. En lo que respecta a los
resultados con los dos esquemas de votacion, no encontramos diferencias
significativas.

Tabla 6.1. Submuestreo con distribucion por clase y submuestreo
indiscriminado (votacidn por mayoria simple)

CE original 5 7 9

Cancer Clasico 95.6 (@) 95.6 (a)95.8 (c) 95.8
SubC : (@) 953 (a)96.2 (a) 96.4

Heart Clasico £g.2 (@)59.3 (a)60.4 (b) 58.9
SubC ' (@) 64.4 (a)64.4 (b) 63.0

Liver Clasico 65.2 (b) 63.8  (a) 66.1 (a) 65.8
SubC ' (@) 65.8 (a)64.1 (b) 65.2

Pima Clasico (a) 66.7 (a)67.5 (a) 66.9
SubC 625 0711 @712 (@727

Sonar Clasico 82.0 (@) 82.4 (a,b)81.0 (c)82.4
SubC ' @737 (c)71.7 (c)72.2

Glass Clasico 20.0 (@ 70.5 (c)69.0 (c) 69.5
SubC ' (a)65.0 (b)63.0 (b) 61.0
Iris Clasico 96.0 (@)96.0 (a)96.0 (ab,c)96.0
SubC ' (@) 96.0 (c)98.0 (ab)94.0

Vehicle Clasico 64.2 (b) 64.7 (a)65.4 (a) 65.0
SubC ' (@) 62.0 (b) 60.7 (b) 62.3

Wine Clasico 224 (@724 (a) 729 (b) 71.8
SubC ' (b) 70.0 (b) 735 (@) 75.9

German Clasico 65.2 (@) 66.4  (a) 66.0 (a) 66.0
SubC ' (b) 68.8  (c) 69.9 (@) 70.2

SEUIELEI Clasico 83.6 (a)83.6 (a)83.6 () 83.5
SubC ' (b) 83.0 (b) 82.7 (a) 82.9

Phoneme E®{ES[] 26.1 (@ 76.0 (a)76.5 (@) 75.9
SubC ' (@) 75.0 (@) 75.0 (@) 75.0

WWEVG (o]l Clasico (@) 78.1 (a) 78.6 (a) 78.1
SubC (e (2807  (2)8L9  (a)832

SEL il Clasico 94.8 (b) 94.9 (b) 94.6 (c)94.9
SubC ' (a) 89.8 (b) 87.1 (a) 87.7

Por otro lado, en lo concerniente a la forma como se seleccionan los patrones
(en todo el CE o por clase), vemos que con Waveform, German, Pima y Cancer, la
precision obtenida cuando se seleccionan los patrones de forma indiscriminada,
siempre es peor que la proporcionada con submuestras que seleccionan los patrones
considerando la distribucion por clase, independientemente del esquema de fusién
utilizado. Estas diferencias son méas notorias con problemas que tienen un elevado
desbalance entre clases. Por ejemplo, para la base de datos Pima, con un 65% de
patrones en la clase mayoritaria, la precision es de 5-6% mayor cuando se

95



Capitulo 6

considera la distribucion por clase. En el resto de los casos, existen diferencias
poco significativas en los indices de precision que se obtienen con SMC formados
con el submuestreo por clase respecto a cuando se realiza el submuestreo sobre
todo el CE. Esta situacion igualmente hace recomendable la utilizacion de la
propuesta aqui hecha, al contemplar los elevados requerimientos que el
submuestreo clasico tiene asociado y el grado de desbalance en las submuestras
resultantes (Apéndice I1). En este sentido, la Tabla 6.3 muestra la cantidad de

patrones utilizado por cada una de las alternativas.

Tabla 6.2. Submuestreo con distribucion por clase y submuestreo

indiscriminado (votacidn ponderada dinamica por promedio)

Iris

Vehicle

Wine

German

Satimage

Phoneme

Waveform

Segment

El tamafio de las submuestras resultantes es importante en el sentido que,
cuando se utilizan submuestras de poco tamafio, se requieren pocos recursos
computacionales (en tiempo y espacio de almacenamiento) para su tratamiento. Es
decir, mientras la seleccién clasica de patrones (indiscriminada) produce nueve
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CE original 5 7 )
Clasico 95.6 (b) 95.5  (b)95.0 (b) 95.0
SubC ' (@953 (a)96.2 (a) 96.2
Clasico 552 (a) 59.6 (a) 60.0 (b) 59.3
SubC ' (@) 64.8  (a) 66.7 (b) 63.4
Clasico 65.2 (c) 64.5 (@) 65.8 (@) 65.8
SubC ' (a) 64.9 (@) 63.5 (c) 66.1
Clasico 65.9 (a) 66.7 () 67.6 (@) 67.1
SubC ' (b)71.9 (1) 70.9 (@) 72.7
Clasico 82.0 (b) 824  (b)8L5 (c) 82.9
SubC ' (@776  (c)75.6 (c)74.2
Clasico 20.0 (@) 70.5 (c) 69.5 (c) 70.0
SubC ' (c) 65.0 (c) 64.5 (a) 64.0
Clasico 96.0 (a,c)96.0 (ac)96.0 (ab,c)96.0
SubC ' (b)97.3 () 98.0 (@) 95.3
Clasico 64.2 (b) 64.6 (@) 65.7 (@) 65.2
SubC ' (b)63.4  (a)62.3 (b) 63.9
Clasico 724 (@) 73.5 (a) 72.9 (a,b) 71.8
SubC ' (b) 67.7 (a,b) 71.8 (@) 77.7
Clasico 65.2 (@) 66.3 (@) 65.3 (@) 66.3
SubC ' (b) 68.6  (b) 69.3 (@) 70.8
Clasico 83.6 (a) 83.7 (a) 83.6 (c) 83.7
SubC ' (b) 83.1 (a,c)82.6 (b) 83.4
Clasico 6.1 (@) 76.0 (@) 76.4 (c) 76.0
SubC ' (@750 (a)75.5 (@) 75.2
Clasico 28.0 (@) 78.1 (a) 78.6 (@) 78.1
SubC ' (a) 80.7 (@) 91.9 (a) 83.2
Clasico 94.8 (b)94.9  (b)95.0 (c) 95.0
SubC ' (@) 92.1 (@) 90.4 (@) 90.7
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submuestras de tamafio m, la seleccidn por clase crea nueve submuestras de tamafio
m/9, y por lo tanto, el total de patrones en un SMC donde las submuestras se
formaron con la seleccion indiscriminada es H veces el tamafio del CE original.

Tabla 6.3. Tamafos de los conjuntos originales y de las submuestras
formadas mediante submuestreo por clase

CE Clasificadores
original 5 7 9

Cancer
Heart 216 1080 1512 1944
Liver 276 1380 1932 2484
Pima 615 3075 4305 5535
Sonar 167 835 1169 1503
Glass 174 870 1218 1566
Iris 120 600 840 1080
Vehicle 678 3390 4746 6102
Wine 144 720 1008 1296
German 800 4000 5600 7200
Satimage 5147 | 25735 36029 46323
Phoneme 4322 | 21610 30254 38898
Waveform 4000 | 20000 28000 36000
Segment 1848 9240 12936 16632

En este contexto, en los tamafios de los SMC encontramos diferencias muy
significativas. Por ejemplo, para Heart, el CE original consiste de 216 patrones
(esos son patrones usados por la regla 1-NN), el SMC compuesto por 9
submuestras y formado por la seleccion clésica utiliza 1944 patrones (9 veces 216
patrones), en tanto que, el SMC con submuestreo por clase utiliza 216 patrones (la
misma cantidad de patrones que el clasificador Unico). Otro ejemplo mas
demostrativo es con Waveform, el CE original consta de 4000 patrones, el nimero
total de patrones seleccionados por el método clésico es 36000, y mientras que el
utilizado por el método propuesto utiliza 4000.

6.1.2 DETERMINACION DEL NUMERO DE CLASIFICADORES EN UN
SMC

Cuando se desea construir un SMC, es necesario establecer la cantidad de
elementos que lo formaran. En este sentido, actualmente no existe una regla que
indique la cantidad de clasificadores necesarios para obtener un grado de
diversidad suficiente con el que se obtengan resultados éptimos en todos los casos,
y menos, que tengan en cuenta los diferentes aspectos que se pueden encontrar en
un conjuntos de datos (ver Seccién 3.5). Por ello, en esta seccion, tratamos de
analizar el efecto del nimero de clasificadores sobre la precision general.
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Para este fin, se utilizaron los catorce conjuntos de datos con los que ya se
experimento en la seccion anterior, de los cuales algunos cuentan con dos y mas
clases, con desbalance, conjuntos con gran cantidad de patrones, etc. La cantidad
de patrones que contiene cada una de sus clases se establecié como m/H, donde m
es la cantidad de patrones de entrenamiento y H el nimero de clasificadores que
formaran el SMC. La cantidad de componentes individuales fue variando en
namero impar con los siguientes valores: 3, 5, 7, 9, 15 y 25. De esta forma, los
tamanos de los subconjuntos resultantes estan directamente relacionados con el
namero de clasificadores utilizados, es decir, si se decide integrar 15 clasificadores,
cada subconjunto contendra 1/15 de los patrones del CE original. Sin embargo, esta
situacion resulta prohibitiva para CE con pocos patrones, pues cabe la posibilidad
que en ocasiones, en algunas clases poco representadas, no se pueda seleccionar ni
un Unico patrdn. Por tal motivo, se incluyd la condicion de que si esta situacion se
presentara, al menos se eligiese un patron, garantizando de esta forma que todos y
cada uno de los subconjuntos resultantes contengan al menos un patrén por clase.

6.1.2.1 Votacion simple: bases de datos de dos clases

Los primeros experimentos de la presente andlisis corresponden al método de
votacion simple en el caso de las bases de datos que constan Unicamente de dos
clases: Cancer, Heart, Liver, Pima, Sonar, Phoneme y German. Los resultados al
clasificar nuevos patrones con estos conjuntos de datos y al variar el tamafio del
SMC son mostrados en las graficas de la Figura 6.1. Estas graficas constan de dos
ejes, uno de ellos para medir la precision observada con cada una de las técnicas de
seleccidn de patrones y la segunda para visualizar el tamafio de cada conjunto de
datos utilizado en las diferentes variantes del SMC.

De acuerdo a estos resultados, es posible apreciar un comportamiento poco
uniforme en cuanto a técnica de integracion de patrones y nimero de componentes
individuales. Sin embargo, es de notarse el buen desempefio que presenta la
seleccién de patrones con Bagging en la mayoria de los casos, principalmente con
Cancer, Heart, Pima, Phoneme y German al utilizar de 7 a 25 clasificadores, con
poca variacion al utilizar 5 clasificadores. Situacion opuesta se presenta cuando se
utilizan Unicamente 3 clasificadores, donde tanto la seleccion aleatoria sin
reemplazo como Bagging proporcionan los peores resultados en la clasificacion.

6.1.2.2 Votacion simple: bases de datos de méas de dos clases

En estos experimentos, se utilizaron los siete conjuntos de datos que cuentan con
mas de dos clases, con representatividad no uniforme entre los patrones de cada
una de ellas. Al igual que para el caso de dos clases, los resultados se muestran en
gréaficas con dos ejes (Figura 6.2), uno de ellos para la precision en la clasificacion
y el segundo para el tamafio de los conjuntos de datos.
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Figura 6.1. Clasificacion con votacion simple en bases de datos de dos clases
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Figura 6.2. Clasificacion con votacion simple en bases de datos de mas de dos clases

A partir de estos resultados, observamos que, para los conjuntos Glass,

Vehicle y Satimage, se manifiesta un comportamiento estable y uniforme con todas

Tamafo
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las técnicas de seleccion de patrones, presentando Unicamente una ligera variacién
al utilizar 15 clasificadores, donde la técnica Arc-x4 incrementa considerablemente
la precision en los conjuntos Glass y Satimage. Es importante recalcar que, al
utilizar 25 submuestras, la precision sufre un deterioro significativo con los
métodos Arc-x4 (Glass y Satimage) y Boosting (Vehicle y Glass). Por otra parte,
este decremento pudiera deberse a la cantidad de clasificadores integrados, ya que
estas técnicas integran clasificadores mientras la estimacion del error sea menor a
0.5, tal como se muestra en la Tabla 6.6y 6.7.

En el caso de Wine e Iris, no logra apreciarse con claridad un desempefio
adecuado de las diferentes técnicas de integracion de datos por cada situacién en el
de ndmero de elementos individuales del SMC. Las variaciones negativas mas
importantes se observan con las técnicas Arc-x4 con 5y 9 clasificadores, en tanto
que el mejor resultado se obtuvo con 9 clasificadores utilizando Bagging en la base
de datos Wine y con 7 y 9 clasificadores mediante Arc-x4 y aleatoria sin
reemplazo, respectivamente, en Iris.

Un comportamiento muy peculiar es el observado con por los conjuntos de
datos Waveform y Segment. En el primero de ellos, la precision va en aumento
conforme se incrementa el nimero de clasificadores (requiere poca cantidad de
patrones para un comportamiento eficiente); en el segundo, la precisién va en
decremento, lo que nos indica la necesidad de contar con mayor cantidad de
patrones, a fin de tener una precisién igual o superior al 90%.

Otro aspecto importante de analizar, se refiere al tamafio de las submuestras
utilizadas por cada SMC. Como era de esperar, el tamafio del conjunto de datos
disminuye conforme el ndmero de clasificadores aumenta, aspecto de suma
importancia al considerar el costo computacional requerido por cada SMC, ya que
al evaluar el binomio precision - costo computacional, resulta muy ventajosa la
utilizacion de un mayor numero de clasificadores para fines de clasificacion.

A modo de resumen, podemos ver en la Tabla 6.4 el comportamiento general
de las técnicas de integracion de patrones con cada SMC. El valor de cada celda
indica el total de ocasiones en las que la técnica correspondiente obtuvo el mejor
resultado respecto a las demés. Los valores entre paréntesis indican la cantidad de
veces en que el mejor resultado de una determinada técnica fue igualado por
alguna(s) otra(s). Por ejemplo, en el caso del método “Aleatorio sin reemplazo”
utilizando 15 clasificadores, de los catorce conjuntos de datos, esta técnica obtuvo
en 7 de ellos el mejor resultado, dos de los cuales fueron empatados por los
métodos Bagging y Boosting, uno por cada una de ellas. Con esto, es posible ver
un indice de precision mas competitivo entre las técnicas que seleccionan patrones
de manera aleatoria sin reemplazo y Bagging, dejando por debajo a Arc-x4 y
Boosting.
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Tabla 6.4. Mejores resultados por técnica de seleccion de patrones y
por numero de clasificadores utilizado (votacion simple)

5 Clasif. 7 Clasif. 9 Clasif. 15 Clasif. 25 Clasif.
Aleatorio sin reemplazo 5(2)
Bagging 7(2)
Boosting
Arc-x4

6.1.2.3 Votacion ponderada por promedio: bases de datos de dos clases

En esta seccion, se trata de analizar el comportamiento de los SMC en funcién del
numero de clasificadores que los componen pero, en este caso, utilizando el método
de ponderacion dinamica en la toma de decisiones. Estos primeros experimentos se
centran en las bases de datos compuestas de dos clases, igual que se ha hecho en la
Seccion 6.1.2.1.

Al analizar los resultados de la Figura 6.3, vemos que, en comparacion con la
votacion simple, los conjuntos de datos Phoneme, German y Sonar tienen un
comportamiento muy similar. Las principales diferencias radican en la estabilidad
que el método de seleccion aleatoria sin reemplazo tiene con respecto al nimero de
clasificadores, y el pobre rendimiento inicial de las técnicas Boosting y aleatorio
con reemplazo al utilizar 3 clasificadores.

6.1.2.4 Votacion ponderada por promedio: bases de datos de mas de dos clases

En los resultados de la Figura 6.4, encontramos unas leves diferencias en cuanto al
comportamiento de estas mismas bases de datos al utilizar la votacion simple. Las
principales mejoras son obtenidas cuando se utilizan 9 clasificadores con las bases
de datos Iris (Arc-x4), Satimage (Boosting) y Bagging (Glass), en las cuales se
tiene un incremento en los indices de precision. El resto de las bases de datos
mantienen un comportamiento similar al observado con la votacién simple. Al
igual que con la votacion simple, el método de seleccion aleatoria sin reemplazo
mantiene su estabilidad frente a variaciones en el nimero de clasificadores.

Al igual que en la votacién simple, la Tabla 6.5 muestra de manera resumida
los mejores resultados obtenidos por cada una de las técnicas de seleccion de
patrones con los diferentes numeros de clasificadores. Los valores que se
encuentran entre paréntesis corresponden a empates en el mejor resultado con otra
técnica, es decir, las dos técnicas obtuvieron la mejor precision sobre un mismo
conjunto de datos.
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Figura 6.3. Votacion ponderada por promedio con bases de datos de dos clases
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Tabla 6.5. Mejores resultados por técnica de seleccion de patrones y
por nuimero de clasificadores utilizado (votacion ponderada por
promedio)

3 Clasif. 5 Clasif. 7 Clasif. 9 Clasif. 15 Clasif. 25 Clasif.
Aleatorio sin 4(2)
reemplazo
Bagging 7(2)
Boosting 1

Arc-x4

En esta tabla, se ve mas claramente los eficientes resultados de la seleccion sin
reemplazo de patrones al utilizar 3, 5, 7 y 15 clasificadores. Excepcionalmente se
ve superada por Bagging cuando se utilizaron 9y 25 clasificadores.

6.1.2.5 Clasificadores integrados con Arc-x4 y Boosting

Si recordamos, los métodos que utilizan el principio de Arcing cuentan con una
condicion de parada: producir submuestras mientras el error individual sea inferior
a 0.5. De esta forma, pueden existir casos en los que se logre integrar la cantidad
de submuestras deseada pero, por el contrario habra también otros casos (muy
frecuentes) en los que la cantidad de submuestras creada sea inferior a la deseada.
En las Tablas 6.6 y 6.7, podemos observar la cantidad de clasificadores integrados
al utilizar los algoritmos Arc-x4 y Boosting.

Tabla 6.6. Clasificadores integrados mediante Boosting y Arc-x4 (SMC
de 3, 5y 7 clasificadores)

3 Clasificadores | 5 Clasificadores 7 Clasificadores |
Arc-x4  Boosting  Arc-x4 Boosting‘ Arc-x4  Boosting

oTale I 33,333 33233]55454 53554(54554 45436
Heart 3,3333 3,3333]45555 5555546746 77,777
Liver 33333 3333355555 55555 (77747 1,7,775
Pima 33333 33333]44455 55555(43464 7,7,7,77
Sonar 33,333 3,3333]35542 5555547565 77,747
Glass 2,3,333 3,3333]23222 5555322362 52674
Iris 33333 33332]54335 5522257544 63422
L. 3,3,333 33333(33333 55555]33333 76,777
Wine 33,333 33333]34222 5455523334 55754
ellgklol 3,3,333 3333334344 55555|44436 7,7,7,7,7
SEWIy G 3,3,3,3,3 3,3333[44445 5555533445 6,7,7,7,7
eIl 33,333 33333|55455 55555166657 77577
WEYE sl 33,333 3333355555 5555556555 77,777
Sienlloi 33,333 3333355454 55555133544 6,6,7,6,7
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Tabla 6.7. Clasificadores integrados mediante Boosting y Arc-x4 (SMC
de 9, 15y 25 clasificadores)

25 Clasificadores
Arc-x4 Boosting

15 Clasificadores
Arc-x4 Boosting

9 Clasificadores
Arc-x4| Boosting

55445 33433 44434 34244 | 54554 2,5,3,4,4
36266 70949 222156 822118 | 23863 537,12

96986 959994412142  12,147,77 | 9.85,13,1 6,11,9,1,19

33554 69999 56545 1210911,7] 53754 4.8,14,8,6

24779 79999| 48233 12131183 36,388 79,825

11222 16855| 12233 37442 | 001,00 0,0,0,0,1

45546 32454 54945 82217555412 3,2,4,4,4

WONECHE 2.3.2.23 66676] 32120 100,121 | 1,1,001 0
WIS 23234 63467 12222 47545 ] 22223 8,3,5,1,2

Ul 43334 97999 44333 9108810 44324 101451113
Rl 43334 79796| 33434 510556 | 33333 7,7,9.6,8
ol 57759 89899| 67949 1088715| 79849 12,12,14,10,13
TS sl 55464 99999| 79755 15157,1315]645710 1517,1817,13
Sl 34344 76978| 43335 10,8787 | 35343 9,5,6,8,5

Como podemos ver, cuanto mayor es la cantidad de clasificadores que se
desea integrar, mas frecuentes son los casos en los que se integran solamente un
clasificador y, en algunos casos, incluso ninguno (Glass y Vehicle con 25
clasificadores). Por otro lado, es interesante ver que, para los CE de mayor tamafio,
esta situacion no es observada, si bien, se integran menos clasificadores que los
deseados pero, en ningun caso, se llega al extremo de haber integrado s6lo uno o
ningun clasificador. Lo antes mencionado hace pensar que aquellos clasificadores
con menos representatividad en sus clases son los que muestran peor desempefio v,
por consiguiente, no se supera el umbral establecido por el Arcing.

Es importante mencionar que la precision en la clasificacion al utilizar
subconjuntos de datos poco representados (utilizando 25 clasificadores) y en donde
el SMC no cuenta con la totalidad de componentes individuales respecto a otros
métodos, en un 80% de los casos los indices de precisién quedan por debajo de los
resultados proporcionados por otros métodos donde igualmente se tienen
subconjuntos con poca representatividad, pero el SMC cuenta con todos sus
componentes individuales. En este sentido, es necesario recalcar la poca
conveniencia de integrar un SMC con muchos componentes individuales y la
utilizacion de métodos de Arcing cuando se trata de bases de datos con poco
tamafio. Esta situacion motiva en gran medida, la construccion de submuestras con
un tamafio similar al CE original, independientemente de la cantidad de
clasificadores utilizados.

106



Diversidad en SMC

6.2 DETERMINACION DE LA DIVERSIDAD EN LAS
DECISIONES

Uno de los aspectos fundamentales a considerar cuando se utilizan SMC se refiere
a la diversidad en las decisiones individuales. Sin embargo, acerca de esta
“obligada” diversidad surgen algunos cuestionamientos: ¢qué tan fuerte es la
relacion existente entre esta diversidad y los indices de precision general?
¢realmente cuando se tiene baja diversidad el indice de error es elevado? Y, ¢hasta
qué grado, el algoritmo de aprendizaje, el método de submuestreo y el método de
combinacion se relacionan con la diversidad y la precision general?

Atendiendo a algunos de estos cuestionamientos, se han desarrollado
metodologias que demuestran que la diversidad no siempre es un buen indicador
del desempefio del SMC. Shipp et. al [Shi., 02] encontraron poca evidencia de
“alguna” relacion entre diez métodos de combinacion y las precisiones de los
componentes individuales del SMC. De la misma forma, no encontraron mucha
evidencia de la relacion existente entre los métodos de combinacién y las medidas
de diversidad. Kuncheva et al [Kun., 02c], consideraron la posibilidad de una
relacion entre el algoritmo de clasificacion y el grado de diversidad. En su trabajo,
implementaron tres variantes de Boosting (agresiva, conservadora e inversa) y
asociaron a la condicién de parada, los valores de Q con la precision durante el
entrenamiento de un Perceptron multicapa y un clasificador cuadratico.

En el presente trabajo, se busca dar respuesta a los cuestionamientos
formulados previamente y, en particular, cuando se utiliza la regla del vecino mas
cercano como algoritmo de clasificacion. Para ello, se utilizan cuatro medidas de
diversidad: Q-estadistico, coeficiente de correlacion, medida de desacuerdo y
medida de variabilidad.

Los resultados aqui reportados corresponden a experimentos realizados sobre
las 14 bases de datos ya utilizadas en la Seccion 6.1. Para formar las submuestras,
se realizd mediante la manipulacion de los patrones por cada una de las clases. El
SMC contiene cinco, siete y nueve clasificadores individuales con cuatro variantes:
Bagging, Boosting, Arc-x4 y seleccion aleatoria sin reemplazo.

Los resultados experimentales corresponden a los promedios de la precision
general con la fusion de clasificadores utilizando la votacion simple y cuatro
métodos de ponderacion dinamica [Val.,, 05a]: ponderacion segin Dudani,
ponderacidn por promedio de distancias, ponderacion segin Shepard y ponderacién
de Shepard modificada.

A fin de disponer de un analisis mucho mas simple, en el presente apartado se

muestran resultados concentrados a partir de los anexos del Apéndice II, los cuales
pueden consultarse para mayor detalle.
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6.2.1 Q-ESTADISTICO

Partiendo del supuesto que la mayor diversidad se obtiene con valores pequefios de
Q (Secciodn 4.3.1) y analizando los resultados del Apéndice II, encontramos que, en
lo que respecta al grado de diversidad obtenido con los diferentes SMC, éste esta
directamente relacionado con el numero de clasificadores utilizado. Es decir,
conforme se aumentan el numero de clasificadores utilizado, el valor de Q
disminuye, obteniendo de este modo decisiones mas diversas con el SMC formado
por 9 clasificadores que las obtenidas cuando se utilizan 5 o 7 clasificadores. De
acuerdo a esto Gltimo y atendiendo a bases tedricas [Ban., 03], [Die., 97], los
mejores indices de precision global deberian ser encontrados con estos SMC. Sin
embargo, analizando los resultados de la clasificacion, encontramos que esta
situacion tan sélo se obtiene con la votacion segun Shepard en las bases de datos
Satimage y Glass y, con Shepard modificada en Satimage.

Por otro lado, cuando vemos mas ampliamente el comportamiento que el
SMC formado por 9 clasificadores tiene con cada uno de los métodos de
submuestreo, encontramos que éste obtiene tanto altos como bajos indices de
precision con valores bajos de Q. Para describir un poco mas esta cuestion, a
continuacion se establecen una serie de situaciones mediante las cuales se pueda
identificar mas claramente la influencia que el grado de diversidad tiene sobre el
desempefio de los SMC con las bases de datos aqui utilizadas.

6.2.1.1 Bajo Qy precision elevada

Este estudio consiste en identificar, por cada uno de los cuatro métodos de
seleccion de patrones (aleatorio sin reemplazo, Bagging, Boosting y Arc-x4), las
situaciones donde se presenta un alto grado de diversidad y, al mismo tiempo, se
obtiene una precision elevada al clasificar nuevos casos. La Tabla 6.8 muestra esta
situacion. Esta tabla, al igual que las demas mostradas en esta seccion, es extraida
de las tablas de resultados contenidas en el Apéndice II.

En lo referente al método para fusionar las decisiones, tenemos que los
resultados donde mayormente encontramos alguna relacion entre un bajo valor de
Q vy los mejores indices de precision son los obtenidos al ponderar las distancias
por promedio de distancias (en 24 de un total de 56 casos), sequida inmediatamente
por la ponderacion con distancia inversa (22 casos).

En lo que respecta a las bases de datos donde més veces encontramos esta
situacion, tenemos que Waveform en 13 de 20 casos, Cancer, Wine y Liver en 10
casos (50%) tiene los més altos niveles de precisién al mismo tiempo que también
presentan menores valores de Q.
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Tabla 6.8. Casos donde los valores pequeiios de Q y la mejor
precision son encontrados, por técnica de integracion de submuestras y
método de fusion

Votacion ponderada dinamica
Votacion Por Distancia  Segun Shepard  Total %
simple ' promedio inversa Shepard modificado

Cancer 1 2 3 2 2 10 50
Heart 0 1 1 1 1 4 20
Liver 1 3 4 1 1 10 50
Pima 2 2 2 0 0 6 30
Sonar 1 1 1 1 2 6 30
Glass 1 2 2 2 1 8 40
Iris 2 2 2 2 2 10 50
Vehicle 1 1 1 1 1 5 25
Wine 1 3 1 2 3 10 50
German 2 2 1 1 0 6 30
Satimage 0 1 1 1 1 4 20
Phoneme 0 0 0 0 2 2 10
Waveform 3 4 3 2 1 13 65
Segment 0 0 0 1 1 2 10
Total 15 24 22 17 18 96 | 34.3
% 26.8 42.9 39.3 30.4 32.1 34.3

Finalmente, considerando los cinco métodos de votacion, los métodos para
seleccionar los patrones donde se observa mas influencia de un alto grado de
diversidad es al utilizar los métodos de Bagging en 31 casos (44.3), la seleccion
aleatoria sin reemplazo en 22 casos (31.4%) y Boosting en 21 casos (30%).

6.2.1.2 Bajo Qy baja precision

A diferencia de lo analizado en el punto anterior, ahora se buscan las situaciones en
las que al utilizar un SMC con decisiones altamente diversas se obtienen bajos
indices de precision. La Tabla 6.9 muestra un resumen de esta situacion.

Considerando cada uno de los cuatro métodos de seleccion de patrones
aplicados sobre las 14 bases de datos y utilizando los cinco métodos de
ponderacidn, tenemos un total de 70 estimaciones (por cada método de seleccion),
de las cuales las técnicas de seleccién de patrones con las que en mayor porcentaje
coincidieron los valores pequefios de Q y la peor precision son la seleccion
secuencial, Bagging y Arc-x4 con un 35.7% (25 casos cada uno), en tanto que con
Boosting en tan sélo 22 casos (31.4%) se presentd esta situacion.

En lo que respecta al método de ponderacion donde se observa alguna
relacion entre los valores bajos de Q y la baja precision es con Shepard modificado
en 46 casos (46.4%), en tanto que el método en el que menos relacion se observa,
es con la ponderacion por promedio (15 casos 26.8%).
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Tabla 6.9. Casos donde los valores pequefios de Q y la peor precision
son encontrados, por técnica de integracion de submuestras y método
de fusion

Votacion ponderada dinamica
Votacion Por Distancia  Segln Shepard | Total %

simple  promedio  inversa Shepard modificado

Cancer 1 1 1 0 2 5 25
Heart 1 1 1 0 2 5 25
Liver 2 1 1 2 2 8 40
Pima 1 0 1 3 4 9 45
Sonar 2 3 3 3 2 13 65
Glass 3 0 1 1 1 6 30
Iris 1 2 2 1 2 8 40
Vehicle 2 2 2 2 3 11 55
Wine 2 1 0 0 1 4 20
German 1 0 0 0 3 4 20
Satimage 2 0 2 2 2 8 40
Phoneme 2 1 1 2 0 6 30
Waveform 1 1 1 1 2 6 30
Segment 1 2 1 0 0 4 20
Total 22 15 17 17 26 97 | 34.6
% 39.3 26.8 30.7 30.7 46.4 34.6

Por otro lado, las bases de datos donde se obtiene la menor precision y el
valor de Q es minimo, son Sonar con 13 casos (65%), seguida de Vehicle con 11
casos (55%). En el resto de las bases de datos, esta situacion se presenta en menos
del 50% de los casos.

6.2.1.3 Alto Q y precision elevada

Una ultima situacion aqui estudiada corresponde a los casos en los que una
baja diversidad (es decir, altos valores de Q) y una precision elevada son
encontradas (Tabla 6.10). Para esto, por cada uno de los cuatro métodos de
seleccion de patrones tenemos un total de 70 estimaciones (es decir, 14 bases de
datos por 5 métodos de votacion). De estas estimaciones, las técnicas de seleccion
de patrones que en mayor porcentaje siguen esta situacién son Bagging y Arc-x4
con un 45% (32 casos), seguida de Boosting con 40% (28 casos) y la seleccion
secuencial con 23 casos (32.9%).

A partir estos resultados, vemos que, en lo que respecta a métodos de
ponderacion, la votacién simple (46.4%) es en la que se encontraron valores
elevados de Q y el mas alto indice de precisién, seguida inmediatamente por las
ponderacién con Shepard modificado y segun Shepard.
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Tabla 6.10. Casos donde los valores grandes de Q y la mejor
precision son encontrados, por técnica de integracion de submuestras y
metodo de fusion

Votacion ponderada dinamica
Votacion Por Distancia  Segun Shepard | Total % |
simple  promedio = inversa  Shepard = modificado

Cancer 1 0 0 0 1 1 5

Heart 3 2 2 2 1 7 35
Liver 3 1 2 3 2 8 40
Pima 2 2 2 3 2 9 45
Sonar 3 2 2 2 2 8 40
Glass 1 1 0 1 1 3 15
Iris 2 1 1 2 2 6 30
Vehicle 3 2 3 2 1 8 40
Wine 1 1 1 1 1 4 20
German 0 1 1 1 1 4 20
Satimage 1 1 0 1 3 5 25
Phoneme 2 3 3 3 2 11 55
Waveform 0 0 0 0 3 3 15
Segment 4 4 4 2 2 12 60

Total 26 21 21 23 24 115 | 41.1
% 46.4 37.5 37.5 41.1 42.9 41.1

Por Gltimo, las bases de datos que, independientemente de la técnica de
seleccion de patrones y del método de ponderacidn, reflejan alguna relacion entre
los valores grandes de Q y la mayor precision son Segment con 12 casos (60%) y
Phoneme con 11 casos (55%).

6.2.2 COEFICIENTE DE CORRELACION

El coeficiente de correlacién nos permite medir el grado de concordancia en las
decisiones de los clasificadores, es decir, el grado de relacion que las decisiones
individuales tienen entre si. Los valores obtenidos oscilan entre -1 y 1, de manera
que los valores méas pequefios indican un mayor grado de diversidad. En la Tabla
6.11, se proporcionan de forma concentrada los resultados obtenidos al determinar
el coeficiente de correlacion.

Utilizando los parametros de referencia proporcionados en la Seccion 4.3.2 y
analizando todos y cada uno de los resultados obtenidos con los diferentes métodos
de submuestreo, tenemos el siguiente comportamiento del coeficiente de
correlacion:

a) Sin relacion o baja: 47 casos (28.0%).

b) Correlacion baja o moderada: 101 casos (68.1%).
c) Correlacion alta o moderada: 20 casos (11.9%).
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Tabla 6.11. Coeficiente de correlacion

+0.00a.25 +0.26a.50 *0.51a.75 =+0.76a1.00

Cancer 0 7 5 0
Heart 10 2 0 0
Liver 10 1 1 0
Pima 7 5 0 0
Sonar 11 1 0 0
Glass 1 11 0 0
Iris 0 9 3 0
Vehicle 1 11 0 0
Wine 0 12 0 0
German 7 5 0 0
Satimage 0 1 11 0
Phoneme 0 12 0 0
Waveform 0 12 0 0
Segment 0 12 0 0
Total ‘ 47 101 20 0
% 28.0 68.1 11.9 0

Claramente se puede apreciar la existencia de una correlaciobn moderada baja
entre las decisiones individuales, por lo que si analizamos los resultados del
coeficiente de correlacion con los obtenidos en la variabilidad (Seccion 6.2.4),
encontramos que en un 68% de los casos se cumple la condicion de que valores
mas bajos de correlacién indican mayor grado de diversidad.

En términos de precision, aquellos casos donde existe una mayor correlacion
entre los clasificadores, en su mayoria, son también los casos donde se obtienen los
valores mas bajos de Q, deduciendo con ello un comportamiento similar.

6.2.3 MEDIDA DE DESACUERDO

Esta medida acumula las veces en que las decisiones de los clasificadores no
coinciden, es decir, un clasificador D; clasifica correctamente un patron x y otro
clasificador Dy lo clasifica erréneamente. La Tabla 6.12 muestra los resultados
obtenidos al determinar esta medida con SMC formados por cuatro métodos de
submuestreo: aleatorio sin reemplazo (A), Bagging (B), Boosting (C) y Arc-x4 (D).

Como puede verse, la menor diversidad en las decisiones ocurre con las bases
de datos Cancer e Iris. También se puede apreciar que el grado de desacuerdo se
incrementa conforme se utilizan un mayor nimero de clasificadores, predominando
basicamente en 9 clasificadores. Por ultimo, indicar que el desempefio de los
clasificadores es similar al obtenido con la medida de variabilidad.
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Tabla 6.12. Porcentaje de desacuerdo por técnica de seleccion de
patrones y por numero de clasificadores

# Medida de desacuerdo % # Medida de desacuerdo %
Clasif A B Clasif A B C D
031| 033 034 0.36
034 | 035| 034 0.37
0.34| 035]| 0.37| 0.39

(6, ]
(6, ]

Cancer Vehicle

026 029 0.26 | 0.32
028 | 0.26| 025 0.34
026 | 0.28( 0.28 ] 0.32

Wine

032 032 0.27 | 0.37
035 035] 035 0.43
036 | 0.36 ] 0.38 | 0.39

German

011} 0.12] 011 0.12
012 | 0.12] 012 0.11
012 ] 0.12] 0.13 | 0.12

Satimage

019 0.19] 023 0.25
021 021] 025 0.26
022 ] 0.22] 0.26 | 0.28

Phoneme

023 | 024] 025( 0.27
025| 025] 0.27 | 0.28
026 | 0.25] 0.28 | 0.28

Waveform

0.11| 0.12] 012 0.13
0.13| 0.14] 0.15( 0.15
0.16  0.16 [ 0.17 | 0.18

Segment

O NUI|lONUI|ONOI|O N[O NOI|o N o1|o N

7
9
5
7
9
5
7
9
5
7
9
5
7
9
5
7
9
5
7
9

6.24 MEDIDA DE VARIABILIDAD

Los resultados obtenidos al aplicar la medida de diversidad descrita en la Seccién
4.3.4 se proporcionan detalladamente en los anexos del Apéndice Il. En estos
resultados, podemos apreciar que cuantos mas clasificadores se integran, el grado
de variabilidad es mayor, siendo éste predominante (69.6%) en 9 clasificadores con
39 casos, seguido al utilizar 7 clasificadores (13 casos).

En lo concerniente a la influencia que tiene el grado de variabilidad sobre las
técnicas para seleccionar los patrones respecto a la precisiéon, vemos que tanto la
poca como la mucha variabilidad afectan de manera similar a los cuatro métodos,
sobresaliendo levemente Bagging al obtener mayor precision con mayor
variabilidad y Boosting para una mayor precision con menor variabilidad.

Las bases de datos con las que se obtiene una variabilidad inferior al 0.5%,
independientemente del numero de clasificadores utilizados, son Cancer, Iris,
Satimage y Segment. Los resultados mostrados a continuacion nos indicaran lo
favorable o desfavorable que esta situacion resulta ser al clasificar nuevos patrones.
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6.2.4.1 Mayor variabilidad y precision elevada

La Tabla 6.13 muestra las veces donde se encuentra la mayor variabilidad vy, al
mismo tiempo, los mayores indices de precision. La tabla incluye para cada base de
datos las cuatro técnicas para manipular los patrones y los cinco métodos para
ponderar las decisiones individuales.

Tabla 6.13. Casos donde coinciden la mayor variabilidad en las
decisiones y la mejor precision por técnica de submuestreo y método
de fusién

Votacion ponderada dinamica
Votacion Por Distancia | Segun Shepard  Total %
simple | promedio inversa | Shepard modificado

Cancer 3 3 3 3 2 14 70
Heart 0 0 0 0 0 0 0
Liver 2 4 4 1 2 13 65
Pima 3 3 3 0 0 9 45
Sonar 0 2 2 1 1 6 30
Glass 1 2 3 3 2 11 55
Iris 2 2 2 2 2 10 |50
Vehicle 1 1 1 2 2 7 35
Wine 1 1 1 0 1 4 20
German 2 1 1 1 0 5 25
Satimage 1 1 1 0 1 4 20
Phoneme 1 0 0 0 1 2 10
Waveform 4 4 4 3 0 15 75
Segment 0 0 0 1 1 2 10
Total ‘ 21 24 25 17 15

% 37.5 42.9 44.6 30.4 26.8

En lo que respecta a la influencia del grado de variabilidad en los indices de
precision, observamos que, en algunas bases de datos, esta influencia es muy poca
(Phoneme) o absolutamente nula (Heart) y es, tan sélo en 5 casos (37.7%), donde
esta influencia supera o iguala al 50% (Cancer, Liver, Glass, Iris y Waveform). Por
otro lado, el método de ponderacion que resulta mas beneficiado por la alta
variabilidad en la decision final es el que utiliza la distancia inversa.

6.2.4.2 Menor variabilidad y precision elevada

Contrario a lo revisado en el punto anterior, los resultados de la Tabla 6.14
permiten encontrar situaciones en las que se tiene poca diversidad en los
componentes del SMC vy, al mismo tiempo, se obtienen un alto rendimiento en la
clasificacion. Con esto, se pretende verificar si un SMC con poca variabilidad en
las decisiones individuales resulta méas preciso a causa de la alta coincidencia en las
decisiones por parte de los clasificadores.
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Tabla 6.14. Casos donde se obtiene menor variabilidad en las
decisiones y la mejor precision por técnica de submuestreo y método
de fusién

Votacion ponderada dinamica
Votacion Por Distancia  Segln Shepard  Total %
simple  promedio inversa  Shepard | modificado

Cancer 2 0 0 0 1 3 15
Heart 2 2 2 2 3 11 55
Liver 2 1 2 3 2 10 50
Pima 1 1 1 4 3 10 50
Sonar 3 1 1 3 1 9 45
Glass 1 1 0 1 1 4 20
Iris 0 0 0 1 1 2 10
Vehicle 2 1 2 2 1 8 40
Wine 1 1 1 2 2 7 35
German 0 1 1 0 0 2 10
Satimage 2 2 1 2 2 9 45
Phoneme 2 3 3 3 2 13 65
Waveform 0 0 0 0 3 3 15
Segment 4 4 3 2 2 15 75
Total 22 18 17 25 24

% 39.3 32.1 30.7 44.6 429

Al revisar los métodos de ponderacién, podemos ver que los métodos que
utilizan la ponderacion segun Shepard (44.6%) y Shepard modificado (42.9%) son
los que mas influenciados se ven al obtener los mejores indices de precisién con
poca variabilidad en las decisiones individuales, situacion que resulta ser contraria
a los resultados mostrados en la Tabla 6.13, donde los métodos que tuvieron mayor
precision con mayor diversidad ahora son los que con menor variabilidad tienen
menor precision.

De lo antes mencionado, podemos deducir que el grado variabilidad puede
tener efectos favorables y/o desfavorables al utilizar algunos métodos de
ponderacién, pues en el caso de la votacion simple, en la que todos los
clasificadores tienen un mismo peso (1), el desempefio del SMC no se ve afectado.

Por otro lado, las bases de datos que mas favorecidas se ven al contar con
bajos indices de variabilidad son Segment en 15 casos (75%), Phoneme en 13 casos
(65%), Heart en 11 casos (55%), y Liver y Pima en 10 casos (50%). Si
comparamos estos resultados con los mostrados en la Tabla 6.11, vemos que tanto
Segment como Phoneme y Heart son bases de datos que, en muy pocas ocasiones,
tuvieron la mejor precision con el mayor grado de variabilidad, en tanto que Liver
tuvo unos de los mejores resultados con la mayor variabilidad y, ahora con menor
variabilidad, también tiene un comportamiento similar. Ademas, si recordamos las
bases de datos que, en general, tienen menor variabilidad en sus decisiones son
Cancer, Iris, Satimage y Segment, de las cuales s6lo ésta ultima demuestra tener
una influencia negativa de la poca variabilidad, lo que nos indica que el grado de

115



Capitulo 6

variabilidad tiene poca o nula influencia sobre los resultados en la clasificacion,
siendo ésta mas dependiente del método utilizado para combinar las decisiones
individuales de los clasificadores.

6.3 CONCLUSIONES

En el presente capitulo, se abordd la diversidad en un SMC desde dos perspectivas:
diversidad en la construccion de las submuestras que forman el SMC y andlisis de
diversidad en las decisiones individuales.

Para conseguir diversidad en un SMC, un primer estudio consistio en crear
submuestras con algoritmos como Bagging, Boosting y Arc-x4. Estos métodos, en
su implementacion clésica, realizan la seleccion de patrones de forma
indiscriminada entre clases, con igual tamafio que el CE original. Esta situacion
propicia la obtencién de submuestras con caracteristicas poco deseables:
desbalance entre clases, gran tamafio y elevado coste computacional. Como
estrategia de solucién a estos problemas, se propuso una modificacion a la forma en
que se realiza la seleccion de patrones consisten en considerar la distribucion
existente entre las clases del CE original, es decir, formar submuestras que tengan
el mismo grado de representatividad de patrones entre clases como el existente en
el CE original. De este modo, la complejidad computacional asociada al
procesamiento del SMC disminuye de forma considerable y se elimina la
posibilidad de (cuando el CE original no cuenta con desbalance) trabajar con
submuestras desbalanceadas, o que el desbalance existente en el CE original no
aumente.

Los resultados obtenidos permitieron demostrar que un SMC con
submuestras formadas con la seleccién por clase incrementa notablemente la
precision general del SMC y se requiere menos recursos que cuando se construyen
submuestras de la forma clasica. Esto se debe, principalmente, a que el tamafio de
una submuestra formada con la seleccion clasica tiene H veces el tamafio de una
submuestras creada con el método modificado (considerando la distribucion por
clase, con tamafio m/H), manteniendo esta Ultima el mismo costo computacional
que cuando se utiliza un Unico clasificador.

Un segundo estudio contempl6 la busqueda del nimero de componentes que
un SMC debe tener para que sea lo suficientemente diverso y tenga un desempefio
aceptable. Para esto, se construyeron SMC con diferente cantidad de clasificadores:
3,5,7,9, 15y 25. Basandonos en los resultados obtenidos en la Seccion 6.1.1, las
submuestras se formaron considerando la distribucion entre clases. Para tomar la
decision final, se utilizaron dos diferentes esquemas de fusion: votacion por
mayoria simple y votacion por mayoria ponderada por promedio de distancias.
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Los resultados experimentales demostraron que el mejor rendimiento del
SMC se tiene cuando se utilizan 5, 7 6 9 clasificadores. Por otro lado, en lo que
respecta al método de submuestreo, vimos que la seleccion sin reemplazo y
Bagging son los que tienen un comportamiento mas uniforme, principalmente
cuando se utiliza el esquema por fusion ponderada. Por el contrario, los métodos
que incluyen el principio de Arcing (Boosting y Arc-x4) tienen poca factibilidad
cuando se forman SMC con grandes cantidades de elementos, particularmente 15y
25. De la misma manera, esta situacion se present6 cuando se trabaja con bases de
datos que cuenta con clases poco densas.

Por altimo, en lo que concierne al analisis de la diversidad en las decisiones,
pudo verse que el grado de diversidad no forzosamente esta relacionado con
elevados indices de precision, ya que en algunos casos que presentan poca
diversidad, la precision en la clasificacion es similar a bases de datos donde los
indices de diversidad son superiores a 0.5. Pudo observarse también que el grado
de diversidad y de desacuerdo aumentan conforme se incrementa el numero de
clasificadores que forman el SMC. En lo que respecta al método que méas cumple
con la condicién de que mayor diversidad implica mayor precision, resultd ser
Bagging, en tanto que el método que tiene mayor precision con menos variabilidad
fue Boosting.
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I al como se explico en el Capitulo 3, existen multiples factores relacionados

con el CE que deterioran el desempefio del clasificador. En el presente
capitulo, se desarrollan metodologias con las que se pretende eliminar o disminuir
los efectos negativos que algunos de estos factores tienen sobre los indices de
precision. En particular, se tratardn los relacionados con el desbalance, la
redundancia y el tamafio de los conjuntos de datos. Para este fin, se hace uso de
algoritmos de preprocesado y también de métodos relacionados con los SMC.
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7.1 TRATAMIENTO DEL DESBALANCE EN BASES DE
DATOS DE DOS CLASES

Se dice que una base de datos cuenta con desbalance cuando alguna(s) de sus clases
estd claramente menos representada respecto a la cantidad de patrones contenidos
en el resto de las clases. Las alternativas aqui propuestas para tratar conjuntos de
datos que presentan este problema contemplan tres variantes: blsqueda de un
balance perfecto entre clases, aumento del tamafio de la clase minoritaria y
beneficio de la clase minoritaria sin alterar la distribucion entre clases. La primera
de estas propuestas incorpora métodos propios de los SMC y algunos algoritmos de
filtrado y reduccién del conjunto de datos. La segunda realiza el balance del
conjunto de datos con la incorporacion de patrones a la clase menos representada.
La Gltima hace uso de métodos de ponderacion de distancia, tanto al realizar el
filtrado del CE como en la clasificacion de nuevos casos.

Los resultados presentados en este apartado se realizaron con cuatro bases de
datos, todas ellas formadas por dos clases (ver Seccion 5.2), y con diferentes grados
de desbalance. La cantidad de patrones que representan a cada una de las clases
puede verse en la Tabla 7.1.

Tabla 7.1. Bases de datos desbalanceadas de dos clases

Conjunto de Entrenamiento Conjunto de Prueba

Clase0 Clasel Total ‘ Clase0 Clase 1

Glass 150 | 174 5 35

Phoneme 1268 3054 | 4322 1082
SatImage 500 4647 | 5147 1288
Vehicle 170 508 | 678 168
Ism 234 9831 | 10065 1118

Cabe también indicar que, cuando se trabaja con bases de datos de este tipo,
utilizar la precision general como criterio de evaluacion es poco util, debido a que
esta medida no considera de forma separada las precisiones de cada una de las
clases. Por tanto, para evaluar los resultados aqui reportados, se hace uso de la
media geométrica g = (a+ * a-)** donde a+ es la precision de la clase minoritaria y
a- la correspondiente a la clase mayoritaria.

7.1.1 UTILIZACION DE SMC PARA COMBATIR EL DESBALANCE

Para tratar este tipo de bases de datos, se proponen cuatro metodologias (ver
Seccion 5.4.2). Estas metodologias incluyen la combinacion de un SMC con
algoritmos de preprocesado. Los algoritmos de preprocesado seleccionados para
este fin son la edicién de Wilson y el Subconjunto Selectivo Modificado. Es
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importante aclarar que el objetivo de estos algoritmos, en principio, no es lograr
una distribucién balanceada entre clases (debido a que no tienen control sobre la
cantidad de patrones eliminados o seleccionados, e incluso, en ocasiones, pueden
degenerar en situaciones poco deseadas, tales como que las clases mayoritarias se
conviertan en minoritarias), sino elevar la calidad del conjunto de datos y la
eficiencia del clasificador. Para eliminar el desbalance existente en el CE, las
submuestras que integran el SMC se formaron considerando el nimero de patrones
de la clase minoritaria, de tal manera que las submuestras resultantes contendran la
misma cantidad de patrones en las dos clases.

El nimero de submuestras a formar estd directamente relacionado con el
desbalance existente en el CE, es decir, se generaran tantas submuestras como
veces sea menor la clase minoritaria con respecto a la clase mayoritaria. Por
ejemplo, el CE de la base de datos Phoneme tiene dos clases, una de ellas con 1268
patrones y la segunda con 3054. Como puede verse, la clase mayoritaria supera
2.41 veces la cantidad de patrones incluidos en la clase minoritaria, lo que nos
indica que se deben integrar dos submuestras. Sin embargo, debido a que la
posibilidad de empates aumenta cuando se utiliza un namero par de clasificadores,
se opta por integrar al siguiente nimero impar y, por tanto, en este caso, el SMC
constara de 3 submuestras.

La Tabla 7.2 muestra los mejores resultados obtenidos al emplear cada una de
las diferentes metodologias, utilizando como esquema de fusion, la votacion
simple. Para una consulta mas detallada, pueden revisarse los anexos del Apéndice
I11. En esta misma tabla, las filas tituladas “Técnica” indican la técnica de seleccion
de patrones con la que se obtuvo cada uno de los resultados: seleccion secuencial
sobre la clase mayoritaria (A), seleccion aleatoria sin reemplazo en la clase
mayoritaria (B), Bagging en la clase mayoritaria (C), Bagging en las dos clases por
separado (D), y Boosting en la clase mayoritaria (E). Por otro lado, los nimeros
que se encuentran bajo el nombre de cada base de datos indican la cantidad de
clasificadores individuales utilizados por cada una de ellas. Los valores en la fila
DE corresponden a las desviaciones estandar de la media geométrica (Q).

A fin de valorar el desempefio del SMC, se incluyen los resultados de la
clasificacion tradicional (con un sdélo clasificador) con los algoritmos de
preprocesado. En estos resultados, vemos que la media geométrica obtenida al
utilizar alguna de las metodologias propuestas supera, en todos los casos, los
mejores resultados obtenidos con un Unico clasificador.

En lo que respecta a las técnicas de seleccion de patrones, no se observa un
comportamiento uniforme, pues aquella técnica que mejora la precision para
algunas base de datos, en otras no es tan favorable. Pese a ello, las técnicas B
(aleatoria sin reemplazo) y C (aleatoria con reemplazo) levemente tienen mejor
desempefio. Por ultimo, en lo que a las metodologias se refiere, vemos que la
Metodologia 2 (SMC+Wilson) resulta ser la mejor alternativa de solucion para
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tratar este tipo de bases de datos desbalanceadas, aunque las diferencias entre ellas
no parecen realmente significativas.

Tabla 7.2. Clasificacion con SMC sobre bases de datos desbalanceadas
de dos clases

METODOLOGIAS

Original  Edicion  SSM | Ed+SSM 3 4
Técnica B D C E
g 86.7 84.6 86.4 84.9 86.6 874 876 88.2
DE 12.2 16.8 11.8 16.1 1021 9.9 9.0 89
VLTI Técnica CcC C B E
3 g 56.5 47.6 59.7 50.1 68.0 684 66.1 67.3
DE 4.2 5.2 15 8.2 36 24 38 15
Phoneme S B B C D
3 g 73.8 73.8 72.2 72.4 743 751 73.0 731
DE 6.0 5.6 6.3 6.2 82 82 78 68
REUTNELE Técnica C B C C
11 g 70.9 66.4 70.1 65.6 795 783 788 T77.6
DE 15.5 22.9 15.9 24.3 45 47 33 44

7.1.2 TRATAMIENTO DEL DESBALANCE CON SOBRE-

ENTRENAMIENTO

La segunda propuesta para combatir los efectos negativos del desbalance utiliza el
método propuesto por Chawla et al [Cha., 00]. Este método, Ilamado SMOTE
(Syntetic Minority Over-sampling Technique), incrementa el tamafio de la clase
minoritaria mediante la generacion de patrones sintéticos. En su implementacion,
hace uso de la regla &-NN y establece el porcentaje de incremento deseado (inc). La
Figura 7.1 muestra el proceso general que se sigue para incorporar patrones
sintéticos a la clase minoritaria mediante este método.

Para los experimentos del presente apartado, el valor de inc estara en funcion
del porcentaje de desbalance existente entre las clases [Bar., 05b]. Por ejemplo, en
el CE de la base de datos Vehicle, la clase mayoritaria contiene aproximadamente 3
veces el nimero de patrones de la clase minoritaria, de manera que, el valor de inc
para este CE seria 300%. Esto se traduce en que, si el pardmetro £ = 5 vy el
incremento deseado es 300%, entonces, de esos 5 vecinos se eligen aleatoriamente
solo 3, con los que se generara un patron sintético por cada uno de ellos.

Como es de suponer, al aumentar el tamafio de la clase minoritaria, aumenta
también el tamafio de los CE resultantes. Para disminuir el efecto negativo que un
CE de gran tamario tiene sobre la regla 1-NN, se acude a algoritmos de limpieza y
reduccion, buscando afectar lo menos posible los indices de precision. Para ello, se
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implementan cuatro diferentes metodologias que utilizan algoritmos de
preprocesado:

Metodologia 1 (M1): CE original - SMOTE — 1-NN

Metodologia 2 (M2): CE original - SMOTE — Wilson — 1-NN
Metodologia 3 (M3): CE original - SMOTE — SSM — 1-NN
Metodologia 4 (M4): CE original - SMOTE — Wilson — SSM — 1-NN

Entradas:
M = Conjunto de m patrones de la clase minoritaria:{M; | i = 1,2,..m}.
Inicio
Seleccionar de forma aleatoria un patron x de entrenamiento
Obtener los & vecinos de x en la misma clase.
Desde s=0,..., inc
V = un k-vecino seleccionado aleatoriamente
Paratodo i /[Patrones de clase minoritaria
Obtener Rn /I NUmero aleatorio entre Oy 1
I/ Creacion del patrén sintético
p =M+ Rn)* (v — M) V] [lParacada atributo
M=MUp /lIncluye el patron sintético
Fin para
Fin desde
Fin de algoritmo

Figura 7.1. Algoritmo SMOTE

Al igual que en los otros experimentos, en la Tabla 7.3, se incluyen los
resultados obtenidos con el CE original. Los valores remarcados en negrita
corresponden a los mejores resultados obtenidos para cada una de las bases de
datos, y los encerrados entre paréntesis corresponden a la desviacion estandar.

Tabla 7.3. Precision al clasificar bases de datos desbhalanceadas
tratadas con sobre-entrenamiento

M2 VE M4
86.4(9.6) | 88.2(9.9) | 85.9(12.2)

Original M1
Glass 86.7(12.2) | 88.7(10.9)

Vehicle 56.5(4.2) | 59.7(5.8) | 64.5(5.8) | 57.1(2.7) | 62.7(4.5)
Phoneme 73.8(6.0) | 73.6(6.3) | 74.9(6.8) | 70.3(9.8) | 74.8(7.9)
el 70.9(155) | 77.1(6.4) | 785(4.2) | 74.1(9.1) | 76.2(7.2)
Ism 60.2(6.0) | 83.3(3.1) | 86.8(35) | 80.8(2.8) | 86.0(3.4)

En esta tabla, podemos ver que, para Vehicle, Satimage e Ism, la precision
que cualquiera de las cuatro metodologias obtiene es superior a la que se logra con
el CE sin balancear. Por otro lado, la metodologia con la que se tienen los mejores
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resultados en cuatro de los cinco bases de datos es la que utiliza la edicién de
Wilson después de aplicar la técnica SMOTE (M2).

Como ya se habia mencionado, la utilizacion del SMOTE tiene asociado un
aumento en los requerimientos de almacenamiento y de calculo. Para analizar este
aumento, la Tabla 7.4 muestra los tamafios resultantes con cada uno de los CE
después de aplicar las diferentes metodologias propuestas.

Tabla 7.4. Tamaro de CE resultantes

| Original M1 | M2 M3 | M4
2940 2850 276 18.6

Glass

Vehicle 848.2 385.8 \ 321.2 176.2
Phoneme 5590.0 5185.2 | 1201.2 756.0
Satimage 9147.0 8706.0 | 1322.8 906.4
Ism 19571.6 | 17735.3 | 6932.2 | 1599.5

De estos tamafios, tenemos que las metodologias 1y 2 tienen un considerable
incremento en su tamafo respecto a los CE originales, siendo en la mayoria de los
casos el doble de su tamafio inicial, en tanto que las metodologias 3 y 4, por lo
general, disminuyen hasta en un 80%. Es importante notar que los tamafios méas
pequefios se encuentran con la metodologia 4 (combina tanto la limpieza como la
reduccion) y, de acuerdo a los resultados de clasificacion (Tabla 7.3), vemos que
(con poca diferencia) es también la metodologia que tiene los segundos mejores
resultados sobre Vehicle, Phoneme e Ism. Sin embargo, si consideramos el tamafo
con el que cuentan los CE utilizados con la metodologia 2 y el tamafio con el que
cuenta la metodologia 4, vemos que hay una diferencia verdaderamente
significativa, situacion por la que el ahorro en el costo computacional y de
almacenamiento justifica ampliamente la recomendacién de esta metodologia
(SMOTE + Wilson + SSM) como alternativa de solucién para CE donde se decida
incrementar el tamafio de la clase minoritaria para eliminar el desbalance entre
clases.

Por otro lado, con la intencién de ver con mayor detalle el comportamiento
del algoritmo de edicién sobre CE que incorporan patrones sintéticos, a
continuacion se hace un andlisis de la naturaleza de los patrones que fueron
eliminados en cada uno de los CE. Para ello, la Tabla 7.5 muestra la procedencia de
los patrones eliminados al aplicar el algoritmo de limpieza, en el CE original y en
el CE con patrones sintéticos incorporados mediante SMOTE. Las primeras dos
columnas contienen los patrones que fueron eliminados al aplicar el algoritmo de
edicion sobre las dos clases de los CE originales, las siguientes dos columnas (3 y
4) contienen los patrones que al realizar la edicion son eliminados tanto de la CE
original como en el CE con patrones sintéticos. Las columnas tituladas
“Adicionales” (5 y 6) nos indican la cantidad de patrones que adicionalmente a los
contemplados en las columnas 3 y 4 fueron eliminados en el CE balanceado y que,
existiendo en el CE original, no se eliminaron. Finalmente, se proporcionan los
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patrones que se eliminaron en el CE original y que por el contrario, no se
eliminaron en el CE con patrones sintéticos.

Tabla 7.5. Promedio del nimero de patrones eliminados con la edicién de Wilson

ORIGINAL + SMOTE + WILSON

CE ORIGINAL IGUAL SI(Original)
+ WILSON ELIMINADOS No(SMOTE)
Clasel Clase2 Clasel Clase2| Clasel Clase2 Clasel Clase 2
©) (2) 3) (4) ©) (6) (7) )]

ADICIONALES

Glass . 0.8 . 3.0 . 0
Vehicle 33.2 64.0 9.6 70.4 72.4 0
Phoneme 98.4 171.8 56.0 78.6 158.4 0
Satimage 0 127.0 3.8 310.2 125.2 0
Ism 146.1 28.7 | 25.8 28.7 | 1009.3 120.3 0

De estos datos, obtenemos que, en los CE que incorporan patrones sintéticos,
se detectan mas patrones atipicos de la clase mayoritaria que los encontrados en el
CE original. Por otro lado, existen muchos patrones atipicos de la clase minoritaria
que no se logran detectar en el CE original y que, por el contrario, si son detectados
en el CE con patrones sintéticos. Esto Gltimo nos podria indicar que muchos de los
patrones sintéticos incorporados durante el proceso de balance fueron formados a
partir de algunos patrones atipicos ya existentes.

Para ver mas claramente el comportamiento que la edicion de Wilson tiene
sobre los CE que incorporan patrones sintéticos, la Figura 7.2 ilustra los
porcentajes de patrones eliminados de cada una de las clases. Es importante aclarar
que los datos de la Tabla 7.5 incluyen solamente aquellos patrones que, existiendo
en el CE original, fueron (0 no) detectados en el CE balanceado. Los patrones
sintéticos no son considerados en ninglin momento, en tanto que los resultados
mostrados en la Figura 7.2 incluyen todos los patrones atipicos del CE balanceado
con patrones sintéticos.

Porcentaje

Satimag | Phonem Glass | Vehicle Ism
e e
B C. Minoritaria 0,08 2,2 2,08 2,8 10,37
OC. Mayoritaria | 6,68 2,57 1,6 13,86 7,91

Figura 7.2. Porcentaje de patrones eliminados con la edicién de Wilson
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Como puede verse, en Satimage y Vehicle, se eliminan mas patrones de la
clase mayoritaria que de la clase minoritaria. Un caso particular sucede con Ism,
donde la eliminacion de patrones es mayor en la clase minoritaria que en la
mayoritaria. Tal como se vio en la Tabla 7.5, desde su origen, el CE cuenta con una
gran cantidad de patrones atipicos, los cuales pudieron participar en la generacion
de los patrones sintéticos, elevando con esto la obtencion de un CE con mayor
cantidad de patrones sintéticos atipicos.

7.1.3 FAVORECIMIENTO DE LA CLASE MINORITARIA

En esta Ultima propuesta, se trata de balancear las bases de datos favoreciendo a la
clase minoritaria de dos diferentes formas: mediante la ejecucion de los algoritmos
de limpieza Unicamente en la clase mayoritaria y por medio de la implementacion
de una funcion de distancia ponderada:

a) Preprocesado en clase mayoritaria. Para estos experimentos, los algoritmos
de preprocesado son aplicados Unicamente sobre la clase mayoritaria,
mientras que la clase minoritaria queda con los pocos patrones que
originalmente ya tenia. Para esto, se distinguen dos métodos: el primero de
ellos inicia con la edicion de la clase mayoritaria y, posteriormente, se
realiza la clasificacion. El segundo ejecuta primeramente el algoritmo de
limpieza en la clase mayoritaria y, posteriormente, balancea con la
incorporacion de patrones sintéticos mediante el algoritmo SMOTE.

b) Ponderacion de distancia. Este método utiliza la distancia Euclidea
ponderada, tanto en la edicion de Wilson como en la clasificacion de
nuevos casos. El objetivo de esta ponderacion es compensar el desbalance
del conjunto de datos sin alterar la distribucion real de clases. La
ponderacion se asigna a las respectivas clases y no a los patrones contenidos
en cada una de ellas, de tal forma que el peso asignado a la clase
mayoritaria sea mayor que el asignado a la minoritaria. Para la ponderacion,
se utiliza la siguiente formula [Bar., 03b]:

m
dy (X.Y) =(—lj d,(X,7)
m

donde x es un patron de entrenamiento perteneciente a la clase i, y es un
patrdn a clasificar, m; es el nimero de patrones que contiene la clase i, m es
el tamarfio total del CE, n es la de dimensionalidad del espacio, y dg es la
distancia Euclidea.

En la Tabla 7.6, se plasman los resultados correspondientes a la media
geométrica en la clasificacion cuando se utilizan estas propuestas con sus dos
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variantes. Los valores resaltados en negrita indican la mejor precisién obtenida en
cada una de las bases de datos.

Tabla 7.6. Clasificacion de bases de datos desbalanceadas donde se
favorece a la clase minoritaria

PREPROCESADO EN CLASE MAYORITARIA

CE original Clasificacion con Clasificacion con (;chgsclj?sigﬂgn
distancia Euclidea distancia ponderada Euclid -
uclidea
Clasificacion Clasificacion Wilson Wilson Wilson Wilson J Wilson
Euclidea  ponderada c/Euclidea | c/ponderada c/Euclidea |c/ponderadal +SMOTE
Glass 86.7 88.2 86.2 87.9 87.9 86.2 88.2
Vehicle 55.8 59.6 64.0 67.2 65.8 65.6 66.4
Phoneme 73.8 76.0 74.9 75.3 75.7 75.0 74.2
Satimage 70.9 75.9 73.0 77.8 76.2 74.5 77.9
ISM 60.2 75.8 63.9 78.7 76.2 70.0 54.2

En esta tabla, es posible apreciar la influencia que la distancia ponderada
tiene sobre los indices de precision. Al utilizar los CE sin preprocesado, en todos
los casos, la clasificacion con distancia ponderada supera a la clasificacion con la
distancia Euclidea simple.

Al aplicar el preprocesado sélo sobre la clase mayoritaria, se distinguen los
siguientes puntos:

a) Cuando tanto la edicion como la clasificacion se realizan con distancia
Euclidea.

b) Cuando la edicion se realiza con distancia Euclidea y la clasificacion con
distancia ponderada.

c) Cuando la edicién se realiza con distancia ponderada y la clasificacion con
distancia Euclidea.

d) Cuando tanto la edicion como la clasificacion se realizan con distancia
ponderada.

e) Cuando se clasifica con distancia Euclidea después de balancear el CE.

Al revisar los resultados de los casos donde se utiliza la edicion con distancia
Euclidea, vemos que al realizar la clasificacion con distancia ponderada se mejora
claramente el comportamiento del clasificador. Por el contrario, cuando se realiza
la edicion con distancia ponderada, los mejores resultados se obtienen al clasificar
con la distancia Euclidea. Por otro lado, cuando se busca el balance del CE
posterior a su edicion, vemos que las mejoras son préacticamente nulas, siendo
poco significativas en la base de datos Vehicle.
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A modo de conclusién, tenemos que, en los resultados de todas las
combinaciones existentes, no se observa un comportamiento uniforme, ya que los
mejores resultados se encuentran divididos entre la clasificacion con distancia
ponderada del CE sin preprocesar (Glass y Phoneme), la clasificacion con
distancia Euclidea al realizar la edicion con distancia ponderada (Vehicle e Ism), y
cuando se incorporan patrones sintéticos después de editar el CE (Glass y
Satimage). Sin embargo, cuando comparamos las mejoras que se obtienen con esta
ultima propuesta (Wilson+SMOTE) y el tamafio del CE con el que se trabaja,
vemos que la cantidad de patrones con los que cuentan estos CE es casi el doble
respecto a cualquiera de las demas propuestas utilizadas (ver Tabla 7.7), lo que
hace poco recomendable su uso.

Tabla 7.7. Cantidad de patrones resultantes en los CE

Wilson
+SMOTE

291.2

Wilson con
distancia Euclidea

171.2

Wilson con

i distancia ponderada

Glass 174.0

Vehicle 678.0 584.8 784.2
Phoneme 4322.0 4150.2 5418.2
Satimage 5147.00 4971.6 9020.0
Ism 10062.0 10032.9 19604.5

7.2 TRATAMIENTO DEL DESBALANCE EN BASES DE
DATOS DE MAS DE DOS CLASES

El tratamiento de conjuntos de datos que presentan desbalance y cuentan con mas
de dos clases no es una tarea facil. Para su adecuado tratamiento, es necesario tener
en cuenta los siguientes problemas: existe mas de una clase minoritaria y mas de
una que es mayoritaria, y estas mayoritarias a su vez son minoritarias respecto a
otras clases. Como ejemplo de esto, en el grafico de la Figura 7.3, podemos ver la
distribucion de patrones entre clases de la base de datos Feltwell y, en el grafico de
la Figura 7.4, la distribucion en la base de datos Cayo.

5 I 2.5
4 [ 35

3 6 35

2 (O 1347

L I . 34

Porcentaje de representacion de las clases

Clases

Figura 7.3. Distribucion de los patrones en la base de datos Fetlwell
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1 10,66
) 12,96

o I 13,38
e 1,67

7 . 3,21
O 7. 78

5 [ 3 43
O, 5. 99

3 I 1124
Y 5. 61

I 14,06

Porcentaje de representacion de las clases

Clase

Figura 7.4. Distribucién de los patrones en la base de datos Cayo

Al integrar las submuestras, aquellas clases que contienen un nimero de
patrones por encima del umbral u se consideraron clases mayoritarias, en caso
contrario clases minoritarias. Sélo las clases consideradas mayoritarias fueron
ajustadas al tamafo establecido por el umbral, en tanto que las minoritarias
conservaron su tamafio original.

La Tabla 7.8 muestra los resultados de la votacion simple, obtenidos con la
seleccion de patrones de forma aleatoria sin reemplazo y Bagging, utilizando las
dos diferentes formas de calcular el umbral. Como se mencioné en la Seccion 5.2,
con Feltwell se utilizan dos conjuntos de prueba o test. Como punto de referencia,
también se incluyen los resultados obtenidos con la utilizacion de un clasificador
unico.

Tabla 7.8. Clasificacion utilizando bases de datos de méas de dos clases

CE Max-Min Promedio
original Bagging SinReemplazo Bagging SinReemplazo
PG 76.0 76.3 76.3 79.0 79.1
Cayo CK 0.729 0.733 0.734 0.764 0.765
VK | 0.000077 | 0.000076 0.000076 | 0.000070 0.000069
W PG 72.8 73.9 73.4 73.9 73.5
Conjunto 18 0.638 0.653 0.646 0.654 0.648
DIRICS{AA \/K | 0.000051 | 0.000050 0.000051 | 0.000049 0.000050
SWCEI PG 87.7 90.1 90.1 90.2 89.8
Conjunto IS 0.813 0.847 0.846 | 84.830 0.841
DI A \/K | 0.000074 | 0.000070 0.000071 | 0.000069 0.000072

Debido a que estas bases de datos cuentan con una variacion importante en la
representatividad de los patrones en cada una de las clases, se utilizaron como
medidas de evaluacion la precision general (PG), el coeficiente Kappa (CK) y la
varianza del coeficiente Kappa (VC).
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En estos resultados, vemos que la técnica que considera el valor promedio
para el establecimiento del umbral es la que obtiene mayores indices de precision,
principalmente con el método de seleccién de patrones Bagging. También podemos
notar que con ambos esquemas se logra superar la precision obtenida mediante la
clasificacion tradicional.

7.3 ESCALABILIDAD DE ALGORITMOS CON SMC

El tratamiento de CE con tamario excesivo es un problema que ha sido abordado de
varias formas (ver Seccion 3.5.4), pero ninguna de ellas considera la utilizacion de
SMC. La propuesta aqui hecha contempla la simulacion de situaciones donde es
imposible tratar el CE en forma conjunta. Para esto, se establecen cuatro
metodologias (ver Seccion 5.4.2) que utilizan un SMC de manera conjunta con
algoritmos de limpieza y de reduccion, situacion no estudiada anteriormente.
Ademas de los metodos de Bagging, Boosting y seleccion aleatoria sin reemplazo
(sinRA1), para estos experimentos, se utiliza también la seleccion secuencial de
patrones (sinR1). Este tipo de submuestreo puede ejemplificarse de la siguiente
forma: consideremos un CE con dos clases, y se desea construir un SMC con tres
clasificadores. Los patrones de cada una de las clases se dividen en 3 partes que son
seleccionados de forma secuencial, es decir, en la primer submuestra se colocan el
primer 33% de los patrones de cada una de las clases, en la segunda submuestra se
coloca el siguiente 33% y, en la ultima, el resto de los patrones (Figura 7.5).

Clase (1)

Clase (2)

Submuestra Submuestra Submuestra
Clase 1 ----...
Clase 2 ......4

Figura 7.5. Seleccion de patrones secuencial en una base de datos de dos clases

En la Tabla 7.9, se muestran, de manera resumida, los resultados obtenidos al
realizar la escalabilidad de algoritmos con esta propuesta. Para més detalles, puede
consultarse las tablas de resultados del Apéndice I11. Estos resultados corresponden
a la precision general (PG) cuando se emplea la votacion simple en un SMC que
consta de tres elementos. En esta tabla, también se incluyen los resultados que se
obtienen cuando se utiliza un clasificador unico. La fila de “Técnica” indica la
técnica de seleccion de patrones utilizada para integrar las submuestras que obtuvo
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el mejor resultado: seleccion secuencial (A), seleccion aleatoria sin reemplazo (B),
Bagging (C), y Boosting (D). La fila “DE” indica las desviaciones estandar sobre la
precision general (PE). Finalmente, los valores resaltados en negrita corresponden
al mejor resultado obtenido sobre cada una de las bases de datos utilizadas.

Tabla 7.9. Clasificacion con la escalabilidad de algoritmos

CE ORIGINALES
Wilson

Original

SSM

Wilson
+SSM

VOTACION SIMPLE

Técnica
Cancer PG 95.6 96.3 947 96.8|96.9 96.8 965 953
DE 2.5 2.3 2.0 19| 20 23 14 42
Técnica A
PG 58.6 644 585 633|652 674 615 674
DE 6.2 1.6 7.2 24| 42 38 44 50
Técnica A
PG 65.2 69.3 606 67.0|63.8 699 59.1 664
DE 4.8 7.0 6.3 42| 37 39 47 30
Técnica D A D A
PG 65.9 720 630 709|701 715 69.0 712
DE 5.2 2.9 4.9 23| 62 32 63 36
Técnica A
PG 82.0 756 785 717 |79.0 66.8 76.6 66.3
DE 9.4 14.9 6.3 147 | 7.0 107 119 103
Técnica A D A A
PG 70.0 65.6 670 645 |68.0 61.0 650 61.0
DE 5.3 6.7 4.1 69| 86 70 85 91
Técnica A B A B
PG 96.0 96.7 953 953|960 973 959 97.3
DE 15 24 5.1 30, 15 15 26 28
Técnica A D A ©
Vehicle PG 64.2 613 629 60.9|645 579 631 57.8
DE 1.8 2.8 1.7 28| 28 18 28 31
Técnica B A B A
PG 72.4 712 706 70.0| 741 718 67.7 724
DE 3.4 9.2 6.2 84| 87 53 86 53

A partir de estos resultados, podemos ver mejoras significativas al utilizar un
SMC para realizar la escalabilidad, principalmente con las bases de datos Heart,
Pima y Sonar. En lo concerniente al método de preprocesado, vemos que tanto los
resultados con el clasificador unico como los obtenidos con el SMC (en los dos
esquemas de fusién), en general, mejoran con la Metodologia 1 (SMC sin
preprocesado) en el caso de Cancer, Sonar, Vehicle y Wine, y con la Metodologia 2

(utiliza edicion de Wilson) en Heart, Liver, Pima e Iris.
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Al analizar las mejoras que en términos de precisién se tienen con los
métodos de preprocesado, ya sea aplicado sobre el SMC o con un clasificador
unico, encontramos que el SMC se ve altamente favorecido al clasificar Heart, Iris,
Cancer, Pima y Wine con las metodologias 1 y 2 pues, en la mayoria de los caos,
los resultados obtenidos sobre estos CE superan a los obtenidos con el clasificador
unico. Por otro lado, la clasificacion con un solo clasificador tiene su mejor
desempefio en Liver, Sonar, Glass y Vehicle, principalmente con la Metodologia 4.

En lo que respecta a la técnica de seleccion de patrones, el método con el que
se obtiene mayor precision es la seleccion secuencial sin reemplazo (A). Por otro
lado, como ya se menciond, uno de los problemas que mas dificultan el tratamiento
de grandes bases de datos es precisamente el tamafio con el que cuentan. Por tal
motivo, ademas de los indices de precision, se incluye también un andlisis de los
tamafnos con que cuentan cada una de las submuestras con las que se entrena el
SMC.

La Tabla 7.10 muestra los tamafios que, en promedio, cada una de las
submuestras obtuvo posterior a su tratamiento con las técnicas de preprocesado. La
primer linea contiene los tamafios promedios de las submuestras utilizadas en la
escalabilidad de algoritmos, mientras que la segunda linea proporciona los tamarios
del CE original que también fue procesada con los algoritmos de limpieza y
reduccién de tamafio. No se incluye la Metodologia 1 debido a que los tamafios
originales y los obtenidos con esta metodologia son los mismos.

En estos resultados, vemos que tanto el SMC como el clasificador Gnico
tienen unos indices de reduccion muy similares. Como era de esperar, la
combinacion del SMC con los algoritmos de edicion y SSM (Metodologia 4)
cuenta con el menor tamafo, sin sufrir una considerable degradacién en la
clasificacion.

La menor reduccion del tamafio se obtiene al combinar el algoritmo de
limpieza y el SMC (Metodologia 2). Sin embargo, debemos tener en mente que la
finalidad de este algoritmo es elevar la calidad del CE al eliminar los patrones
atipicos, reduciendo muy poco el tamafio del CE. En este sentido, y en base a los
resultados de la Tabla 7.9, vemos que los mejores resultados se obtienen con las
metodologias que incluyen su utilizacion.

Por altimo, las técnicas de seleccidn de patrones con las que mas se reduce su
tamafo son, para las Metodologias 2 y 4, la seleccién aleatoria sin reemplazo (B) y
Bagging, en tanto que para la metodologia 3, la mayor reduccion se obtiene con
Boosting. Es importante notar que, tanto el método de Bagging como el de
Boosting favorecen la creacion de subconjuntos con un alto contenido de patrones
redundantes [Die., 97], situacién por la que tal vez, al utilizar la Metodologia 4, se
reduce tan significativamente el tamafo del conjunto de datos. De ser asi, podemos
entonces decir que muchos de los patrones con los que cuentan estos subconjuntos
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son repetidos, aungue no necesariamente atipicos, y que un gran namero de ellos
son patrones que se encuentran alejados de las fronteras de decision. Para evaluar
esta situacion, en el siguiente apartado se incluye un analisis de la cantidad de
patrones redundantes y su influencia sobre el grado de precision.

Tabla 7.10. Tamafio de las submuestras en la escalabilidad de algoritmos

CE METODOLOGIA2 METODOLOGIA3 | METODOLOGIA 4
Origmal A B Cc D A Bl//lc D/ A B|/C D

Cancer

SMC 528 337 347 519 | 56 438 427 60 | 20 47 44 34
Original 546 529 56 29

Heart |

SMC 216 129 112 106 179|121 152 152 113 | 36 35 26 38
Original 138 122 36

Liver |

SMC 276 163 153 48 175|166 172 194 137 | 58 46 48 51
Original 175 164 59

Pima |

SMC 615 423 259 361 451 | 311 403 382 256 | 92 85 85 87
Original 428 303 77

Sonar |

SMC | 117 90 90 117 | 76 108 120 72 | 35 26 28 33
Original 167 133 70 38

Glass |

SMC 101 93 103 106 | 114 117 101 94 | 52 49 47 49
Original 174 119 99 43

Iris |

SMC 113 113 114 115| 32 28 28 24 | 20 22 20 19
Original 120 116 21 11
Vehicle |

SMC 384 384 414 407 | 458 462 391 382 | 143 139 148 140
Original 678 235 419 183

Wine |

SMC 95 904 96 104 | 65 66 60 93 | 15 15 17 16
Original 144 104 60 16

74 INFLUENCIA DE LA REDUNDANCIA EN LA

CLASIFICACION

Algunos estudios realizados sobre algoritmos que seleccionan patrones con
reemplazo establecen que, en promedio, el 63% de los patrones resultantes en la
nueva submuestra son repetidos [Die., 97]. Se considera también que esta
redundancia puede contribuir a un deterioro de la clasificacion. Para determinar tal
situacion, en este apartado, se presentan resultados experimentales, que incluyen la
implementacion de un algoritmo capaz de detectar y eliminar patrones que se
encuentran repetidos en cada una de las clases, dejando un solo representante de
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ellos. Para esto, se incluyen los resultados en la clasificacion antes y después de
haber eliminado los patrones repetidos, asi como también los resultados obtenidos
con la clasificacion tradicional.

Los resultados de la Tabla 7.11 corresponden a experimentos realizados con
un SMC que consta de tres elementos. Los métodos de submuestreo con los que se
formd el SMC tres: Arc-x4, Boosting y Bagging. La ejecucién de cada uno de estos
métodos se realizd de forma separada sobre cada una de las clases del CE. Las
bases de datos utilizadas son las mismas que se emplearon en los experimentos de
la Seccion 7.1, excepto Ism. El esquema de fusion utilizado es la votacion por
mayoria simple. Finalmente, los resultados plasmados en la Tabla 7.11,
corresponden a la media geométrica (g) y su correspondiente desviacion estandar
(entre paréntesis).

Tabla 7.11. Influencia de patrones redundantes en la clasificacion

SIN REDUNDANCIA
Arc-x4H Boosting  Bagging

CON REDUNDANCIA

Original

Arc-x4 ‘ Boosting  Bagging

Glass 86.7(12.2)| 88.2(10.8) | 84.1(11.5) | 84.9(10.6)|83.9(15.8)| 83.6(15.0)| 83.1(15.2)
Vehicle 56.5(4.2) | 67.0(3.3)| 65.9(2.44) | 66.0(3.9) | 63.1(7.3) 62.7(4.89) 61.5(6.0)
SN 73.8(6.0) | 74.2(8.2)| 74.3(8.1)| 74.3(7.7)| 73.0(6.8) 73.8(55) | 73.8(7.2)
el  70.9(15.5)| 76.3(7.4) 75.3(5.0) | 76.3(3.6)| 74.0(7.4)| 73.3(6.7) | 73.2(10.7)

Analizando estos resultados, vemos que el grado de redundancia existente en
las clases tiene muy poca influencia en la precision, debido a que la precision
obtenida con el SMC libre de redundancia siempre es menos preciso que el SMC
entrenado con la redundancia. Esto, entre otras causas, puede estar dado por la
compensacion que se tiene al fusionar las decisiones individuales. Por otro lado, al
comparar el SMC sin redundancia con la clasificacion tradicional, vemos que, a
excepcioén de Glass, el SMC sin redundancia se mantiene ligeramente por encimayy,
en el peor de los casos, igual que el clasificador unico.

Por altimo, el porcentaje estimado de redundancia cuando se utilizan
algoritmos que contemplan la seleccién con reemplazo es un aspecto que se analiza
en las Tablas 7.12, 7.13 y 7.14. Los resultados mostrados en estas tablas son la
cantidad y porcentaje de patrones redundantes encontrados (y eliminados) en cada
una de las clases de las bases de datos con las que se ha experimentado.

Los resultados de estas tablas nos indican que las submuestras que mas
patrones repetidos tienen son las formadas con Boosting y Bagging, predominando
en el caso de Phoneme. Asimismo, la base de datos donde se encuentran menos
patrones repetidos corresponde a Vehicle. Es interesante notar que, en general, la
clase que mas patrones repetidos tiene es la clase minoritaria, clase en donde el
algoritmo de seleccion no tiene influencia pues, como se menciono en la Seccién
7.1, los patrones de la clase minoritaria (0 clase 1) se mantienen intactos,
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ejecutando Unicamente los métodos de seleccién de patrones sobre la clase
mayoritaria. Esto nos indica que mas del 60% de los patrones contenidos en esta
clase son repetidos desde su inicio. Con esto, surgen varias interrogantes: si la
mayor cantidad de patrones de la clase minoritaria son redundantes, ¢qué sucederia
si estos fuesen eliminados desde antes de integrar el SMC?; de entrada, el tamafio
de las submuestras resultantes se reduciria en un 60%, pero ¢qué sucederia con los
indices de precision?, ¢se mantendrian o disminuirian? Estas interrogantes se
establecen para ser tratadas en trabajos futuros.

Tabla 7.12. Redundancia por clase con el método Arc-x4

Arc-x4

| Clasel Clase2 | Total L%CIaselL%Clasezﬁ %Global

Glass

Vehcle 7.0
Satimage 335
Phoneme 50.8

Tabla 7.13. Redundancia por clase con el método Boosting

Boostig
Clasel Total \ %Clasel

%Clase2 %Global

Glass 44.1
Vehicle 7.2
Satimage 47.1
Phoneme 60.4

Tabla 7.14. Redundancia por clase con el método Bagging

Bagging
Clasel Clase2 Total %Clasel %Clase2 %Global

Glass
Vehicle
Satimage
Phoneme

7.5 CONCLUSIONES

En el presente capitulo, se desarrollaron metodologias que adaptan ciertas técnicas
de SMC, de limpieza, de reduccién y de aumento del tamafio del CE, para tratar
problemas relacionados con el desbalance, el tamafio excesivo y la redundancia
existente en el conjunto de datos.

Para tratar el problema del desbalance, se utilizaron bases de datos de dos

tipos: de dos clases y de mas de dos clases. Las propuestas de solucion para bases
de datos de dos clases contemplan el empleo de un SMC, la incorporacién de

135



Capitulo 7

patrones sintéticos y la utilizacion de distancias ponderadas para editar el conjunto
de datos y/o al ejecutar la regla 1-NN. Ademas de estos métodos, se hace uso de los
algoritmos de preprocesado: edicion de Wilson y el algoritmo de reduccién SSM.
En los resultados obtenidos con estas propuestas, vemos que el método mas
adecuado para el tratamiento de bases de datos desbalanceadas esta directamente
relacionado con el grado de desbalance existente entre las clases. De tal manera
que, para CE que tienen desbalance poco significativo, la mejor opcion es utilizar
un SMC construido con seleccidn aleatoria sin reemplazo de patrones. En tanto que
para CE que tienen un desbalance muy elevado (como el caso de Ism), el sobre-
entrenamiento resulta ser la mejor opcion. Pudo observarse también que, cuando
estas propuestas van acompafiadas del algoritmo de edicion de Wilson, su
desempefio mejora significativamente.

En lo que respecta a la utilizacion de la distancia ponderada, para la edicion
de Wilson o para la regla 1-NN, vemos que, si bien no muestran un mejor
desempefio que las otras dos propuestas, no es despreciable del todo, pues con
algunos CE presentan un comportamiento bastante favorable, sobre todo cuando se
utiliza la edicion de Wilson con distancia ponderada, al mismo tiempo que se
clasifica con la distancia Euclidea. EI tamafio de los conjuntos de datos fue un
aspecto sumamente estudiado. En este sentido, encontramos que, en definitiva,
tanto el SMC como la utilizacion de distancias ponderadas son los que menos
recursos computacionales requieren para su ejecucion. Por el contrario, la
propuesta que maneja mas grandes conjuntos de datos es la que usa el SMOTE. Sin
embargo, aun cuando estos tamarios se acercan al doble de los patrones contenidos
en la base de datos original, vemos que, al utilizar los algoritmos de SSM y Wilson,
este problema es parcialmente resuelto, manteniendo al mismo tiempo, buenos
indices de precision.

Por otro lado, como pudo verse, el tratamiento de bases de datos
desbalanceadas de mas de dos clases, requiere ademas la determinacion de clases
minoritarias y clases mayoritarias. Para esto, se propuso establecer un umbral que
determina el tamafio maximo que una clase debe tener para ser considerada como
minoritaria. En los experimentos realizados, pudimos ver que la propuesta aqui
formulada para calcular el umbral, considerando el promedio de patrones por clase,
supera en su totalidad a la propuesta realizada por Garcia [Gar., 02].

Para tratar CE con tamafio excesivo, se propusieron cuatro metodologias que
incluyen la utilizacion de un SMC. Los resultados experimentales obtenidos con
estas metodologias nos permitieron demostrar el buen rendimiento de estos
sistemas al ser aplicados a tal situacion, manteniendo y, en la mayoria de los casos,
superando los resultados que se obtienen cuando los CE se tratan de forma
conjunta. De una manera mas concreta, la metodologia que contempla la utilizacion
del SMC + Wilson y que el SMC es integrado con la seleccion secuencial de
patrones resulta ser la mejor alternativa de solucién.
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El ultimo aspecto abordado en este capitulo se centrd en el desarrollo e
implementacion de un algoritmo que nos permitiera determinar el grado de
influencia de la redundancia sobre los indices de precision. El algoritmo fue
ejecutado sobre los SMC formados con metodos que incluyen la seleccion de
patrones con reemplazo: Bagging, Boosting y Arc-x4. Una vez analizados los
resultados, fue posible darnos cuenta que, si bien existe una importante cantidad de
patrones redundantes en las clases del CE, estos no son perjudiciales. Sobre este
punto queda todavia mucho por estudiar y, en este sentido, algunas de las lineas
abiertas para futuras investigaciones se refieren a un andlisis mas profundo y
exhaustivo de la naturaleza de los patrones redundantes y de su localizacién en el
espacio de representacion.
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Fusion de clasificadores

‘ uando se trabaja con SMC, uno de los métodos mas populares para

combinar las decisiones individuales es la votacion por mayoria. Sin
embargo, cuando el desempefio de los miembros del SMC no es uniforme, la
eficiencia de este tipo de votacion puede verse seriamente afectada. Por todo ello,
en el presente capitulo se proponen nuevos métodos para combinar las decisiones
individuales. Estas propuestas incluyen diversas técnicas para ponderar las
decisiones de los miembros de un SMC. En particular, se estudian dos modalidades
para asignar los pesos: de forma dinamica y de forma estatica. Para la primera de
estas modalidades, se acude a métodos de ponderacion de distancias ya existentes,
que, en este trabajo, se adecuan para su funcionamiento con un SMC. Por su parte,
la segunda modalidad hace uso de un método de estimacion de la probabilidad del
error.

8.1 VOTACION POR MAYORIA

Cuando se opta por utilizar la votacién por mayoria, la decision final se obtiene de
acuerdo al total de los votos otorgados por los clasificadores a cada una de las
clases, asignandole al patrén de entrada, la etiqueta de aquella clase que haya
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obtenido el mayor nimero de votos. Para ello, se distinguen dos diferentes formas
en que el clasificador proporciona este voto: voto ponderado y voto no ponderado.

Cuando se utiliza un voto no ponderado o simple, se dice que el valor de cada
uno de los votos es igual a 1, de tal forma que, al fusionar las decisiones de todos
los clasificadores, se obtiene un valor entero. Por el contrario, cuando se utiliza un
voto ponderado, cada uno de los votos tiene un valor comprendido entre 0 y 1, de
tal forma que cuanto mas cercano sea este valor a 0, menor influencia tendréa al
fusionar las decisiones y, por el contrario, cuanto mas cercano sea a 1, mayor sera
su influencia sobre la decision final.

8.2 VOTACION POR MAYORIA PONDERADA

Debido a que la precision individual de cada clasificador no siempre es la misma,
resulta necesario implementar métodos que otorguen mayor peso a aquel
clasificador que tenga mejor desempenio y/o mas informacién con respecto a un
patron de prueba. De esta forma, la opinion de un clasificador con mayor
efectividad tendra también mayor influencia sobre la decision final.

En el presente estudio, se realizd la implementacion de métodos de
ponderacion de las decisiones individuales, con dos ideas generales: ponderacion
dinamica y ponderacion estatica de los clasificadores. En la primera, se hace uso de
las distancias obtenidas hacia un patron de prueba por cada uno de los
clasificadores y, mediante la utilizacion de formulas especificas, se asigna mayor
peso a aquel clasificador donde se encuentre el vecino con la menor distancia al
patron de prueba. Por su parte, la ponderacion estatica utiliza, para la asignacion de
pesos, el método de estimacion del error leave-one-out (ver Seccion 2.3.4.1), con el
que se evalta el desempefio que tiene cada uno de los clasificadores. La asignacion
de los pesos se realiza con el siguiente criterio: a menor error, mayor peso y, por el
contrario, a mayor error menor peso.

8.2.1 PONDERACION DINAMICA SEGUN DUDANI

En su trabajo [Dud., 76], Dudani propuso la ponderacion de la regla k-NN en
funcion de las distancias. La diferencia de esta propuesta con la regla k-NN usual
estriba en que, a cada uno de los k patrones que resultaron ser los vecinos mas
cercanos, se le asocia un factor de ponderacion o peso. Un patrén desconocido se
asigna entonces a aquella clase en que la suma de los pesos de sus representantes
(entre los k vecinos mas cercanos) alcance el valor maximo. Al aplicar este mismo
criterio para realizar la ponderacion dindmica de los componentes individuales en
un SMC, el valor de Kk es sustituido por el niimero de clasificadores que constituyan
el SMC. La forma de asignar los pesos tiene el siguiente procedimiento:
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1.- Sea d; (j = 1,..., H) la distancia de y a su vecino mas cercano j-ésimo en cada
clasificador individual (H representa el numero de clasificadores
utilizados).

2.- Ordenar las distancias de manera no decreciente: d; < d»<,..., < dp.

3.- El peso para el clasificador D; es calculado mediante:

d, —d;
W(Dj)z d, —d,
1 en caso contrario

sid, #d,

8.2.2 PONDERACION DINAMICA POR PROMEDIO DE DISTANCIAS

Este método, para establecer el peso del clasificador, también utiliza las distancias
obtenidas por cada componente del SMC hacia un determinado patrén y, pero, en
este caso, para asignar los pesos, se realizan los siguientes pasos:

l1.- Sea d;j(j = 1...., H) la distancia de y a su vecino mas cercano j-ésimo en cada
clasificador individual.

H
2.- La ponderacion esta dada por: w(D )= z g_'
i=1 j

8.2.3 PONDERACION DINAMICA SEGUN EL ORDEN

Este tipo de ponderacion toma parte del principio de ponderacion para los K vecinos
que Dudani incluye en su publicacion [Dud., 76]. Para ponderar los clasificadores,
también requiere una ordenacion de las distancias. El peso w; asignado al
clasificador Dj toma valores enteros desde K hasta 1 y estd directamente relacionado
con la posicion en que se encuentre la distancia proporcionada por cada uno de los
k vecinos. La ponderacion considera la siguiente formula:

w(D,)=k-j+1

donde Kk es el patron mas alejado a y entre los k vecinos y | es el vecino mas
cercano a 'y encontrado en el clasificador D;.

Para implementar este método con el SMC, se realizan las siguientes
adecuaciones: k corresponde al nimero de componentes individuales (es decir, H)
y j es la posicion en la que se encuentra cada clasificador después de haber
realizado la ordenacién de las distancias.

141



Capitulo 8

8.2.4 PONDERACION ESTATICA CON METODO L (LEAVE-ONE-OUT)

Este método de ponderacidn es estatico y se realiza en la etapa de entrenamiento
del SMC. Para realizar la ponderacion, utiliza un método de estimacion del error
que hace uso de la siguiente funcion E indicadora de acierto y error.

0 sit(y)=t(x,)
E(y, Xi) = { l .

1 en caso contrario
donde t es la etiqueta de clase, X; es un patron de entrenamiento (i = 1,...,m), y es el
patron evaluado.

Para realizar la ponderacion se realiza el siguiente procedimiento:

1. Para todo j (j = 1,..., H), determinar la estimacion del error segin [Bai.,
93]:
ej =

> E(y.x)

1

m sem
’

2. Obtener Ctotal = Z; €
=

e /
3. Asignar peso para hj mediante: w(D;)=1- ~m

total

8.2.5 CLASIFICACION CON PONDERACION ESTATICA vs DINAMICA

La Tabla 8.1 muestra los resultados correspondientes a los promedios de la
precision general, obtenidos en la fusidon con seis conjuntos de datos, utilizando los
métodos de votacion introducidos en las secciones anteriores, sobre un SMC
formados por tres clasificadores. Ademas, para cada uno de los cinco métodos de
votacion, se ha experimentado con cuatro técnicas de submuestreo: seleccion
secuencial, seleccion aleatoria sin reemplazo, Bagging y Boosting. Cabe indicar
que los valores en negrita dentro de esta tabla hacen referencia a los indices mas
elevados de precision con alguno de los cuatro métodos de submuestreo utilizados.

Como punto de referencia, en la Tabla 8.1, se proporcionan también los
resultados de la clasificacion sobre el conjunto de datos original (mediante la
clasificacion tradicional con un unico clasificador). A partir de estos resultados,
vemos que, para todos los conjuntos de datos, existe al menos un método de fusion
que supera (en términos de precision) la clasificacion obtenida al emplear un
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clasificador unico. Algo similar sucede cuando comparamos los resultados
obtenidos con la votacién simple y la votacién ponderada, donde puede apreciarse
que los mejores resultados se obtienen siempre con alguno de los cuatro métodos
de votacion ponderada. De forma especifica, la ponderacion segiin Dudani tiene
mejor desempeno que cualquier otro método en el caso de la base de datos Liver.
Andalogamente, la ponderacion dindmica segun el orden es mejor en los casos de
Cancer y Glass, mientras que la ponderacion por promedio tiene los mayores
indices de precision en Heart, Pima y Vehicle.

Tabla 8.1. Resultados experimentales de la fusion de clasificadores
mediante votacion ponderada

Cancer Heart Liver Pima Glass\ Vehicle

Clasificacion original 95,6 58,2 65,2 65,9 70,0 64,2
Votacién simple
Sel. secuencial 96,9 65,2 63,8 68.9 68,0 64,5
Sel. A. sin remplazo 66,4 50,4 57,1 59,4 56,5 62,1
Bagging 72,1 45,2 50,1 60,0 60,5 60,6
Boosting 94,2 57,8 62,0 70,1 62,5 60,4
Ponderacion segin Dudani
Sel. secuencial 95,6 58,2 65,5 68,4 70,0 64,2
Sel. A. sin remplazo 68,5 53,0 56,2 59,1 67,0 61,0
Bagging 74,2 47,4 52,2 60,3 65,0 60,9
Boosting 95,9 58,5 60,9 67,6 66,5 64,2
Ponderacion segun el orden
Sel. secuencial 95,9 61,1 62,6 68,2 71,0 64,5
Sel. A. sin remplazo 65,8 54,1 53,0 62,1 62,0 62,3
Bagging 72,4 47,8 49,3 60,9 61,5 60,8
Boosting 99,3 57,4 59,4 70,1 66,0 62,8
Con promedio de distancias
Sel. secuencial 96,5 65,6 65,2 68,4 68,0 64,7
Sel. A. sin remplazo 62,0 49,6 57,1 59,1 59,0 59,0
Bagging 70,8 45,9 50,1 60,3 62,5 63,4
Boosting 93,6 57,8 62,3 70,9 63,0 61,5
Ponderacion con método L
Sel. secuencial 96,9 65,2 63,8 68,9 68,5 63,7
Sel. A. sin remplazo 66,4 50,4 57,1 59,4 56,0 62,9
Bagging 72,1 452 50,1 60,0 60,5 59,8
Boosting 94,2 59,6 62,0 70,1 63,0 61,0

Por otro lado, en lo que respecta a la comparacion entre la votacion
ponderada dindmica y la votacion ponderada estatica, vemos que, en el 100% de
los casos, los mejores resultados se obtienen con algiin método de ponderacion
dinamica. Finalmente, en lo que se refiere al método de submuestreo, encontramos
que, en general, la seleccion secuencial (en 22 de los 30 casos) es la que mas
favorece la precision, seguida de Boosting con los mejores resultados en tan solo 3
casos. Por tultimo, la seleccion aleatoria sin reemplazo y Bagging, para estos
conjuntos de datos, no proporcionan mejora alguna.
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8.2.6 PONDERACION DINAMICA CON DISTANCIA INVERSA

Esta es una ponderacion también propuesta por Dudani [Zav., 97]. A diferencia de
los métodos anteriores, este tipo de ponderacién no requiere de una ordenacion de
las distancias. Para este tipo de ponderacion, se incluye una condicion par evitar la
divisién entre 0, la formula utilizada es la siguiente:

W(Dj):dL sid;#0

8.2.7 PONDERACION DINAMICA SEGUN SHEPARD

Este tipo de ponderacion se basa en una funcion propuesta por Shepard [She., 87]
que establece la existencia de una ley universal generalizada que relaciona las
distancias entre un par de elementos en un espacio psicolégico y la probabilidad de
que estos elementos se confundan uno con otro. Para determinar la probabilidad de
la confusion, propone una funcion exponencial negativa entre el par de elementos,
en tanto que la distancia la define como la distancia mas corta que transforma la
representacion de los dos elementos de interés en otra, es decir, la distancia
logaritmica de la informacion.

La ley se considera universal debido a que minimiza cada distancia calculada.
En la aplicacion de la distancia, los pardmetros @ = p = 1 son constantes y no
varian durante el proceso de clasificacion [Zav., 97].

W(Dj) _ e—adjg;

8.2.8 PONDERACION DINAMICA DE SHEPARD MODIFICADA

Este método considera la combinacion de los métodos descritos en las Secciones
8.2.3 y 8.2.7. La formula utilizada es la propuesta por Shepartd, con la variante que
el valor del parametro a no es constante, sino que varia con cada patron de prueba
que se analiza. Para asignar el valor de a, se realiza el mismo mecanismo utilizado
en el método de la Seccion 8.2.3, en el cual hay una etapa previa a la asignacion de
pesos, en la que las distancias obtenidas por cada componente individual del SMC
son ordenadas de forma decreciente. De este modo, el valor de a sera mayor para
aquel componente que proporcione la mayor distancia a un patréon dado y, por
consiguiente, el peso asignado sera menor.

1.- Sea d;(j = 1...., H) la distancia de y a su vecino mas cercano j-ésimo en cada
clasificador individual.

2.- Ordenar las distancias de manera decreciente: dg>,..., > d> > d.

144



Fusion de clasificadores

3-a = k—j+1 (kes el patron mas alejado a y entre los k vecinos)

4.- El peso para el clasificador Dj es calculado mediante: w(D ;) = e !

8.2.9 CLASIFICACION CON PONDERACION DINAMICA

A diferencia de los experimentos de la Seccion 8.2.5, en este apartado, se incluye el
andlisis de cuatro métodos de ponderacion dinamica sobre un SMC formado por 5,
7 v 9 clasificadores, utilizando para ello 14 bases de datos.

Debido a la gran cantidad de resultados obtenidos con cada uno de estos
métodos, en la Tabla 8.2, s6lo se han incluido los mejores resultados observados en
la clasificacion. La tabla cuenta con cinco diferentes métodos de fusion de las
decisiones, cuatro que utilizan la ponderacion dinamica (por promedio de
distancias, segin Shepard, Shepard modificada y ponderacion con distancia
inversa) y la votacion simple. Los numeros que aparecen en la segunda fila de la
tabla indican la cantidad de clasificadores utilizados. Los valores resaltados en
negrita corresponden a los mejores resultados obtenidos por cada uno de los
métodos de ponderacion y la(s) letra(s) mayuscula(s) que aparece(n) sobre los
valores de precision indica(n) el método de seleccion de patrones con el que se
obtuvo dicho resultado: (A) seleccion aleatoria sin reemplazo, (B) Bagging, (C)
Boosting, y (D) Arc-x4 (no se incluye la seleccion secuencial, por ser prohibitiva
para algunos CE utilizados, ver Seccion 5.3). Para una consulta a detalle, puede
acudirse a los anexos del Apéndice IV.

Primeramente, de manera similar a lo mostrado en las Tablas 8.2 y 8.3, al
comparar la precision obtenida en la clasificacion con el SMC respecto a la que se
tiene cuando se usa un clasificador unico, vemos que a excepcion de Segment, para
todos las restantes bases de datos, con algiin método de fusion, ya sea ponderado o
simple, se logra tener mejor desempeno.

En lo que respecta al nimero de clasificadores utilizados para tener los
mejores resultados, en general, se obtienen al utilizar 5 y 9 clasificadores. De forma
mas detallada, vemos que los mejores resultados para la votacion simple y la
votacion ponderada por promedio de distancias se obtuvieron al considerar nueve
clasificadores en seis de los conjuntos empleados (la votacion simple con Pima,
Iris, Vehicle, Wine, German y Waveform, y la votaciéon por promedio en Liver,
Pima, Wine, German, Satimage y Waveform). Para la ponderacion segun Shepard,
los mejores resultados se obtienen al utilizar siete clasificadores en ocho casos
(Cancer, Heart, Glass, Iris, Wine, German, Satimage y Phoneme). Para la
ponderacion que utiliza la modificacion a la distancia de Shepard, vemos que los
mejores resultados se obtienen al utilizar cinco clasificadores en siete bases de
datos (Liver, Pima, Iris, Vehicle, German, Phone y Waveform). Finalmente,
cuando se utiliza la distancia inversa para ponderar las decisiones, tenemos que los
mejores resultados se obtienen cuando se utilizan siete y nueve clasificadores, cada

145



Capitulo 8

uno de ellos en cinco diferentes problemas (con siete clasificadores en Cancer,
Heart, Sonar, Iris, Satimage, y con nueve clasificadores en Liver, Glass, Wine,
German, Waveform).

Tabla 8.2. Precision con ponderacion dindmica por promedio y segin Shepard

VOTACION 3
SIMPLE POR PROMEDIO | SEGUN SHEPARD

S 7 ) 5 7 9 5 7 )

A
95.6 959 974 964 | 953 971 962 | 958 96.7 964
A

BCY c, | 7 674 630 | 648 667 634 | 611 626 611

Liver B B C | AB B D B D A
652 | 658 641 652 | 649 635 661 655 597 65.8

o D A A C B B B A A
ma 659 | 707 719 728 | 719 709 727 | 684 673 669

B D D B AD D B D B
SO 820 | 737 717 722 | 716 756 742 | 756 742 737
B c A D AD B D D BC
L 700 | 650 630 615 | 650 645 640 | 650 655 635

Iris BAC D A C D A B D A
960 | 960 98.0 98.0 | 973 980 973 | 973 973 973

Vehicle A B C A A C A A C
642 | 622 607 623 | 645 610 639 651 634 65.6

Wine C C B C A B | AB B B
724 | 700 735 759 | 677 735 717 | 700 741 735

German C D B A A B B C B
652 | 688 699 702 | 688 694 708 | 674 685 68.1

S C A A C A C A B B
83.6 | 83.0 83.0 829 | 8.1 8.1 834 832 832 83.0

Phoneme A A A A A A | A A A
761 | 759 758 750 | 765 759 754 760 760 75.0

Waveform A B B A B B A B B
780 | 80.8 819 832 | 808 819 832 805 8.5 83.1

A A B B A A C AB A

Segment

94.8 89.9 89.0 877 | 921 918 91.0 | 93.0 929 93.5

Cuando analizamos el método de submuestreo con el que se obtienen los
mejores resultados, vemos que, en general, la seleccion aleatoria sin reemplazo
ofrece el mejor resultado en ocho bases de datos, seguida de Bagging en cinco
casos y, finalmente, Arc-x4 en cuatro y Boosting en tres.

Por otro lado, respecto a los métodos con los que se integraron los
subconjuntos de datos y que tienen el mejor desempeio, vemos que, en la votacion
simple, predomina la seleccion aleatoria sin reemplazo (en siete de los casos). En la
votacion por promedio de distancias, en la de Shepard y en la de Shepard
modificada, los mejores resultados corresponden a Bagging. Por ultimo, en la
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ponderacion con distancia inversa, los mejores resultados se obtienen con los
métodos aleatorio sin reemplazo y Bagging, en cinco casos cada uno.

Tabla 8.3. Precision con ponderacion dindmica con Shepard

modificado y con distancia inversa

Cancer

Heart

Liver

Pima

Sonar

Glass

Iris

Vehicle

Wine

German

Satimage

Phoneme
Waveform

Segment

SHEPARD CON DISTANCIA
or?fnal MODIFICADA INVERSA

g 5 7 9 s 7 9

A A B | A A AB

956 | 961 958 964 953 971 962
B A C B AB C

582 | 619 626 607 648 667  63.4
B A A | A B D

652 | 658 638 644 | 646 629 649
B A A | C B C

659 | 682 677 668 TL9 709  69.7

A A B A BD CD

82.0 | 820 829 771 | 746 756  73.7
C B B C BD C

700 | 690 705 680 831 8.6 83.4
C D A | C D A

9.0 | 967 967 96.7 973 98.0  97.3
A AB A | A B C

642 | 652 634 632 | 645 623 639
B.C B B | A A B

724 | 700 741 741 | 665 735 717
B A C | A A B

652 | 669 672 661 688 694 708
A B A  C D B

83.6 | 8.1 832 827 | 635 655 640
A A A A A A

761 | 76.6 755 757 | 765 759 754
B B B A B A

780 | 782 782 781 808 819 835
C AC A B A A

948 | 930 929 933 915 910 902

Finalmente, si buscamos el mejor resultado por cada uno de las bases de datos
sin considerar la cantidad de clasificadores utilizados, tenemos que con la votacion
simple, la ponderada por promedio y la que utiliza la distancia inversa
proporcionan los mejores resultados en cinco diferentes casos, en tanto que las
ponderaciones que utilizan Shepard o Shepard modificado tan so6lo en dos casos
(cada una). Es importante aclarar que, en el caso de Iris, con mas de un método de
ponderacion se obtiene el mejor resultado.
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8.3 CONCLUSIONES

En el presente capitulo, se compararon los resultados obtenidos al realizar la fusion
de clasificadores con seis métodos de ponderacion dinamica y uno de ponderacion
estatica, sobre un SMC formado por 3, 5, 7 y 9 clasificadores. Con la intencion de
validar las posibles mejoras, en el andlisis se incluyeron también los resultados
obtenidos con el clasificador tinico y con la votacion simple.

La experimentacion parte con pruebas sobre seis conjuntos de datos y cuatro
métodos de ponderacion: tres métodos de ponderacion dindmica y uno de
ponderacion estatica (Tabla 8.1). Estos primeros resultados se realizaron con un
SMC formado por tres clasificadores. Para la integracion del SMC, se utilizaron
cuatro métodos de submuestreo, de los cuales, contundentemente, la seleccion
secuencial es el método de seleccion de patrones ideal. Los resultados de la Tabla
8.1 nos permitieron ver el pobre desempefio (en términos de precision) y el alto
costo computacional que la votaciéon con ponderacion estatica tiene, frente a los
métodos de votacion con ponderacion dindmica y la votacion simple, motivo por el
cual no resulta recomendable su uso. Entre los métodos de ponderacion dindmica,
no se logra observar un comportamiento uniforme, situacion que dificulta la
recomendacion de alguno de ellos en particular. Por tal motivo, se implementaron
nuevos métodos de ponderacion para que, al ser aplicados sobre SMC con un
mayor numero de clasificadores y diferentes métodos de submuestreo, nos
permitan encontrar y determinar el método mas adecuado para ponderar las
decisiones individuales de un SMC.

En la Seccion 8.2.9, se proporcionaron los resultados de tres nuevos métodos
de ponderacion de las decisiones individuales. Para los experimentos, se utilizaron
14 conjuntos de datos y SMC formados por 5, 7 y 9 clasificadores. Estos resultados
nos permiten ver que los métodos mas recomendables para fusionar las decisiones
son la votacion simple, la votacion ponderada por promedio y la votacion
ponderada con distancia inversa. Por el contrario, los métodos mas adecuados para
construir el SMC son, principalmente, la seleccion aleatoria sin reemplazo y, como
alternativas, Bagging y Arc-x4. Esto ltimo resulta ser muy conveniente, ya que
estos tres métodos son los que tienen asociado un menor coste computacional,
debido a la simplicidad de sus procesos.
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Sistemas de
Multiples Redes

En el presente capitulo, se proporcionan los resultados experimentales
obtenidos al entrenar SMC con dos esquemas de redes: multicapa y modular.
Los experimentos se realizaron sobre 13 conjuntos de datos, los cuales tienen
varias diferencias entre si: cantidad de patrones, nimero de clases y numero de
atributos. Las submuestras utilizadas para entrenar el SMC se consiguieron
mediante los métodos de seleccion aleatoria sin reemplazo (A), Bagging (B),
Boosting (C) y Arc-x4 (D) (ver Seccion 4.1.1). Resultados previos (ver Seccion
6.1.2), nos permitieron determinar que 5, 7 y 9 es un numero suficiente de
clasificadores con los que debe contar un SMC a fin de tener un rendimiento
adecuado, situacion por la que los SMC aqui utilizados constan de 7 y 9
clasificadores. En todos los casos, el esquema de fusion es la votacion por mayoria
simple.
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9.1 PERCEPTRON MULTICAPA BACKPROPAGATION

El Perceptron Multicapa utilizado consta de 3 capas de neuronas: 1 de entrada, 1
oculta y 1 de salida. Cada una de las capas cuenta con la siguiente cantidad de
neuronas:

a) Capa de entrada: nimero de atributos del patron.

b) Capa oculta. Se utilizaron dos diferentes estructuras de PM: PMa y PMb.
En el primero de ellos, la cantidad de neuronas en la capa oculta es igual al
nimero de atributos mas 1 y en el segundo es igual al nimero de capas
ocultas mas 1.

c) Capa de salida: nimero de clases en el problema.

Los pesos iniciales se establecieron de forma aleatoria en el rango [-0.5 y
0.5]. Los valores constantes para la razon de aprendizaje () y el momento (o) son
0.9 y 0.7, respectivamente. Para todos los conjuntos de datos, el proceso de
aprendizaje se realizd en 5000 iteraciones. Debido a que, en algunas ocasiones,
puede alcanzarse el nimero de iteraciones sin decrecer el error por patrén o el error
global, durante el entrenamiento, se evaluo el error observado, estableciendo un
maximo error permitido por patrén en 0.01 y maximo error global en 0.001.
Finalmente, la funcion de activacion utilizada es la sigmoidal.

En la Tabla 9.1, se proporcionan los resultados de precision general (PG) y
desviacion estandar (DE) al utilizar la red PMa. A fin de tener una mejor
validacion, en la tabla, se incluyen también los resultados correspondientes a la
clasificacion con so6lo un clasificador.

Los resultados obtenidos con el segundo SMC formado con PMb, se
muestran en la Tabla 9.2. La tnica diferencia existente entre los PM utilizados en
estos experimentos y los utilizados en los resultados de la Tabla 9.1 se refiere a la
cantidad de neuronas que uno y otro tienen en la capa oculta. Esto es, en el SMC
formado por PMb, el nimero de neuronas en la capa oculta es igual al nimero de
capas ocultas mas la unidad.

Primeramente, en los resultados obtenidos con los tres esquemas de SMC,
encontramos mejoras poco significativas, respecto a cuando se utiliza una sola red,
siendo las mas importantes en Heart, German, Iris y Waveform con la estructura
PMay, Sonar, German, Phoneme y Segment con la estructura PMb.

Por otro lado, haciendo un anélisis comparativo entre el desempefio de los
dos SMC (formados con PMa y PMb), tenemos que, en general, el SMC formado
por PMb proporciona mejores resultados que el PMa. Més concretamente, en el
caso de las bases de datos Liver, Pima, Satimage, Wine y Heart, se obtienen las
mejores diferencias en cuanto al rendimiento de ambas configuraciones. Es
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importante notar la mejora tan importante que tiene sobre Satimage, con la que
mantiene un a precision superior, hasta en un 40% (con Boosting, 7 clasificadores),
sobre la obtenida con PMa. Por otro lado, en ambos esquemas, los métodos de
submuestreo que mas favorecen su desempeiio son la seleccion aleatoria sin
reemplazo (A) y Bagging (B). Por ultimo, la utilizacion de 9 clasificadores resulta
ser la cantidad mas conveniente de componentes individuales.

Tabla 9.1. Clasificacion con Perceptron Multicapa (neuronas en capa oculta = n+1)

CE 7 Clasificadores 9 Clasificadores
original A B C D A B C D |

94.6 | 965 965 922 946 963 956 93.0 946

2.0 1.4 1.8 3.0 271 25 34 28 19

69.6 | 80.7 80.7 77.8 756 833 822 824 79.6

2.5 5.2 2.8 3.7 33 2.3 5.0 24 43

632 609 658 61.7 609] 623 63.8 58.8 603

53 7.8 4.7 59 4.1 3.1 3.6 7.7 84

71.11 741 73.6 726 690 722 722 70.1 70.1

Pima 5.9 2.1 2.1 3.5 3.5 3.1 3.5 20 22
742 7277 7277 746 746 | 732 742 732 751

Sonar 8.2 7.4 5.8 3.7 9.9 6.0 9.9 46 9.2
9471 96.7 96.0 96.7 953 ] 953 973 90.7 94.7

Iris 4.5 - 2.8 2.4 1.8 3.8 1.5 64 3.0
57.71 557 460 50.6 42.0( 44.1 473 43.6 40.1

Vehicle 11.0 5.3 6.7 8.5 6.5] 103 33 6.0 12.6
9471 94.1 953 929 906 941 959 90.6 90.0

Wine 3.8 3.6 26 45 2.5 4.7 4.9 82 64
6551 722 733 741 713 | 746 719 72.8 688

German 4.4 2.0 1.7 24 091 22 3.1 28 1.5
704 | 43.1 625 324 412|429 441 346 415

Satimage 7.8 39 224 182 731 160 274 144 21.1
68.71 71.0 712 684 658 71.7 72.6 66.7 67.1

Phoneme 6.2 6.6 3.1 44 104 6.7 57 119 11.1
80.7 ] 824 829 82.0 80.7| 83.6 836 829 795

Waveform 2.1 2.7 1.0 1.6 2.5 1.7 1.0 1.6 1.8
94.11 945 93.0 933 925 938 935 930 915

Segment 1.6 1.8 1.6 2.0 2.3 1.8 1.5 1.7 1.2

El tiempo requerido para el entrenamiento de cada uno de estos sistemas
constituye un factor sumamente importante, ya que el hecho de utilizar n+1
neuronas, en el caso de PMa, o unicamente dos neuronas, en la configuracion PMb,
supone una diferencia muy significativa en cuanto al coste computacional,
resultando altamente ventajosa la opcion de la red PMb. Otro aspecto determinante
a la hora de elegir un esquema u otro es el indice de precision obtenido por cada
uno de ellos, en lo que claramente se demuestra también la superioridad de la
configuracion PMb.
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Tabla 9.2. Clasificacion con Perceptron Multicapa (neuronas en capa

oculta = capas ocultas + 1)

Vehicle

Wine

German
Satimage
Phoneme

Waveform

Segment

9.2 RED MODULAR

El segundo esquema utilizado en este capitulo es la implementacion de SMC
formado por redes con estructura modular. Cada componente individual del SMC
corresponde a una red modular, todas ellas con la misma estructura (ver Seccion
5.1.2). Cada red modular estd formada por 5 expertos y una red integradora. Por
ultimo, el esquema de fusion utilizado es, al igual que en los experimentos con el
perceptron multicapa, la votacion por mayoria simple.

La Tabla 9.3 muestra los resultados obtenidos en la clasificacion con este
SMC. Las letras mayutsculas de la segunda fila corresponden a los métodos de
submuestreo utilizados: aleatorio sin reemplazo (A), Bagging (B), Boosting (C) y

Arc-x4 (D).
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CE 7 Clasificadores 9 Clasificadores
original A B C D A B C D
PG 97.1 962 96.8 91.8 944 [ 96.6 966 937 933
DE 2.3 1.2 1.7 1.7 26 2.1 1.7 3.5 33
PG 81.9 81.5 81.1 80.0 77.8 83.0 8l1.1 82.9 81.5
DE 33 35 1.6 4.0 3.5 20 28 2.8 52
PG 65.2 60.9 641 649 623 | 626 635 626 629
DE 7.4 37 109 28 4.2 53 5.1 4.0 2.4
PG 75.2 754 758 753 72.0 72.7 73.1 723  71.9
DE 52 30 3.1 2.7 2.6 1.7 1.7 2.3 0.9
PG 69.3 727 74.6 785 75.1 75.6 7377 712  69.8
DE 8.0 87 6.6 82 9.2 69 9.0 6.1 4.8
PG 94.7 96.0 973 907 947 |96.0 973 90.7 94.7
DE 4.5 37 28 64 3.0 37 28 6.4 3.0
PG 46.7 454 516 446 389 | 513 430 372 373
DE 10.6 56 1.7 99 107 10.6 4.8 72 12.0
PG 92.9 959 965 935 882 953 959 90.6 90.0
DE 34 26 25 64 102 4.0 45 9.8 6.1
PG 73.3 73.8 745 735 73.7 | 741 742 727  70.7
DE 2.9 24 17 32 4.4 3.0 21 2.9 23
PG 70.4 729 729 727 66.2 70.5 719 741 708
DE 7.8 90 63 81 11.7 9.5 8.0 6.5 9.4
PG 69.7 70.1 69.9 70.1 68.5 | 709 709 69.7 70.0
DE 2.7 2.2 1.5 2.7 2.6 2.5 38 2.0 0.9
PG 82.0 84.0 839 813 81.7 | 83.6 84.1 818 81.6
DE 2.1 1.0 10 1.7 3.0 0.8 1.4 0.8 2.5
PG 73.3 759 802 790 71.8 | 80.1 814 788 68.4
DE 5.1 40 25 44 8.3 22 1.6 32 6.4
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Cancer

Heart

Liver

Pima

Sonar

Iris

Vehicle

Wine

German

Satimage

Phoneme
Waveform

Segment

Tabla 9.3. Clasificacion con SMC de redes modulares

CE 7 Clasificadores 9 Clasificadores
original A B C D A B C D)

88.4 88.4 879 827 849 | 87.1 865 845 833
4.6 3.1 3.0 3.7 7.1 47 42 44 35
73.7 81.5 81.5 785 79.3 | 789 804 833 819
8.6 54 45 1.7 24 47 74 55 48
63.5 548 629 61.2 60.6 | 620 67.0 623 594
5.4 81 6.9 7.2 36| 49 3.8 44 79
66.5 68.0 67.6 66.7 658 66.1 67.8 672 62.8
1.6 1.8 32 14 14 23 24 3.1 7.1
65.9 73.7 67.8 66.8 70.7 | 77.1 707 683 66.8
6.2 32 4.7 5.1 102 | 122 7.1 60 33
80.7 78.0 82.0 753 80.7 | 78.0 80.0 753 78.0
11.4 69 80 112 93| 7.7 6.7 77 93
36.4 471 428 454 39.6 | 422 435 417 399
7.1 3.7 109 6.2 81| 40 3.8 93 6.3
97.7 93.5 959 947 9291935 965 90.6 88.8
2.5 2.5 1.6 7.0 34| 38 38 57 48
61.8 73.7 724 705 71.6 | 732 727 674 63.3
18.0 13 45 9.0 5.1 19 4.1 9.1 87
34.9 38.4 49.5 41.7 349 | 589 489 457 484
14.2 11.3 9.8 18.8 14.5 5.3 7.5 3.7 6.7
67.9 67.2 68.9 682 682 | 677 68.1 680 68.4
45 55 35 3.7 39| 42 42 37 34
77.2 81.6 82.0 79.1 79.81 792 802 79.8 78.1
2.7 1.7 26 4.1 28| 38 33 22 41
78.2 75.0 749 77.7 77.6 | 769 745 759 75.0
5.6 22 22 4.2 51| 24 1.8 19 14

En estos resultados, vemos que, el mejor desempefio del SMC se encuentra
sobre los conjuntos Heart, Sonar, Vehicle, German, Satimage, Phoneme y
Waveform, con incrementos entre el 10 (Sonar, Vehicle y German) y 24%
(Satimage) sobre los indices de precision obtenidos con la utilizacién de una sola

red.

También encontramos que, analogamente a lo ocurrido con los SMC que
utilizan PM, los mejores resultados se obtienen con los SMC formados con la
seleccion sin reemplazo (A) y con Bagging (B). Por otro lado, contrario a los
resultados de las Tablas 9.1 y 9.2, al utilizar este tipo de red (modular), los
resultados son mejores cuando se utilizan 7 clasificadores, situacion muy ventajosa,
ya que el costo computacional asociado a 7 clasificadores es inferior al necesario
cuando se utilizan 9 clasificadores (Tabla 9.4).

153



Capitulo 9

9.3 TIEMPOS DE PROCESAMIENTO

Una de las principales limitaciones de las RNA es el elevado costo computacional
requerido durante el proceso de aprendizaje. Esto hace que el binomio tiempo-
precision sea una situacion necesaria e indispensable de analizar antes de decidir
qué modelo utilizar. En este sentido, la Tabla 9.4 muestra los minutos consumidos
por cada uno de los SMC (formados por PMa, PMb y modular (Mod.)), durante los
procesos de entrenamiento y clasificacion.

Tabla 9.4. Tiempo de entrenamiento y clasificacion

CE 7 Clasificadores 9 Clasificadores

orig. A B C D A B C D

Cancer PMa 4,5 0.4 0.3 0.3 03 0.4 0.3 0.1 0.2
PMb 52 1.1 0.4 1.4 1.5 0.3 0.4 03 0.6

Mod. 11,3 9.4 9.2 6.3 6.7 9.5 9.2 2.6 5.0

Heart PMa 2,6 0.2 0.2 0.2 0.1 0.2 0.2 0.1 0.1
PMb 2,5 0.4 0.4 0.5 03 0.2 0.2 0.2 0.1

Mod. 55 4.3 4.1 4.2 2.5 3.7 2.5 1.7 1.0

Liver PMa 4,8 2.5 1.9 2.7 2.1 1.9 1.7 1.6 1.4
PMb 1,6 1.9 1.8 1.9 1.8 1.7 1.6 1.5 1.5

Mod. 3,3 1.5 1.3 2.0 1.4 1.7 1.7 1.5 1.5

Pima PMa 8,5 9.5 9.6 8.9 4.8 5.7 6.8 52 3.0
PMb 3,6 4.0 4.0 4.4 2.7 4.1 39 39 2.0

Mod. 9,8 9.8 9.9 10.4 6.4 9.6 9.8 9.5 4.7

PMa 1,2 1.7 0.6 0.5 04 0.5 0.5 04 03

PMb 3,1 03 04 04 03 0.2 0.2 0.2 0.2

Mod. 9,1 0.3 0.4 0.3 0.3 0.3 0.3 0.3 0.2

PMa 1,0 0.1 0.1 0.1 0.1 0.1 0.1 0.1 0.1

PMb 0,4 0.1 0.1 0.0 0.0 0.1 0.1 0.04 0.03

Mod. 2,3 2.3 2.2 1.1 0.2 1.8 1.8 0.5 1.1

PMa 60,5 379 337 36.1 18.5 36.3 324 232 12.0

PMb 10,7 79 7.4 7.2 3.9 7.4 7.0 53 2.37

Mod. 0,3 0.3 0.3 0.3 0.2 0.3 0.3 0.3 0.1

Wine PMa 0,3 0.2 0.2 0.1 0.1 0.1 0.2 0.1 0.1
PMb 0,1 0.1 0.1 0.1 0.1 0.1 0.1 0.1 0.03

Mod. 0,1 0.2 0.3 0.2 0.1 0.2 0.2 0.2 0.1

German PMa | 104,4 4.7 32 4.2 2.8 4.0 3.1 32 14
PMb 13,3 10.0 8.9 9.3 6.0 9.2 8.3 8.7 39

Mod. 31,4 21.6 22.0 22.3 13.7 25.2 22.9 21.0 8.5
SEUINEGEI PMa (| 134,4 | 9342 933.6 9104 556.7 | 913.9 8294 783.0 398.5
PMb | 1345 | 90.0 82.6 87.6 527 88.3 824 764 38.6

Mod. || 593,2 | 498.3 434.8 4202 238.2|420.6 409.0 3499 169.0
I PMa 605 392 424 392 3741 394 419 40.1 31.4
PMb 21,3 239 227 237 21.6| 226 237 228 17.8

Mod. 66,8 61.6 556 556 51.7| 574 590 56.1 433
WEVColduM PMa | 437,9 | 246.6 197.7 217.7 1765|1673 1312 172.8 82.5
PMb 651 | 453 409 442 340 | 448 41.1 446 250

Mod. || 1745 | 131.5 124.7 131.5 100.1 | 133.0 127.2 1332 74.3

PMa | 210,9 | 95.8 78.6  76.5 53.3 81.8 63.1 60.3 32.3

Segment PMb 350 | 282 273 22.8 144 244 230 204 10.8
Mod. 14| 20 21 1.8 12| 21 2.1 1.8 0.6
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Todos los experimentos se realizaron bajo las mismas condiciones, sobre una
computadora portatil, con procesador Centrino a 1.30 GHz y 512 MB de capacidad
en memoria RAM.

En los resultados de la Tabla 9.4, claramente podemos notar las grandes
diferencias (en cuanto a tiempos de procesamiento), entre los tres esquemas de
SMC vy la utilizacion de un solo clasificador. En la mayoria de los casos, estas
diferencias son sumamente importantes, siendo en ocasiones diez veces mayor (6
mas) el tiempo requerido cuando se utiliza una sola red. Por ejemplo, la base de
datos Iris para su procesamiento con una red PMa requiere de un minuto, en tanto
que al utilizar un SMC son suficientes diez segundos para realizar el entrenamiento
y aprendizaje, incluso, con mejores indices de precision.

En lo que respecta a los tiempos requeridos por cada uno de los sistemas, es
posible notar que la utilizacion del SMC con PMb, en la mayoria de los casos,
consume menos tiempo en el entrenamiento y la clasificacion, inmediatamente
seguido por el SMC formado por PMa. Ademads, si recordamos los resultados de
clasificacion obtenidos por las tres opciones, se puede concluir que, en general, la
red con configuracion PMb nos proporciona los mejores resultados en cuanto al
balance entre tiempos y precision.

9.4 SMC CON RNA'Y SMC CON LA REGLA NN

Revisando los resultados obtenidos en las Tablas 9.1, 9.2 y 9.3, y comparandolos
con los SMC que utilizan la regla NN (ver anexo 15), podemos hacer las siguientes
observaciones:

a) SMC con NN vs. SMC con BPPa. Se observa un desempefio muy pobre
del SMC con la regla NN pues, en general, sdlo sobre las bases de datos
Vehicle, Satimage y Phoneme logra superar los resultados obtenidos con el
SMC que utiliza la red PMa. Por el contrario, este Gltimo mantiene un
desempefio superior en Heart, Sonar, Wine, German, Waveform vy
Segment, respecto al obtenido con SMC formado por clasificadores NN.

b) SMC con NN vs. SMC con BPPb. A diferencia del inciso anterior, en estos
resultados hay un comportamiento muy similar entre los dos SMC. De
estos dos esquemas, el que utiliza la regla NN mejora en Vehicle,
Satimage, Phoneme y Segment, en tanto que el segundo mejora en Heart,
Sonar, Wine, German y Waveform. En el resto de las bases de datos, los
dos esquemas mantienen indices de precision muy similares. Uno mejora
con algun método de submuestreo, mientras que otro mejora en otros
métodos.

¢) SMC con NN vs. SMC con redes modulares. En estos resultados, vemos
que, en la mayoria de las bases de datos utilizadas, la regla NN tiene
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mayores indices de precision que los correspondientes al SMC formado por
redes modulares. Estas mejores las encontramos en Cancer, Pima, Iris,
Vehicle, Satimage, Phone, Liver, Waveform y Segment.

Aun cuando existen algunos casos en los que el SMC formado por
clasificadores NN tiene menor desempefio que cualquiera de los SMC que utilizan
algin método de RNA, no es un esquema despreciable, pues los costos
computacionales asociados a la regla NN para los conjuntos de datos utilizados es
inferior a los tiempos requeridos por cualquiera de los esquemas que utilizan redes.

9.5 CONCLUSIONES

En este capitulo, se han presentado los resultados sobre diversos experimentos
realizados con SMC formados por redes de dos tipos: con estructura modular y con
estructura multicapa. En la topologia de las redes multicapa, se utilizaron dos
criterios para determinar el niimero de neuronas en la capa oculta (siempre una
unica capa oculta): nimero de atributos mas 1 y nimero de capas mas 1. Por otra
parte, el nimero de expertos en cada red modular, se establecido en 5 de manera
constante.

De los dos diferentes esquemas que utilizan PM, encontramos el mejor
desempefio con el SMC que utiliza la configuracion PMb. Del mismo modo, este
comportamiento se repite al compararlo con los resultados obtenidos con el SMC
formado por redes modulares. Todo esto, junto con el hecho de tener unos menores
requerimientos computacionales tanto en la etapa de aprendizaje como en la de
clasificacion, hacen que la red PMb se convierta en la mejor opcion para grandes
bases de datos.

También fue posible realizar un estudio comparativo entre SMC formados
por RNA y SMC formados por clasificadores NN. En cuanto a tiempos de
gjecucion y coste computacional, vimos que la utilizacion de clasificadores NN
resulta muy ventajosa, ya que tanto el coste computacional como el tiempo
requerido durante el proceso de clasificacion son significativamente inferiores al de
cualquiera de los tres modelos de redes neuronales.

Con base a la evidencia de los resultados aqui mostrados y de los Anexos 14
y 15, es posible establecer como alternativas de solucion la utilizacion de SMC con
clasificadores NN y SMC formados con perceptron multicapa (con neuronas
ocultas = nimero de capas ocultas +1).

Los experimentos de este capitulo deben entenderse como el principio de un

estudio mas amplio que deberia llevarse a cabo en investigaciones futuras, dado
que los resultados aqui obtenidos parecen ser bastante prometedores. Inicialmente,
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para la estructura modular, se fij6 el nimero de expertos en 5, mientras que para las
redes multicapa, la razon de aprendizaje se establecio en 0.9 y el momento en 0.7.
Actualmente, estos parametros, en la mayoria de las ocasiones, son adquiridos por
prueba y error, por lo que hasta nuestros dias no se cuenta con parametros
estandarizados para todos los casos. Por tanto, en trabajos futuros, se realizara la
variacion en algunos parametros de entrenamiento y en la misma topologia de las
redes utilizadas para analizar su influencia sobre los resultados de clasificacion.
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Conclusiones finales
y lineas abiertas

En la presente Tesis Doctoral, se desarrollaron metodologias que permiten
abordar eficientemente algunos de los problemas que actualmente se
presentan en la practica del reconocimiento de patrones. Para este fin, las
principales herramientas utilizadas son los SMC, los algoritmos de preprocesado y
los algoritmos de clasificacion RNA y la regla 1-NN.

Intrinsecamente, todas estas herramientas cuentan con problemas que pueden
deteriorar los indices de precision. Por un lado, los SMC implican la ejecucion en
paralelo de varios clasificadores pero, para que exista un adecuado desempefio, es
necesario que estos clasificadores cumplan con dos condiciones basicas: ser
diversos y ser lo “suficientemente” precisos. Por otro lado, los algoritmos de
preprocesado, en especifico, la edicion de Wilson y el algoritmo SSM, en su
ejecucion, no se tiene un control sobre la cantidad de patrones a eliminar o a
seleccionar, situacién por la cual, en muchas ocasiones, los conjunto de
entrenamiento resultantes (editados o reducidos) pueden tener clases poco
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representadas y, en casos extremos, algunas de estas clases pueden llegar, incluso, a
desaparecer del conjunto.

Los métodos basados en RNA son ampliamente reconocidos por la eficacia
en el proceso de clasificacion; sin embargo, el coste computacional asociado al
proceso de entrenamiento es sumamente elevado y poco se sabe sobre su
funcionamiento exacto. Esta situacién los hace prohibitivos al querer utilizarlos
sobre conjuntos de datos que cuentan con gran tamafio y/o dimensionalidad
elevada. Por ultimo, la regla 1-NN es una de las reglas de decision mas
ampliamente estudiadas y usadas en multitud de aplicaciones; sin embargo, el coste
computacional requerido (en tiempo y espacio de memoria) la hace poco practica
para ser aplicada a problemas de la vida real con grandes volimenes de datos.

Las metodologias propuestas a lo largo de esta tesis van encaminadas a
utilizar SMC, aprovechando los aspectos positivos que cada una de estas
herramientas puede tener y, mediante la utilizacién combinada de dos o mas de
ellas, disminuir y, en algunos casos, eliminar sus limitaciones, elevando de este
modo los indices de precision que hasta el momento se han observado cuando se
utiliza un clasificador unico.

10.1 PROBLEMAS RELACIONADOS CON LOS SMC

Como se mencion6 en la Seccion 4.1, es fundamental que un SMC sea
suficientemente diverso para que proporcione un rendimiento adecuado. La
experimentacion realizada abordé la diversidad desde dos perspectivas: diversidad
en la construccion de las submuestras que forman el SMC y diversidad en las
decisiones individuales. Para la primera cuestion, se implementaron cinco métodos
de submuestreo: Bagging, Boosting, Arc-x4, seleccion aleatoria sin reemplazo y
seleccion secuencial.

En su implementacion clésica, estos métodos seleccionan los patrones de
forma indiscriminada entre clases y producen submuestras con tamafio similar al
del CE original. Esta situacién propicia situaciones poco deseables: desbalance
entre clases, aumento del tamafio e incremento en los requerimientos
computacionales para su posterior procesamiento. En este sentido, se propuso una
modificacion sobre la forma de implementar los métodos: en la seleccién de
patrones, considerar la distribucién existente entre las clases del CE original.
Experimentalmente, se demostrd que seleccionar patrones mediante esta variante,
nos permite resolver la mayoria de los problemas que pueden producirse cuando se
utilizan en su forma clasica, manteniendo y, en muchos casos, mejorando los
indices de precision.

Ante la interrogante de cual es el nimero adecuado de clasificadores que se
debe utilizar en la solucion de un problema, no existe una respuesta que generalice
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todos los casos posibles. Dependiendo del conjunto de datos, de la cantidad de
patrones y del nimero de clases que integren el problema, sera la decision a tomar.
Para esto, se realizd un estudio exhaustivo en el cual se construyeron SMC
formados por 3, 5, 7, 9, 15 y 25 clasificadores, siguiendo el criterio de mantener la
misma proporcién de representatividad entre las clases. Con los resultados
obtenidos, pudo observarse que aquellos conjuntos de datos con poca
representatividad de patrones son los menos beneficiados al utilizar un nimero de
clasificadores elevado, pero tampoco es recomendable la utilizacion de un namero
excesivamente pequefio de clasificadores, pues el costo computacional es mas
elevado y el indice de precision poco significativo. Sin embargo, en general,
construir SMC con 5, 7 ¢ 9 clasificadores es suficiente para mantener (en su
mayoria) los indices de precision por encima del uso de un solo clasificador.

En lo referente al método de submuestreo que, independientemente de la
cantidad de clasificadores utilizado, mantiene un desempefio aceptable, las técnicas
de seleccion de patrones sin reemplazo y Bagging fueron las que mejores
resultados mostraron en la mayoria de los casos. También pudo verse la poca (y, en
algunos casos, nula) utilidad que los métodos Boosting y Arc-x4 tienen cuando el
numero de clasificadores esta por encima de 15.

Finalmente, se ha establecido que los indices de diversidad en las decisiones
individuales estan fuertemente relacionados con los indices de precision, de tal
manera que un elevado grado de diversidad, tedricamente, nos conduce a mayores
indices de precision. Para estudiar esta cuestion en los SMC, acudimos a medidas
ya existentes en la literatura: Q-estadistico, coeficiente de correlaciéon, medida de
desacuerdo y una nueva medida de variabilidad como aportacion personal.

El estudio realizado nos permitié identificar que los indices de diversidad se
incrementan de forma paralela al aumento en el nimero de clasificadores. Por otro
lado, los resultados experimentales nos permitieron demostrar que la condicion
“mayor diversidad implica mayor precision” no siempre se cumple. Al contrario,
encontramos que los mejores resultados no siempre se corresponden con las
situaciones en las que se identifica un mayor grado de diversidad, y viceversa, que
un bajo grado de diversidad no implica menor precision, ya que en ambos casos se
obtienen mejores resultados.

10.2 AUMENTO DE LA EFICIENCIA DE LA REGLA 1-NN

Como se ha visto, muchos de los problemas que deterioran y obstaculizan el
proceso de clasificacion con la regla 1-NN estan asociados con el CE utilizado. De
forma especifica, estos problemas se refieren al desbalance entre clases, al gran
tamafo del CE, y a la presencia de patrones atipicos, redundantes y/o ruidosos.
Para ello, se propusieron diversas metodologias que involucran métodos ya
existentes de preprocesado, encaminadas ahora a dar solucion a cada uno de estos

163



Capitulo 10

problemas mediante el uso combinado de SMC vy, de este modo, aumentar la
eficiencia del clasificador.

En términos de clasificacion, cuando se trata de combatir los efectos
negativos del desbalance, los criterios empleados en esta investigacion fueron:
mejorar la precision general y aumentar el coeficiente kappa en el tratamiento de
bases de datos de mas de dos clases, y mejorar la media geométrica en el caso de
bases de datos de dos clases. Por otro lado, cuando se trata de escalabilidad de
algoritmos, el criterio consistio en lograr la escalabilidad con un nivel de precision
similar al obtenido si el CE se hubiera trabajado de forma tradicional, es decir, si
no fuera de un tamafo tan inmenso y, por lo tanto, pudiera tratarse completamente
en la memoria del equipo.

En el Capitulo 7, se demostr6 experimentalmente que las metodologias
propuestas para combatir los problemas de desbalance han manifestado un mayor
grado de precision al momento de realizar la clasificacion de nuevos patrones, con
respecto a las técnicas que utilizan un solo clasificador, o aquellas que utilizan de
forma aislada el algoritmo de clasificacion y los algoritmos de limpieza y reduccion
aplicados sobre el CE original. También se logré comprobar que, mediante la
utilizacion de un SMC, es posible realizar la escalabilidad de algoritmos cuando se
trabaja con grandes bases de datos. El disefio del SMC permitio establecer las
condiciones necesarias para lograr una adecuada ejecucion de algoritmos de
preprocesado que enriquecen el comportamiento de la regla 1-NN durante la etapa
de clasificacion.

Del conjunto de técnicas propuestas para realizar el balance y que utilizan un
SMC, para el caso de base de datos desbalanceadas de dos clases, es mas
recomendable la técnica de seleccion aleatoria de patrones sin reemplazo pues, en
la mayoria de los casos, resultan submuestras de las que menos patrones son
eliminados con el algoritmo de limpieza, debido tal vez a la forma en que se realiz
la seleccion de patrones (aleatoria sin reemplazo), controlando de esta manera la
presencia de patrones redundantes. Este Gltimo aspecto no es considerado como
movil del comportamiento reflejado, pues la técnica Boosting es la que cuenta con
la menor cantidad de patrones atipicos detectados y, sin embargo, no proporciona la
mejor precisién. En este sentido, al analizar la verdadera influencia que la
redundancia implicita de los métodos de seleccion con reemplazo tienen sobre el
desemperfio del SMC, se pudo observar que el grado de redundancia existente en las
clases tiene muy poca influencia en la precision, entre otras cosas, pudiendo estar
dado por la compensacion que se tiene al fusionar las decisiones individuales.

Por otro lado, cuando se sobre-entrena la clase minoritaria mediante la
incorporacion de patrones sintéticos (algoritmo SMOTE), se observo que los
resultados con estos métodos tienen un indice de precision superior al obtenido con
el CE original, utilizando para ello menos del doble de los requerimientos de
memoria empleados para el tratamiento del CE original. De entre todas las
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metodologias propuestas con este enfoque, mostré con mejor desempefio la
Ilamada Metodologia 2, que incluye la incorporacion de patrones sintéticos v,
posteriormente, la ejecucion de los algoritmos de preprocesado.

Un caso particular de estudio corresponde a la base de datos de mamografia
(Ism). Esta presenta un desbalance impresionante que dificulta considerablemente
la identificacion correcta de la clase minoritaria. EI comportamiento observado en
términos de precision es realmente favorable cuando se utiliza la Metodologia 2
(incluye la incorporacion de patrones sintéticos y, posteriormente, realiza la edicion
de Wilson) respecto al obtenido cuando se utiliza la edicion de Wilson en el CE
original. También pudo verse que, al ejecutar el algoritmo de limpieza, son muy
pocos los patrones sintéticos eliminados y, por el contrario, si es considerable la
cantidad de patrones de la clase mayoritaria que se eliminan y no fueron detectados
al momento de limpiar el CE original, aspecto que favorece significativamente los
resultados mostrados anteriormente.

Considerando estos resultados, una Gltima propuesta de solucién consistio en
la implementacion de métodos que favorecen a la clase minoritaria y que utilizan la
ponderacion de distancias al momento de realizar la clasificacion y/o la edicion de
Wilson. A partir de estos resultados, pudimos ver que la clasificacion con distancia
ponderada resulta ser una adecuada alternativa de solucion para CE sin
preprocesado y para cuando se utiliza la edicion con distancia Euclidea. Por otra
parte, cuando se realiza la edicion con distancia ponderada, la mejor opcion es
clasificar con la distancia Euclidea.

Concretamente, para el tratamiento de CE que no tienen un desbalance muy
severo, se propone la implementacion de la edicion y la clasificacion con distancia
ponderada, asi como la utilizacién de un SMC que incluya la edicién de Wilson
(Metodologia 2), con seleccién de patrones de forma aleatoria sin reemplazo en
clases mayoritarias. Esta propuesta permite un balance beneficioso entre las clases
presentes en el CE, sin tener que recurrir a despreciar informacién potencialmente
atil (como seria la eliminacion de patrones de la clase mayoritaria), ni a la
duplicacion de patrones de la clase minoritaria, que encarece el coste
computacional sin aportar nueva informacion util. Por otro lado, cuando el
desbalance es muy grande, como el caso de Ism, lo mas recomendable es realizar el
sobre-entrenamiento de la clase menos representada. En esta situacion, limpiar y
reducir el tamafio del conjunto de datos, después de incorporar los patrones
sintéticos, siempre resulta favorable, ya que disminuye los requerimientos
computacionales de la regla NN e incrementa su efectividad.

Se trabajo también con conjuntos de mas de dos clases que presentan
desbalance. Adicional al desbalance existente en estos casos, se distingue un
problema no trivial: determinar qué clases deben ser consideradas como
minoritarias y cuales clases deben tratarse como mayoritarias. Para esto, se propuso
establecer un umbral que hiciese division, considerando el promedio de patrones
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que deberia tener cada clase. Se estudio la eficiencia de la propuesta, en
comparacion con la realizada por otros trabajos [Gar., 02]. Los resultados
experimentales demostraron, de forma contundente la superioridad (en términos de
precision) de la propuesta efectuada en esta Tesis Doctoral.

Otro punto importante del presente trabajo es la investigacion realizada sobre
la utilidad de un SMC cuando se manipulan CE cuyo tamafio no permite emplear
algoritmos de limpieza de los datos. Para realizar la escalabilidad de estos
algoritmos de forma eficiente, se han explorado diversas técnicas para la
construccion de un SMC. Los resultados experimentales que se han reportado en
este trabajo muestran que el empleo de un SMC permite la escalabilidad de estos
algoritmos, con un comportamiento similar, tanto en precision de clasificacion
como en el tamafio de las submuestras resultantes, al que se hubiera obtenido
trabajando en la forma tradicional.

10.3 FUSION DE CLASIFICADORES

La fusion de clasificadores es, en la actualidad, el método de combinacion mas
ampliamente usado. Sin embargo, este método tiene serios problemas cuando los
componentes que forman el SMC no son igualmente precisos [Mat., 96]. Por tal
motivo, se implementaron nuevas formas de fusionar las decisiones individuales
en un SMC. En concreto, ponderando dinamica y estaticamente las decisiones
individuales. Para los métodos de ponderacidn estatica, se asignaron los pesos a los
clasificadores de acuerdo a la estimacion del error realizada por el método leaving-
one-out. Por su parte, para los métodos de ponderacion dindmica, se utilizé la
menor distancia proporcionada por el vecino mas proximo encontrado entre los
clasificadores que componen el SMC.

En el Capitulo 6, se describen los métodos propuestos: seis de ponderacion
dindmica y uno de ponderacion estatica de clasificadores. Los diferentes
experimentos realizados nos permitieron demostrar la superioridad (en términos de
precision) de los métodos de ponderacion dindmica sobre la utilizacion de un
clasificador Unico, la votacion ponderada estatica y la votacién simple. Esta
situacion sobresale méas cuando se utilizan SMC con 5y 9 clasificadores.

Por otro lado, de los métodos de ponderacion dinamica, los que tienen un
desempefio més uniforme son la votacion por promedio de distancias y la
ponderacion con distancia inversa. Por ultimo, los métodos mas adecuados para
construir el SMC son principalmente la seleccion secuencial (para aquellos
conjuntos de datos que lo permiten), la seleccién aleatoria sin reemplazo y, como
opciones alternativas, Bagging y Arc-x4. Esto Gltimo resulta ser muy conveniente
si consideramos que tanto los métodos de ponderacion como los de seleccion de
patrones requieren procesos sumamente simples para su ejecucion y representan un
bajo coste computacional cuando se trabaja con la regla NN.
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10.4 SMC CON REDES

La experimentacion realizada bajo este esquema no es mas que el principio de una
investigacion mas amplia que deberia llevarse a cabo como lineas de trabajo
futuras. En esta fase inicial, se implementaron SMC formados por dos tipos de
redes: malticapa y modular.

Para el SMC que utiliza la combinacién de varios perceptrones, la topologia
constd de tres capas: una de entrada, una oculta y una de salida. Basandonos en
propuestas previas, se establecieron como parametros fijos de entrenamiento, la
razon de aprendizaje en 0.9 y el momento en 0.7. Asi mismo, se utilizaron en la
capa de entrada tantas neuronas como atributos tiene el patron de entrada, y en la
capa de salida, tantas neuronas como clases se dispongan en el CE. Por altimo, para
determinar la cantidad de neuronas en la capa oculta, se consideraron dos criterios:
la cantidad de atributos en el patron mas 1, y la cantidad de capas ocultas mas 1.
Por otro lado, en lo que respecta a la estructura de la red modular, se establecio la
utilizacion de cinco redes feedforward expertas y una integradora.

Los resultados experimentales nos permitieron validar el desempefio de estos
tres modelos, asi como también el tiempo requerido para su entrenamiento y la
clasificacion de nuevos casos. En los resultados, encontramos que la utilizacion de
un esquema simple para la capa oculta ofrece los mejores indices de precision, con
un costo asociado inferior al requerido por los otros esquemas, y tan solo un poco
superior al necesario cuando se utiliza una sola red.

Un altimo analisis consistid en el estudio del desempefio que estos modelos y
el utilizado con la regla 1-NN tienen al momento de clasificar nuevos patrones. En
este punto, pudimos constatar experimentalmente que, pese a las mdltiples
desventajas que suelen asociarse a la regla 1-NN, los indices de precisidn obtenidos
sobre trece conjuntos de datos, en promedio, con siete de ellos, se mantuvo por
encima de cualquier esquema que utiliza la combinacion de redes. Entre estos casos
estan las bases de datos Vehicle, Phoneme y Satimage, conjuntos que cuentan en su
interior con un elevado grado de desbalance, solape entre clases y gran tamafio,
situaciones que dificultan su tratamiento adecuadamente y que, sin embargo, logran
superarse con el SMC que utiliza clasificadores 1-NN.

10.5 PRINCIPALES APORTACIONES

En resumen, las principales aportaciones que pueden distinguirse en este trabajo
son de tres tipos: las que estan relacionadas directamente con las bases de datos, las
relacionadas con el SMC y las relacionadas con el algoritmo de clasificacion.

En lo relativo a las aportaciones relacionadas con la base de datos, debemos
destacar el adecuado tratamiento de bases de datos desbalanceadas de dos clases,
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mediante la obtencion de un balance perfecto utilizando métodos propios de los
SMC, la adaptacion de algoritmos de preprocesado para su ejecucion en forma
conjunta con el algoritmo SMOTE, la implementacion de una nueva forma de tratar
las bases de datos desbalanceadas de mas de dos clases, la implementacion de un
algoritmo que permite hacer una limpieza de la base de datos mediante la
eliminacién de patrones redundantes, y la realizacion exitosa de la escalabilidad de
algoritmos con la ayuda de métodos de SMC y algoritmos de preprocesado.

En segundo lugar, en cuanto a las aportaciones relacionadas con el SMC,
podemos mencionar, primeramente, las que se refieren a la fusion de clasificadores,
gue incluye la implementacion de seis nuevos métodos de ponderacion dinamica y
uno para ponderacion estatica de las decisiones individuales de un SMC. Por otra
parte, las conclusiones provenientes del analisis de diversidad, nos permitieron
demostrar que la hipétesis “mayor diversidad implica mayor precision” no es 100%
verdadera, ni se cumple en la totalidad de los casos. Por altimo, demostramos que
la implementacion de los métodos de submuestreo tiene igual o0 mejor desempefio
cuando se tiene en mente la representatividad entre clases que al aplicarlos en su
configuracion clasica.

Finalmente, en lo relacionado al algoritmo de clasificacion, para los
experimentos, utilizamos la regla 1-NN y tres modelos de RNA. Los resultados
obtenidos nos permiten demostrar la viabilidad de utilizar en un SMC la regla 1-
NN y la estructura multicapa con poca cantidad de neuronas ocultas, como
alternativas de solucion a problemas practicos de reconocimiento de patrones.

10.6 LINEAS ABIERTAS

El area de SMC es muy amplia y, en consecuencia, todavia existen espacios poco
explorados. En esta Tesis Doctoral, tratamos de cubrir algunos de los aspectos mas
importantes a considerar cuando se trabaja con SMC: diversidad en las decisiones,
evaluacion de los clasificadores individuales, fusion de las decisiones y mejoras
sobre los CE utilizados.

Al alcanzar este punto en la investigacion desarrollada, el cual no debe
considerarse como un punto final, hemos podido constatar la necesidad de
profundizar los conocimientos sobre SMC en otros muchos temas que no han
tenido cabida en esta Tesis, como la Seleccion de Clasificadores. En esta linea, se
buscan métodos que ayuden a determinar el conocimiento verdadero de cada uno
de los clasificadores sobre el espacio de representacion, para asi poder establecer
responsables o expertos para cada caso que se estudie. Dentro de este apartado, una
de las posibilidades mas interesantes puede consistir en la utilizacion de medidas
de complejidad de los datos para establecer la conveniencia de aplicar un
determinado clasificador sobre cada region del espacio de representacion. En cierta
manera, se trataria de determinar el mejor clasificador (experto) para cada region
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en funcion de las caracteristicas (de complejidad) de los datos (separabilidad,
densidad, solapamiento, etc.)

También se reportaron en esta Tesis los primeros resultados de SMC basados
en redes. El elevado costo computacional requerido por estos modelos nos permite
ver la poca conveniencia de su utilidad como componentes del SMC. Sin embargo,
nos sugiere la posibilidad de su uso para establecer redes expertas en un SMC, en
particular cuando se utilizan redes modulares. En este sentido, los trabajos futuros
en esta linea estardn dirigidos hacia la utilizacion de redes modulares como
alternativa para la seleccion de clasificadores. Asi mismo, otra alternativa de
solucidn para establecer las regiones en la seleccion de clasificadores y para lograr
diversidad en los componentes individuales, consistira en la utilizacion de
principios de algoritmos genéticos.

Otra linea abierta de investigacion, esta relacionada con la incorporacién de
herramientas de aprendizaje no supervisado como alternativas para lograr
diversidad en los componentes individuales del SMC. Finalmente, al ver los
resultados reportados en el Capitulo 7, es posible pensar en ampliar la utilizacion
del algoritmo de edicion de Wilson a los experimentos realizados en el resto del
documento.

10.7 PUBLICACIONES RESULTANTES

De las diferentes aportaciones y resultados obtenidos a partir de la investigacion
realizada en la presente Tesis Doctoral, se han originado diversas publicaciones,
tanto en forma de articulos en revista internacionales como de comunicaciones en
congresos. A continuacion enumeramos las publicaciones generadas hasta el
momento de la edicion de esta Tesis. Sin embargo, es previsible que todavia
puedan producirse otras que recojan partes aun no publicadas de esta investigacion.

10.7.1 PUBLICACIONES EN REVISTAS INTERNACIONALES

a) R. Barandela, J. S. Sanchez, R. M. Valdovinos: “New applications of
ensembles of classifiers”, Pattern Analysis and Applications 6, 2003, pp.
245 — 256.

b) R. M. Valdovinos, J. S. Sanchez, “On the relation between diversity and
accuracy in ensembles of nearest neighbour classifiers”, Pattern
Recognition Letters, 2006 (enviado, en revision).

¢) R. M. Valdovinos, J. S. Sanchez, “Ensembles of multilayer perceptron and
modular neural networks for fast and accurate learning”, Neurocomputing,
2006 (enviado, en revision).
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PUBLICACIONES EN CONGRESOS INTERNACIONALES Y
OTROS

R. M. Valdovinos, R. Barandela: “Sistema de multiples clasificadores, una
alternativa para la escalabilidad de algoritmos”, in Proceedings of 9th
Internacional Conference of Research on Computer Science (CIICCO02), J.
Ortiz, J. Pérez (Eds), Puebla (México), ISBN 970-18-8526-0, 2002.

R. Barandela, R. M. Valdovinos, J. S. Sanchez, F. J. Ferri: “The imbalanced
training sample problem: Under or over sampling?”, in Structural,
Syntactic, and Statistical Pattern Recognition, Lecture Notes in Computer
Science, Vol. 3138, A. Fred, T. Caelli, R.P.W. Duin, A. Campilho and D.
de Ridder (Eds.), Springer-Verlag, ISBN 3-540-22570-6, pp. 806-814,
2004.

R. M. Valdovinos, J. S. Sanchez, R. Barandela: “Dynamic and static
weighting in classifier fusion”, in Pattern Recognition and Image Analysis,
Lecture Notes in Computer Science, Vol. 3523, J.S. Marques, N. Pérez de la
Blanca and P. Pina (Eds.), Springer-Verlag, ISBN 3-540-26154-0, pp. 59-
66, 2005.

R. M. Valdovinos, J. S. Sanchez: “Class-dependant resampling for medical
applications”, in Proceedings of 4th International Conference on Machine
Learning and Applications, ICMLA’05, ISBN 0-7695-2495-8, pp. 351-356,
Los Angeles (EE.UU.), Diciembre 2005.

R. M. Valdovinos, J. S. Sanchez: “Combining multiple classifiers with
dynamic weighted voting”, in Proceedings of International Workshop on
Intelligent Computing in Pattern Analysis/Synthesis, Xi’An (China), 2006
(aceptado, pendiente de publicacion).

R. M. Valdovinos, J. S. Sanchez “Comparison of dynamic and static
weighting functions for classifier fusion”, in Pattern Recognition: Progress,
Directions and Applications, F. Pla, P. Radeva, J. Vitria (eds.),
Publicaciones de la Universitat Autdnoma de Barcelona, ISBN 84-933652-
6-2, pp. 352-361, 2006.

R. M. Valdovinos, J. S. Sanchez “Performance comparison of neural
network ensembles and nearest neighbor classifier ensembles”, in
Proceedings of 11th Iberoamerican Congress on Pattern Recognition,
Cancun (México), 2006 (enviado, en revision).



APENDICE |

REDES NEURONALES
ARTIFICIALES






Anexo 1

Modelos de RNA utilizados

En este anexo, se describen el algoritmo de backpropagation (propagacion del error
hacia atras) utilizado en el entrenamiento del perceptrén multicapa, y el algoritmo
de aprendizaje estocéstico que emplea la red modular.

Al.1 RED NEURONAL BACKPROPAGATION

En este tipo de arquitectura, todas las conexiones de la red son de tipo adaptativo,
las conexiones entre neuronas son siempre hacia delante, es decir, las conexiones
van desde las neuronas de una determinada capa hacia las neuronas de la siguiente
capa; no hay conexiones laterales, ni conexiones hacia atras, es decir, conexiones
que van desde una capa hacia la capa anterior. Por tanto, la informacion siempre se
transmite desde la capa de entrada hacia la capa de salida.

La Figura A.1 muestra graficamente el modelo correspondiente a la red
multicapa utilizada en los experimentos.

Figura A.1. Perceptron multicapa

Como puede verse, la red implementada consta de una sola capa oculta con
(n + 2) neuronas, la capa de entrada consta de (n + 1) neurona y la capa de salida
estd formada por c¢ neuronas. Para los experimentos reportados en esta Tesis
Doctoral, n denota la cantidad de atributos de los patrones y ¢ representa el numero
de clases. O se considera como una neurona mas que tiene la funcién de umbral,
con un peso asociado igual a 1. Finalmente, w; corresponde al peso de conexion
entre la neurona de entrada i y la neurona oculta j, y w; es el peso de conexion
entre la neurona oculta j y la neurona de salida c.
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Al.1.1 PROPAGACION HACIA ADELANTE

Cuando se presenta un patron X de n caracteristicas como entrada a la red, €ste se
transmite a través de los pesos wj; desde la capa de entrada hacia la capa oculta. Las
neuronas de la capa intermedia transforman las sefales recibidas mediante la
aplicacion de una funcion de activacion, proporcionando de este modo, un valor de
salida o “net”. La entrada total o neta que recibe una neurona oculta j, net;, es:

n
net; =Y w; * X, +6,

i=1

donde X, Xp,..., X, son las sefiales de entrada; wj, wp,..., W, son los pesos
sinapticos de la neurona j.

Este se transmite a través de los pesos wy hacia la capa de salida, donde
aplicando la misma operacion que en el caso anterior, las neuronas de esta Gltima
capa proporcionan la salida de la red. El valor de salida de la neurona oculta j, Z;,
se obtiene aplicando una funcidn de activacion f{( . ) sobre su entrada neta:

Z,; = f(net;)

1

donde f(net) es la funcion sigmoidal: f (net ) =
(ne) s (net;) 1+ exp [~ (net + 6)]

De igual forma, la entrada neta que recibe una neurona de salida t, net;, esta
dada por:

C
net, = > w, *Z, +0,
-1

Por ultimo, el valor de salida de la neurona de salida t, Z;, es:

Z, = f(net,)

Al1.1.2 PROPAGACION HACIA ATRAS

La arquitectura backpropagation es de tipo feed-forward. Esta caracteristica
implica que, a partir de la recepcion de datos en la primera capa, se van procesando
las salidas de las neuronas de las capas consecutivas, hasta llegar a la ultima capa.
Como objetivo principal, el algoritmo busca minimizar el error cuadratico medio
(ECM), el cual cuantifica la diferencia entre la salida obtenida por la red y la salida
deseada ante la presentacion de un conjunto de patrones de entrenamiento. Esta
minimizacion, se lleva a cabo mediante un procedimiento de gradiente descendente
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donde se requiere el calculo del gradiente del ECM respecto a los pesos de los
enlaces. La funcion de error a minimizar para cada patrdn x estd dada por:

1<
Ex:_§ (51_21)2
2T

donde z; es la salida deseada para la neurona de salida t ante la presentacion del
patron x, y estd determinada por 1 si x € ¢, 6 en caso contrario 0. A partir de esta
expresion, se puede obtener una medida general del error mediante:

1 m
E prom H; Ex
Para realizar los ajustes en los pesos, el algoritmo backpropagation utiliza el
gradiente descendente [Rum., 86]. El gradiente toma la direccién que determina el
incremento mas rapido en el error, mientras que la direccion opuesta (negativa)
determina el decremento mas rapido en el error. Teniendo en cuenta que Ey es
funcién de todos los pesos de la red, el gradiente de Ex es un vector igual a la
derivada parcial de Ey respecto a cada uno de los pesos. Por tanto, el error puede
reducirse ajustando cada peso en la direccion:

AW =—-7¢

! ow
donde n es la tasa de aprendizaje. El valor de n tiene un papel crucial en el proceso
de entrenamiento de la red, ya que controla el tamafno del cambio de los pesos en
cada iteracion. De este modo, el ajuste de los pesos esta dado por:

AWl +1)=n*xd*xZ

donde | indica la iteracion, Z la salida de una neurona y 6 es el gradiente local,
definido por:

(s, —Z,) f'(net,) para las neuronas de la capa de salida

0= f'(net J.)ZiZ: oW, ; para las neuronas de la capa oculta se aplica la regla
t

delta.

Se puede observar que el error o valor delta asociado a una neurona de la
capa oculta j estd determinado por la suma de los errores que se cometen en las t
neuronas de salida que reciben como entrada la salida de esa neurona oculta j. De
ahi que el algoritmo también se denomine propagacion del error hacia atras.
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Con el fin de acelerar el proceso de convergencia de los pesos, Rumelhart et
al [Rum., 86] sugirieron incluir, en la funcion para incrementar los pesos, un factor
momento o, el cual tiene en cuenta la direccion del incremento tomada en la
iteracion anterior. Este factor permite filtrar las oscilaciones en la superficie del
error provocadas por la razon de aprendizaje y acelera la convergencia de los pesos.
Asi, el ajuste de los pesos estd dado por:

AW(l +1) = *5*Z +a* Aw(l)

Al.2 RED NEURONAL MODULAR

Este tipo de arquitectura utiliza la estructura feedforward, con la propagacion de la
informacion hacia delante, es decir, desde las neuronas de la capa de entrada hacia
las neuronas de la capa de salida.

Las redes neuronales que utilizan esta estructura, cuentan con una serie de
modulos “expertos” y un modulo integrador. Durante el proceso de aprendizaje,
cada patron de entrada es conectado a todos los mddulos. Posteriormente, las

salidas de todos los mddulos expertos son conectadas al modulo integrador (Figura
A2).

7
- > g1 O

Moddulo inteerador

sEo|sBo| |k

A A A
Moédulo 1 Moéddulo 2 Moédulo r

X

Figura A.2. Red Neuronal Modular
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De acuerdo al esquema de la red modular presentado en la Figura A.2, se
tienen r modulos con un perceptron lineal cada uno, y una red integradora (también
un perceptron lineal) llamada “gating network”. Para su creacidon, las
especificaciones necesarias son las siguientes:

a) Numero de entradas por médulo = n, nimero de variables del patrén
b) Numero de modulos de entrada = r, tantos como se desee.

¢) Numero de salidas para los médulos = ¢, numero de clases existentes en el
problema.

d) Numero de salidas para la red integradora = r, tantos mddulos haya.

En el proceso de aprendizaje, hace uso del gradiente estocastico y tiene como
funcién objetivo:

(3 g, e~ ls-2.1 )|

donde s es la salida deseada para la entrada x, y Z; es el vector de salidas de la i-
esima red experta.

Ante un patron x n-dimensional como entrada, el proceso general de
aprendizaje de la red modular considera los siguientes pasos:

1. Inicializacion aleatoria de los pesos sinapticos a las diferentes redes
(expertas y de integracién), con valores pequefios uniformemente
distribuidos. En adelante, consideraremos wj; como los pesos de la red
experta, y wi como los pesos de la red integradora.

2. El patron x es presentado a todas y cada una de las redes (expertas e
integradora), de tal forma que la salida de cada la red experta esta dada por:

z" =X*W;?

donde x es el vector de entrada, y el superindice m es indicativo de
“modulo”.
De la misma manera, la salida de la red integradora se obtiene mediante:

e u;
g, = rXP( i)

zexp(uj)

j=1

donde u; = x*w,
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3. Para realizar el ajuste de pesos, se toman en cuenta dos criterios: el ajuste
de los pesos de las redes expertas y el ajuste de los pesos en la red
integradora.

a. Para modificar los pesos de las diferentes redes expertas, se utiliza
la siguiente funcion.

wi(l+1) =w"()+n*h(s-Z")x

b. Por otra parte, la modificacion de los pesos de la red integradora se
realiza mediante:

W (1+1) = w, (D) +7(h(1)-g; (I)x

)

)

4. Finalmente, la red integradora decide como seran combinadas las salidas de
los modulos para formar la salida final de la red modular, mediante:

Z:ngi*zi
i1

donde

g *exp(—;HS -z

G 1
; g *exp(—zus—zim

178



APENDICE I

DIVERSIDAD






Anexo 2

Clasificacion con SMC de 5 clasificadores formados con
submuestreo clasico

Cancer

Heart

Liver

Pima

Sonar

Glass

Iris

Vehicle

Wine

German

Satimage

Phoneme
Waveform

Segment

A = Bagging
B = Boosting
C = Arc-x4

CE V. simple V. por promedio V. Shepard
Original modificado

A B C A B|C|A|B c
95,6 955|956 | 956 | 94,2 | 955 | 942 | 958 | 95,8 | 95,8
25 28 | 25| 23| 35| 24| 31| 22|25 |26
58,2 59,3 | 56,7 | 57,0 | 59,6 | 56,7 | 57,8 | 58,2 | 58,5 | 58,2
6,2 67| 66| 77| 61| 64| 72| 62|69 |62
65,2 62,6 | 63,8 | 63,2 | 62,6 | 64,4 | 645 | 655 | 65,2 | 65,5
4,8 66 | 53| 52| 64| 48| 54| 50|49 |54
65,9 66,7 | 65,5 | 65,4 | 66,7 | 65,5 | 654 | 658 | 65,6 | 65,8
5,2 45| 48| 58| 49| 49| 58| 49|51 |52
82,0 80,0 | 82,4 | 81,5 | 805|824 | 820 820 | 839|820
9,4 87| 56| 89| 81| 56| 82| 94|92 |94
70,0 70,5 | 68,5 | 68,0 | 70,5 | 68,5 | 69,0 | 70,1 | 69,0 | 70,0
53 50| 49| 41| 54| 49| 52| 51|52 |50
96,0 96,0 | 94,0 | 96,0 | 96,0 | 94,7 | 96,0 | 96,0 | 94,7 | 96,0
15 15| 44| 15| 15| 45| 15, 15|45 |15
64,2 63,4 | 64,4 | 63,9 | 63,8 | 64,6 | 635 | 64,1 | 64,1 | 64,4
1,8 25| 21| 13| 25| 21| 10| 17|20 |17
72,4 72,4724 71,8 | 735|729 | 718 | 71,8 | 724 | 724
34 26 | 34| 53| 29| 32| 53| 34|34 |34
65,2 66,4 | 64,6 | 65,3 | 66,3 | 64,7 | 65,2 | 64,8 | 64,6 | 65,0
2,6 49| 28| 20| 50| 28| 20| 26|28 |25
83,6 83,6 | 83,1 836|837 831|836 | 836 | 835|836
11,6 121|114 11,8121 | 114|118 | 11,7 | 116 | 116
76,1 76,0 | 758 | 758 | 76,0 | 75,9 | 759 | 758 | 6,0 | 76,0
8,4 89| 78| 85| 88| 79| 85| 83|80 |82
78,0 781|770 779|781 770|779 | 780 | 7,7 | 780
2,9 31| 25| 30| 31| 25| 30| 29|28 |28
94,8 94,1 1949|948 | 94,4 1949 | 945 | 9477 | 49 | 948
14 12| 09| 13| 13| 09| 16, 16|13 |14
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Anexo 3

Clasificacion con SMC de 7 clasificadores formados con
submuestreo clasico

CE V. simple V. por promedio V. Shepard
Original modificado
A B C A B C A B CC]

956 | 958|950 956|945 |950| 943|956 | 956 | 95,6

2,5 26| 30| 25| 35| 30| 34| 25| 27| 25

58,2 | 60,4 | 55,2 | 56,3 | 60,0 | 55,2 | 57,8 | 58,2 | 58,2 | 58,2

6,2 53| 73| 74| 55| 73| 72| 62| 62| 62

65,2 | 66,1 | 60,6 | 61,7 | 658 | 61,5 | 62,6 | 65,2 | 64,4 | 64,6

4,8 63| 39| 59| 59| 42| 66| 48| 33| 38

Pima 659 | 675|652 | 66,0 | 67,6 | 652 | 66,5 | 659 | 659 | 659
52 58| 61| 53| 57| 66| 55| 52| 52| 52

Sonar 82,0 | 810810 805|810 815810 820|815 | 820
9,4 83| 76|105| 83| 76| 97| 94| 89| 94

Glass 70,0 | 685|675 690|685 | 685|695 | 700|700 705
53 55| 40| 49| 55| 60| 54| 53| 53| 54

Iris 96,0 | 96,0 | 94,7 | 94,7 | 96,0 | 95,3 | 96,0 | 96,0 | 96,0 | 96,0
1,5 15| 30| 30| 15| 30| 15| 15| 15| 15

Vehicle 64,2 | 654|639 |642|657 |644|641| 642|644 | 64,2
1,8 21| 22| 15| 23| 24| 16| 18| 15| 18

Wine 724 | 729|718 | 724|729 | 71,2 | 72,4 | 72,4 | 72,4 | 72,4
3,4 48| 30| 34 32| 48| 34| 34| 34| 34

German 65,2 | 66,0 | 64,9 | 64,6 | 653 | 64,8 | 64,5 | 65,4 | 65,0 | 65,0
2,6 33| 30| 21| 39| 33| 22| 26| 27| 27

Satimage 83,6 | 836|830 835|836 830 835|836 |835]| 836
116 | 120|110 | 116 | 120 | 110 | 116 | 116 | 11,6 | 11,6

Phoneme 76,1 | 765|753 | 761 | 76,4 | 755|759 | 76,0 | 756 | 76,0
8,4 81| 77| 77| 83| 81| 79| 81| 82 8,0

Waveform 78,0 | 786 | 765 | 785|786 | 765 | 784 | 779 | 7,7 | 78,0
29 30 27| 23| 30| 28| 23| 29| 29| 29

Segment 948 943|946 | 944|949 | 950|946 | 948 | 49 | 948
1,4 15| 13| 15| 16| 11| 14| 14| 14| 14

A = Bagging
B = Boosting
C = Arc-x4
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Anexo 4

Clasificacion con SMC con 9 clasificadores formados con
submuestreo clasico

Pima

Sonar

Glass

Iris

Vehicle

Wine

German

Satimage

Phoneme
Waveform

Segment

A= Bagging
B = Boosting
C = Arc-x4

CE
Original

95,6
2,5

\

A

95,5
2,7

. simple

B CJ|

94,9 | 95,8
21 25

94,3
3,2

95,0
2,2

V. por promedio

A| B | C]

94,5
3,5

V. Shepard
modificado

A

95,8
2,6

B

95,8
2,6

C

95,6
2,5

58,2
6,2

58,9
7,5

58,9 | 56,7
58 | 57

58,2
74

59,3
45

57,8
6,2

58,2
6,2

57,8
6,3

58,2
6,2

65,2
4,8

65,8
4,7

62,0 | 62,3
52| 70

65,8
4,9

62,3
4,7

61,5
5,6

64,9
4,7

64,9
50

64,4
45

65,9
5,2

66,9
4,6

64,1 | 64,2
471 49

67,1
4,8

64,7
5,2

64,3
5,3

65,9
5,2

65,9
5,2

65,9
54

82,0
9,4

81,0
9,8

80,5 | 82,4
71| 65

81,0
9,8

81,0
6,3

82,9
6,9

82,0
94

81,5
9,2

82,0
94

70,0
5,3

69,0
4,5

68,5 | 69,5
72| 57

69,5
4,8

67,5
59

70,0
5,3

70,0
5,3

69,5
57

70,0
5,3

96,0
15

96,0
15

96,0 | 96,0
15| 15

96,0
15

96,0
15

96,0
15

96,0
15

96,0
15

96,0
15

64,2
1,8

65,0
2,3

63,5 | 63,8
12 19

65,2
2,0

63,5
1,6

63,8
2,3

64,2
1,8

64,4
1,9

64,2
1,8

72,4
3,4

70,6
3,6

718 | 71,2
45| 57

71,8
4,5

71,8
4,5

71,2
57

72,4
34

72,4
34

72,4
34

65,2
2,6

66,0
2,1

63,9 | 64,5
2,7 25

66,3
2,4

63,8
2,6

64,8
2,6

65,4
2,7

65,4
2,7

65,2
2,3

83,6
11,6

83,5
12,2

82,9 | 83,4
10,7 | 115

83,4
12,2

83,0
10,7

83,5
11,5

83,6
11,6

83,6
11,7

83,6
11,6

76,1
8,4

75,9
8,4

75,5 | 76,1
74 81

76,0
8,4

75,5
7,6

76,0
8,3

76,0
8,0

75,9
8,1

76,0
8,1

78,0
2,9

78,1
2,8

76,1 | 77,8
24| 31

78,1
2,8

76,1
2,4

77,9
3,1

78,0
2,9

77,9
2,8

77,9
2,8

94,8
1,4

94,2
11

94,6 | 94,9
10/ 1,1

94,7
1,2

94,6
1,2

95,0
1,2

94,8
1,4

94,8
1,3

94,8
1,4
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Anexo 5

Distribucion de patrones por clase: submuestras de dos
clases

5 Clasificadores
CE Original Arc-x4 Boosting

Clasel Clase2 Clasel Clase2 Clasel Clase?2
Cancer
Heart
Liver
Pima
Sonar
German
Phoneme

7 Clasificadores 9 Clasificadores

Arc-x4 Boosting \ Arc-x4 Boosting

Clasel Clase2 | Clasel Clase2 | Clasel Clase2 Clasel Clase?2
Cancer
Heart
Liver
Pima
Sonar
German
Phoneme
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Anexo 6

Distribucién de patrones por clase: submuestras de tres
clases

Wine

Waveform

Clasel

Iris 40

CE Original

Clase2 || Clase3
40
39

1357

Arcx4
Clase2
Iris
Wine
Waveform

5 Clasificadores

Boosting

Clase3 Clasel | Clase2 Clase3

Arcx4

Clasel @ Clase2

\WEVEoJgl 1401,8

7 Clasificadores
Boosting

Clase3 | Clasel | Clase2 Clase3

1307,6 | 14125

Arcx4

Clasel Clase2

\WEVE gl 14129

Clase3 Clasel

9 Clasificadores

Boosting

Clase2 Clase3
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Anexo 7/

Distribucién de patrones por clase: submuestras de cuatro,
seis y siete clases (SMC con 5y 7 clasificadores)

Original
Clase3 | Clase4 | Clase5 Clase6 Clase7

Vehic

Glass 11
Satimage 1.086 | 501~ 566 | 1.206 |
Segment 264 | 264 264 264 | 264

5 Clasificadores

Arcx4
Clase 1 \ Clase2 Clase3 Clase4 \ Clase 5
Vehic 1248

Glass 9,5
Satimage 614,0 553,4
Segment 283,7 289,4

Boosting
Clasel Clase?2 \ Clase 3 \ Clase4 Clase5 Clase6 Clase7

Vehic
Glass
Satimage
Segment 117,2

7 Clasificadores

Arcx4
Clase1 Clase2 Clase3 | Clase4 Clase5 | Clase6 Clase7
Vehic 135,5 212,1 113,3 o

Glass 50,7 23,6 10,9 ---

Satimage 1016,2 499,7 | 1094,4 710,5 -

Segment 2479 230,4 ‘ 288,6 292,4 2422
Boosting

Clasel Clase2 Clase3 Clase4 Clase5 Clase6 Clase7

Vehic
Glass

Satimage
Segment

186



Diversidad

Anexo 7

Distribucion de patrones por clase: submuestras de cuatro,
seis y siete clases (SMC con 9 clasificadores)

Arcx4

Clasel Clase2 | Clase3 Clase4 Clase5 Clase6 Clase7
Vehic 127,4 225,0 220,2 105,6 --- --- -
Glass 51,7 59,8 26,4 10,4 8,8 16,8 ---
Satimage 964,5 458,7 1102,5 772,1 583,3 | 1266,8 -—-
Segment 235,8 2224 310,4 307,5 324,6 223,2 2241

Boosting

Clasel Clase2 Clase3 Clase4 Claseb \ Clase 6 Clase 7
Vehic
Glass
Satimage
Segment 88,9
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Anexo 8

Analisis de diversidad (variabilidad y Q-estadistico)

Variabilidad Q estadistico
SinRA1 | Bagging | Boosting Arcx4 | SinRA1 | Bagging Boosting \ Arcx4

0,074 0,091 0,157 | 0,138 0,966 0,957 0,745 | 0,787
0,116 0,106 0,161 | 0,303 0,896 0,915 0,816 | 0,840
0,100 0,285 0,142 | 0,182 0,922 0,919 0,918 | 0,851

Cancer

0,719 0,744 0,815 | 0,833 0,487 0,412 0,315 | 0,235
0,904 0,782 0,907 | 0,896 0,301 0,494 0,226 | 0,134
0,922 0,870 0,815 | 0,800 0,265 0,322 0,392 | 0,132

0,780 0,736 0,829 | 0,867 0,365 0,387 0,229 | 0,177
0,887 0,893 0,930 | 0,951 0,345 0,271 0,157 | 0,019
0,945 0,974 0,959 | 0,974 0,167 0,160 0,116 | 0,037

0,582 0,618 0,667 | 0,724 0,642 0,549 0,484 | 0,316
0,728 0,723 0,817 | 0,714 0,532 0,519 0,384 | 0,297
0,800 0,808 0,844 | 0,714 0,451 0,408 0,394 | 0,221

0,746 0,634 0,776 | 0,649 0,329 0,452 0,245 | 0,246
0,751 0,839 0,849 | 0,863 0,371 0,312 0,184 | 0,098
0,907 0,893 0,985 | 0,813 0,321 0,321 0,103 | 0,039

0,635 0,650 0,630 | 0,420 0,711 0,707 0,681 | 0,691
0,800 0,775 0,645 | 0,605 0,609 0,627 0,665 | 0,372
0,785 0,830 0,731 | 0,408 0,570 0,554 0,678 | 0,749

0,133 0,120 0,087 | 0,300 0,530 0,569 0,484 | 0,438
0,187 0,220 0,073 | 0,147 0,300 0,297 0,762 | 0,757
0,280 0,213 0,107 | 0,207 0,099 0,349 0,239 | 0,470

0,691 0,719 0,743 | 0,653 0,625 0,587 0,554 | 0,515
0,800 0,813 0,792 | 0,657 0,578 0,534 0,547 | 0,463
0,836 0,855 0,831 | 0,582 0,476 0,469 0,477 | 0,407

Vehicle

0,553 0,588 0,571 | 0,412 0,681 0,645 0,721 | 0,406
0,606 0,606 0,547 | 0,535 0,644 0,680 0,688 | 0,450
0,624 0,653 0,547 | 0,477 0,573 0,549 0,641 | 0,531

0,661 0,650 0,692 | 0,611 0,556 0,561 0,496 | 0,419
0,800 0,645 0,800 | 0,750 0,490 0,498 0,438 | 0,223
0,882 0,857 0,889 | 0,624 0,397 0,405 0,382 | 0,336

German

0,253 0,264 0,263 | 0,428 0,914 0,905 0,909 | 0,910
0,304 0,308 0,304 | 0,230 0,899 0,717 0,898 | 0,907
0,340 0,350 0,339 | 0,234 0,851 0,860 0,888 | 0,890

Satimage

0,391 0,389 0,473 | 0,473 0,829 0,821 0,723 | 0,679
0,500 0,480 0,567 | 0,544 0,784 0,796 0,512 | 0,577
0,548 0,546 0,612 | 0,591 0,684 0,703 0,667 | 0,606

Phoneme

0,471 0,485 0,502 | 0,533 0,676 0,657 0,644 | 0,594
0,558 0,562 0,603 | 0,571 0,640 0,632 0,331 | 0,398
0,623 0,618 0,669 | 0,549 0,490 0,499 0,567 | 0,535

Waveform

0,240 0,261 0,266 | 0,260 0,844 0,837 0,849 | 0,820
0,319 0,339 0,370 | 0,284 0,817 0,806 0,685 | 0,726

0,370 0,400 0,430 | 0,320 0,780 0,780 0,750 | 0,730

Segment

O© N0 O© NO|O NOO NO|O NO|ONOHHO NOHO NOHHO NO1HOo NOHo NO1o oo NoOjlo N o
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Anexo 8

Analisis de diversidad (correlacion y desacuerdo

Coeficiente de correlacion Medida de desacuerdo %
SinRA1 Bagging Boosting Arcx4 SinRA1 Bagging Boosting Arcx4

5 0,596 0,560 0,447 | 0,442 0,04 0,00 0,08 0,07
7 0,473 0,564 0,464 | 0,436 0,05 0,04 0,08 0,08
9 0,553 0,515 0,483 | 0,343 0,04 0,04 0,09 0,10
5 0,267 0,232 0,177 | 0,099 0,36 0,37 0,41 0,45
7 0,181 0,257 0,123 | 0,076 0,40 0,35 0,43 0,46
9 0,161 0,203 0,221 | 0,072 0,41 0,39 0,38 0,46
5 0,334 0,215 0,121 | 0,093 0,39 0,38 0,43 0,44
7 0,160 0,136 0,089 | 0,022 0,41 0,42 0,45 0,50
9 0,127 0,119 0,550 | 0,015 0,42 0,43 0,47 0,48
5 0,357 0,288 0,253 | 0,159 0,28 0,32 0,34 0,39
7 0,275 0,274 0,216 | 0,143 0,13 0,32 0,36 0,41
9 0,258 0,231 0,215 | 0,102 0,33 0,34 0,36 0,42
5 0,138 0,277 0,165 | 0,121 0,39 0,31 0,38 0,42
7 0,212 0,156 0,094 | 0,050 0,35 0,38 0,42 0,45
9 0,156 0,174 0,073 | 0,003 0,40 0,39 0,45 0,46
5 0,461 0,402 0,434 | 0,396 0,26 0,29 0,26 0,29
7 0,402 0,366 0,434 | 0,219 0,29 0,31 0,27 0,40
9 0,383 0,341 0,404 | 0,433 0,31 0,30 0,31 0,29
5 0,439 0,482 0,544 | 0,500 0,07 0,05 0,07 0,06
7 0,353 0,304 0,631 | 0,458 0,08 0,06 0,05 0,07
9 0,334 0,363 0,505 | 0,404 0,10 0,04 0,05 0,11
5 0,354 0,315 0,303 | 0,269 0,31 0,33 0,34 0,36
Vehicle 7 0,302 0,296 0,313 | 0,257 0,34 0,35 0,34 0,37
9 0,304 0,300 0,264 | 0,217 0,34 0,35 0,37 0,39
5 0,439 0,385 0,462 | 0,292 0,26 0,29 0,26 0,32
7 0,365 0,419 0,401 | 0,283 0,28 0,26 0,25 0,34
9 0,430 0,360 0,355 | 0,303 0,26 0,28 0,28 0,32
5 0,303 0,300 0,268 | 0,213 0,32 0,32 0,27 0,37
German 7 0,264 0,366 0,251 | 0,097 0,35 0,35 0,35 0,43
9 0,234 0,226 0,194 | 0,169 0,36 0,36 0,38 0,39
5 0,560 0,542 0,554 | 0,552 0,11 0,12 0,11 0,12
SEUTNET] 7 0,533 0,528 0,537 | 0,550 0,12 0,12 0,12 0,11
9 0,524 0,526 0,518 | 0,506 0,12 0,12 0,13 0,12
5 0,500 0,491 0,404 | 0,375 0,19 0,19 0,23 0,25
Phoneme 7 0,445 0,464 0,375 | 0,350 0,21 0,21 0,25 0,26
9 0,439 0,432 0,364 | 0,317 0,22 0,22 0,26 0,28
5 0,333 0,320 0,329 | 0,300 0,23 0,24 0,25 0,27
Waveform 7 0,311 0,301 0,296 | 0,265 0,25 0,25 0,27 0,28
9 0,290 0,285 0,284 | 0,258 0,26 0,25 0,28 0,28
5 0,400 0,398 0,428 | 0,376 0,11 0,12 0,12 0,13
Segment 7 0,383 0,386 0,380 | 0,379 0,13 0,14 0,15 0,15
9 0,370 0,380 0,360 | 0,340 0,16 0,17 0,18 0,18
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Anexo 9

Utilizacion de SMC para combatir el desbalance
(Metodologias 1y 2)

VOTACION SIMPLE
Metodologia 1 Metodologia 2
A B C D E A B C D)

Phoneme
3

Satimage
11

A = Seleccion secuencial (mayoritaria)

B = Seleccidn aleatoria sin reemplazo (mayoritaria)
C = Bagging (mayoritaria)

D = Bagging (en dos clases)

E = Boosting (mayoritaria)

Nota: el nimero debajo el nombre de la base de datos corresponde al nimero de
clasificadores que forman el SMC
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Anexo 9

Utilizacion de SMC para combatir el desbalance
(metodologias 3y 4)

VOTACION SIMPLE
Metodologia 3 Metodologia 4
A B C D E A B C D

Vehicle
3

Phoneme
3
g 76,6 783 788 76,2 755|756 771 776 768 747
SEUYECN PG 648 819 814 830 787|639 826 819 828 775

11 DE() |127 43 33 69 57 116 50 44 64 68
DE(PG) | 20,3 14,4 14,6 129 166 | 19,1 148 156 14,4 18,7

A = Seleccion secuencial (mayoritaria)

B = Seleccidn aleatoria sin reemplazo (mayoritaria)
C = Bagging (mayoritaria)

D = Bagging (en dos clases)

E = Boosting (mayoritaria)

Nota: el nimero debajo el nombre de la base de datos corresponde al nimero de
clasificadores que forman el SMC
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Anexo 10

Tamano de submuestras balanceadas con SMC

Metodologia 1

N

Metodologia 2

B C D E A B C D

Glass

SMC 336,0 2984  289,6 2936 307,0 2600
Original 174,0 165,6

Vehicle

SMC 1020,0 7770 7006 706,6 763,6  490,2
Original 679,0 508,6

Phoneme

SMC 7608,0 6916,4 66358 67052 68110 6981,8
Original 4322,0 3893,4

Satimage

SMC 11000,0 10339,6 9840,0 9877,4 99652 54422
Original 5147,0 4894,8

Metodologia 3

Metodologia 4

Glass

SMC 60,8 72,80 70,20 58,00 31,40 | 55,6 66,0 63,4 55,0 27,0
Original 21,2 6,0

Vehicle

SMC 4274 5216 4922 390,0 3570 | 2834 36,2 3540 3208 1544
Original 294,2 86,8

Phoneme

SMC 17248 2191,2 2021,0 16952 14214 | 1557,4 1982,4 1849,8 1564,0 795,6
Original 1046,8 524,8

Satimage

SMC 2020,8 3010,4 29134 2430,4 1089,2 | 1720,0 2599,6 25452 2230,8 7859
Original 805,6 442 .4

A = Seleccion secuencial (mayoritaria)

B = Seleccidn aleatoria sin reemplazo (mayoritaria)

C = Bagging (mayoritaria)
D = Bagging (en dos clases)
E = Boosting (mayoritaria)
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Anexo 11

Tratamiento de bases de datos desbalanceadas de mas de dos clases
(umbral = promedio de patrones por clase)

CE originales

Original ~ Wilson SSM Wilson+
SSM

Cayo 75,95 77,70 67,00 78,15
3 CK 0,7290 0,7485 0,7290 0,7537
VK | 0,000077 | 0,000073 | 0,000077 0,000072
SN PG 72,84 72,97 70,09 71,01
Testl [Nei 0,6375 0,6387 0,5991 0,6103
3 VK | 0,000051 | 0,000052 | 0,000054 0,000054
Fetwell [a€] 87,71 87,27 87,55 90,59
Test2 [Nei 0,8126 0,7561 0,8042 0,9059
8 VK | 0,000074 | 0,000015 | 0,000090 0,000008

SMC

Bagging Sel. Aleatoria sin reemplazo

Original  Wilson SSM Wilson+ | Original ~ Wilson SSM Wilson+

SSM SSM
79,03 80,98 78,62 80,46 79,10 80,98 77,80 79,41
0,7638 0,7854 0,7592 0,7797 0,7645 0,7854 0,7504 0,7681
0,000070 | 0,000065 | 0,000071 | 0,000066 | 0,000069 | 0,000065 | 0,000072 | 0,000068
Feltwell 73,92 73,73 69,38 74,79 73,51 73,61 72,13 73,95
Test 1 0,6544 0,6530 0,5906 0,6667 0,6482 0,6503 0,6303 0,6550
3 0,000049 | 0,000050 | 0,000054 | 0,000048 | 0,000050 | 0,000050 | 0,000051 | 0,000049
Feltwell 90,20 88,93 87,87 92,52 89,77 89,35 91,29 91,89
Test 2 84,8300 0,8300 0,8105 0,8863 0,8414 0,8353 0,8664 0,8761
3 0,000069 | 0,000077 | 0,000087 | 0,000053 | 0,000072 | 0,000075 | 0,000062 | 0,000057

Nota: el nimero que aparece bajo del nombre corresponde al nimero de
clasificadores integrados.
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Anexo 12

Tamano de submuestras obtenidas con bases de datos
debalanceadas de mas de dos clases

SSM
sinRA1 Bagging

Wilson + SSM
sinRA1 Bagging

Inicial Wilson
sinRA1 Bagging sinRA1 Bagging

Cayo
SMC 7467,0 7014,3 70243 | 16374 1623,0 893,3 885,7
Original 3086,0 2858,0 746,7 379,3

Feltwell

SMC 2817,0 27950  2788,0 342,0 324,0 312,0 273,0
Original 1418,0 1408,0 173,0 139,0
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Anexo 13

Escalabilidad de algoritmos con SMC (Metodologias 1y 2)

VOTACION SIMPLE
Metodologia 1 Metodologia 2
B | C D A B C

68,0 565 505 625| 595 590 585 61,0

8,6 10,7 74 7,7 11,2 10,8 10,8 7,0

96,0 953 933 96,0 | 953 973 953 953

15 1,8 3,3 2,8 3,0 15 3,8 3,8

Vehicle 64,5 621 606 604 | 563 576 570 579
2,8 3,4 2,5 1,6 4,0 3,9 3,8 1,8

Wine 68,2 741 647 629| 718 718 67,7 694
5,7 8,7 78 2,6 53 6,4 29 8,2

Cancer 96,9 664 721 948 | 96,8 686 759 927
2,0 6,0 12,6 2,3 2,3 9,0 15,5 2,3

Heart 65,2 504 452 576 | 674 496 470 641
4,2 53 3,8 3,0 38 115 72 50

Liver 63,8 571 501 620| 699 623 510 64,6
3,7 3,9 3,3 5,5 3,9 2,5 6,7 6,9

Pima 68,9 594 600 701| 715 626 620 703
3,3 1,9 3,6 6,2 3,2 2,2 1,7 3,1

Sonar 79,0 620 498 751| 668 610 522 639
7,0 8,7 51 94 | 10,7 9,9 9,2 8,3

A = Seleccion secuencial

B = Seleccion aleatoria sin reemplazo
C = Bagging

E = Boosting
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Anélisis de eficiencia del clasificador 1-NN con SMC

Anexo 13

Escalabilidad de algoritmos con SMC (Metodologias 3y 4)

Vehicle

Wine

Cancer

Heart

Liver

Pima

Sonar

B

VOTACION SIMPLE
Metodologia 1

C

D

A

Metodologia 2

B

C

650 555 575 610 610 580 57,0 61,0
85 108 59 91| 91 27 114 63
959 959 929 935| 947 93 927 96,0
2,6 26 34 44| 30 28 44 44
631 626 591 596| 559 576 57,8 57,0
28 37 35 13| 50 40 31 19
66,5 67,7 635 618| 724 712 671 694
45 86 99 29| 53 67 25 82
%5 676 729 937 953 742 784 931
1,4 56 129 29| 42 112 152 38
615 515 467 567 674 522 478 64,1
4.4 46 16 53| 50 96 66 31
590 536 519 603 664 620 530 652
4,7 44 59 32| 30 53 68 37
651 57,8 579 690 712 61,7 620 70,3
38 20 40 63| 36 19 23 20
76,6 585 527 732| 663 595 488 62,4
119 114 22 83| 103 78 67 56

A = Seleccion secuencial
B = Seleccidn aleatoria sin reemplazo

C = Bagging
E = Boosting
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Anexo 14

Tamanos de submuestras utilizadas en la escalabilidad de
algoritmos (Metodologia 2 y 3)

Cancer
SMC
Original
Heart
SMC
Original
Liver
SMC
Original
Pima
SMC
Original
Sonar
SMC
Original
Glass
SMC
Original
Iris
SMC
Original
Vehicle
SMC
Original
Wine
SMC
Original

A = Seleccién secuencial

CE VOTACION SIMPLE
Metodologia 2 Metodologia 3

Original A B C D A B C D
527,6 337,2 346,6 519,2 | 56,2 4382 427,2 59,6

546,0 528,8 55,6
216,0 129,0 112,2 106,0 178,8 | 120,6 1524 151,8 1128

138,0 122,2
276,0 163,0 152,6 484 1748 | 166,0 1716 1938 137,2

175,0 164,4
615,0 4233 259,0 361,2 450,8 | 310,8 4034 3822 256,2

427,8 303,0
1172 90,2 89,8 1170 | 756 1080 1196 72,0

167,0 133,4 70,0
101,0 92,6 1026 1056 | 114,0 116,8 1014 94,0

174,0 119,4 99,4
112,8 1132 1138 1146 | 320 275 28,0 236

120,0 115,6 20,6
383,6 3836 4136 4074|4582 4618 3914 3820

678,0 234,6 419,0
954 904 96,2 104 | 650 664 59,6 934

144,0 103,8 60,0

B = Seleccion aleatoria sin reemplazo

C = Bagging
E = Boosting
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_

Cancer
SMC
Original

CE

Anexo 14

Original A

546,0

20,0

Metodologia 4

B C

47,2 438
28,8

Tamaifos de submuestras utilizadas en la escalabilidad de
algoritmos (Metodologia 4)

34,0

Heart
SMC
Original

216,0

36,2

352 256
36,4

38,4

Liver
SMC
Original

276,0

57,8

46,0 48,0
58,8

51,2

Pima
SMC
Original

615,0

92,2

848 8572
77,2

87,4

Sonar
SMC
Original

167,0

34,6

264 28,0
38,4

33,2

Glass
SMC
Original

174,0

52,4

48,6 47,2
43,2

49,2

Iris
SMC
Original

120,0

19,8

222 198
11,4

18,8

Vehicle
SMC
Original

678,0

143,0

139,2 1482
182,8

139,6

Wine
SMC
Original

1440

15,4

14,6 16,6
15,8

15,8

A = Seleccion secuencial

B = Seleccidn aleatoria sin reemplazo
C = Bagging

E = Boosting
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Votacion simple (SMC de 3 y 5 clasificadores)

-]

Cancer

Anexo 15

Heart

Liver

Pima

Sonar

Glass

Iris

Vehicle

Wine

German

Satimage

Phoneme

Waveform

Segment

CE 3 Clasificadores 5 Clasificadores
origial | B c | D A B C D
PG 956 | 664 721 942 952 | 959 953 917 934
DE 25 6.0 12.6 1.0 2.8 3.0 3.2 3.6 4.2
PG 582 | 504 452 578 589 | 60.7 644 574 59.6
DE 6.2 5.3 3.8 3.0 101 3.8 6.6 6.8 6.2
PG 65.2 | 57.1 501 620 690 | 644 658 626 62.6
DE 4.8 3.9 3.3 55 5.0 5.1 6.6 4.5 3.1
PG 659 | 594 600 701 696 | 705 707 711 707
DE 5.2 19 3.6 6.2 3.2 3.4 3.4 2.3 3.3
PG 820 | 620 498 751 76,6 | 70.7 737 698 69.8
DE 9.4 8.7 5.1 94 125 8.6 11.0 100 94
PG 700 | 565 605 625 620 | 615 650 610 61.0
DE 5.3 | 10.7 7.4 1.7 9.1 4.9 5.9 5.2 55
PG 96.0 | 95.3 933 960 960 | 960 96.0 96.0 933
DE 15 18 3.3 2.8 3.7 2.8 15 3.7 4.1
PG 642 | 621 606 604 621 | 622 620 619 61.0
DE 1.8 3.4 25 1.6 2.6 3.6 3.0 4.4 2.7
PG 724 | 741 647 629 677 | 671 659 700 629
DE 3.4 6.7 7.8 2.6 7.5 5.7 11.7 44 103
PG 65.2 | 678 641 674 674 | 688 673 688 683
DE 2.6 2.7 1.6 2.1 2.0 2.9 3.8 4.1 2.3
PG 836 | 831 829 835 826 | 828 828 830 824
DE 116 | 122 135 126 127 | 121 124 127 127
PG 76.1 | 76.1 744 735 758 | 759 750 748 74.1
DE 8.4 8.5 8.1 105 94 9.8 85 109 120
PG 780 | 787 787 785 793 | 808 80.7 794 78.6
DE 2.9 2.2 15 1.9 2.3 2.4 1.3 2.1 1.7
PG 948 | 91.7 90.7 89.1 904 | 899 898 878 882
DE 14 2.6 1.1 1.3 2.0 1.8 2.0 1.3 2.2

A = Seleccion aleatoria sin reemplazo

B = Bagging
C = Boosting
D = Arc-x4
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Anexo 15

Votacion simple (SMC de 7 y 9 clasificadores)

—

Cancer

Heart

Liver

Pima

Sonar

Glass

Iris

Vehicle

Wine

German

Satimage

Phoneme

Waveform

Segment

CE 7 Clasificadores 9 Clasificadores
original A B C D A B C )
PG 956 | 974 962 90.8 937 962 964 923 936
DE 2.5 1.4 2.4 438 3.9 29 28 17 38
PG 582 | 674 644 626 585 622 626 630 593
DE 62| 58 48 9.2 5.7 21 50 55 39
PG 652 | 620 641 620 600 638 632 652 638
DE 48 | 39 6.7 6.4 8.8 72 52 47 69
PG 659 | 719 712 694 680| 728 727 710 697
DE 5.2 2.2 4.8 3.2 2.9 50 12 26 29
PG 820| 707 688 673 71.7| 683 702 693 722
DE 94| 122 103 99 10.1| 126 83 84 95
PG 700| 630 615 630 565| 615 605 61.0 57.0
DE 53| 10.8 8.0 9.6 5.8 72 82 68 99
PG 96.0| 953 960 953 980 980 940 940 913
DE 15| 183 3.7 1.8 3.0 18 44 15 51
PG 642 | 60.1 607 603 583 614 606 623 548
DE 18 1.8 28 49 3.8 19 23 47 43
PG 724 | 724 724 735 665| 653 759 724 677
DE 34 45 8.7 8.8 4.9 48 98 26 75
PG 65.2 | 69.8 686 69.7 699 688 702 685 68.7
DE 2.6 0.9 2.1 3.2 1.9 34 30 21 25
PG 836 | 830 826 827 825 829 829 829 825
DE 116 | 121 141 148 135| 145 143 149 143
PG 761 | 758 751 745 743 750 750 719 744
DE 84| 91 92 108 106| 100 94 137 111
PG 780 | 818 819 793 794 827 832 800 788
DE 2.9 1.8 1.1 2.0 1.7 18 14 19 23
PG 948 | 8.0 869 871 860 876 877 870 836
DE 1.4 2.8 2.3 2.8 2.8 26 21 29 16

A = Seleccion aleatoria sin reemplazo

B = Bagging
C = Boosting
D = Arc-x4
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Anexo 15

Votacion simple (SMC de 15 y 25 clasificadores)

CE 15 Clasificadores 25 Clasificadores
original 5 B c | p A B c | D

I a PG 956 | 958 958 879 927 958 958 87.7 91.4
DE 2.5 4.0 3.1 5.8 45 33 36 48 6.0
Heart [J® 582 | 641 630 637 589| 648 644 559 563
DE 6.2 34 59 34 6.1 35 33 72 81
Liver PG 652 | 649 664 629 620| 638 632 609 620
DE 4.8 5.2 5.9 3.0 7.4 42 33 64 59
Pima PG 659 | 728 709 712 681]| 727 746 693 66.9
DE 5.2 48 49 3.8 3.3 20 22 12 31
Sonar Y 820 | 649 620 659 688| 649 663 605 610
DE 94 7.4 22 121 8.0 51 68 82 39
Glass PG 700 | 610 590 605 645| 575 615 500 375
DE 5.3 9.6 6.8 123 1.1 73 101
Iris PG 96.0 | 953 947 953 947 | 967 96.7 947 94.0
DE 15 1.8 3.8 5.1 3.8 33 41 38 28
\A I PG 642 | 59.8 582 520 50.0| 59.8 604 - 501
DE 18 7.2 3.6 27 230 33 52 — 49
Wine PG 724 | 682 688 677 665| 718 712 694 647
DE 34 1.3 9.7 3.6 99| 111 107 61 104
e PG 652 | 702 688 709 673| 720 710 699 69.0
DE 2.6 2.7 2.8 1.6 2.7 24 31 17 21
il PG 836 | 828 824 823 846| 825 827 825 806
DE 116 | 144 146 153 71| 148 146 144 144
I PG 761 | 756 753 724 727| 746 739 745 742
DE 8.4 8.5 94 12.0 78| 105 114 92 104
Waveform g8 780 | 837 839 798 798| 840 845 811 792
DE 2.9 1.6 14 09 1.9 12 15 22 30
Segment [IZ® 948 | 853 848 847 798| 826 842 809 766
DE 1.4 24 21 2.5 1.8 33 37 31 39

A = Seleccion aleatoria sin reemplazo
B = Bagging

C = Boosting

D = Arc-x4
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Anexo 16

Votacion ponderada dinamica por promedio de distancias
(SMC de 3 y 5 clasificadores)

CE 3 Clasificadores 5 Clasificadores
original 5 B C D | A B C D

Cancer [JY6 95.6 | 96.5 620 708 936 953 953 923 946
DE 25 |23 64 120 03 29 32 25 37
Heart PG 582 | 65.6 496 459 57.8| 600 648 589 593
DE 6.2 3.6 46 4.0 2.4 50 59 65 37
PG 652 | 652 571 501 623] 649 649 612 620
DE 4.8 47 3.9 3.3 6.2 45 74 52 31
PG 659 | 684 59.1 603 709| 709 712 719 712
DE 5.2 3.4 2.6 3.4 6.6 35 29 29 32
PG 820 | 790 629 498 756| 746 776 732 742
DE 9.4 70 101 5.1 9.0 66 78 113 6.6
PG 700 | 680 590 625 63.0| 61.0 63.0 640 65.0
DE 5.3 8.7 9.6 7.7 8.7 89 21 101 85
PG 96.0 | 967 953 940 953 953 953 97.3 933
DE 1.5 2.4 1.8 3.7 3.1 18 18 28 41
PG 642 | 647 590 634 615| 645 617 634 619
DE 1.8 35 2.2 3.6 1.4 25 31 38 35
PG 724 | 706 700 665 653| 665 659 677 659
DE 3.4 5.5 70 49 4.4 61 115 59 107
PG 65.2 | 676 643 676 672| 688 673 686 68.0
DE 2.6 2.9 15 25 1.9 26 37 34 24
el PG 836 | 831 832 836 827 829 828 831 820
DE 11.6 123 136 127 136| 131 125 125 123
NI PG 761 | 760 745 737 757| 765 750 746 756
DE 8.4 8.6 82 10.2 9.4 95 86 108 88
Waveform B8 780 | 788 782 786 79.2| 808 807 794 786
DE 2.9 2.2 25 1.9 2.3 24 13 21 17
Segment B¢ 948 | 925 930 913 919 919 921 906 920
DE 1.4 2.0 1.1 15 2.2 18 13 16 16

A = Seleccion aleatoria sin reemplazo
B = Bagging

C = Boosting

D = Arc-x4
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Anexo 16

Votacion ponderada dinamica por promedio de distancias
(SMC de 7 y 9 clasificadores)

CE 7 Clasificadores 9 Clasificadores
original 5 B cC | D A B C D

Cancer |8 956 | 971 962 934 942| 962 962 929 939
DE 2.5 1.6 24 41 2.9 29 27 14 40
Heart PG 582 | 667 667 600 578| 622 626 634 600
DE 62| 47 5.6 62 4.4 48 51 35 59
PG 65.2 | 626 635 623 594| 652 649 629 66.1
DE 4.8 4.0 4.0 4.9 7.7 77 72 51 438
PG 659 | 706 709 706 67.7| 720 727 697 695
DE 5.2 23 43 41 44 45 17 32 31
PG 820| 756 732 737 756| 717 732 737 742
DE 94| 142 106 68 102| 103 113 83 7.2
PG 700 | 645 640 640 645| 620 640 625 580
DE 5.3 89 108 115 104 78 106 73 93
PG 96.0 | 960 973 947 98.0| 973 953 947 94.0
DE 15 15 15 1.8 1.8 28 38 18 44
PG 642 | 610 623 594 601| 631 607 639 584
DE 18| 23 25 47 42 30 24 39 27
PG 724 | 735 718 718 629| 647 777 718 665
DE 34| 78 9.9 8.7 7.1 47 101 53 90
PG 65.2 | 694 692 693 679| 693 708 688 67.6
DE 2.6 1.6 1.8 3.2 1.3 33 31 22 28
Satimage [g® 836| 831 826 825 826| 829 814 834 824
DE 116 | 141 143 147 136| 146 176 140 137
Phoneme [BZ® 76.1| 759 755 744 749| 754 752 729 745
DE 84| 90 93 104 102 96 92 118 114
Waveform B 780 | 818 819 793 796| 827 832 800 795
DE 2.9 1.9 1.1 1.9 1.4 1.7 14 19 19
Segment [Y® 948 | 918 904 898 896| 91.0 907 899 86.9
DE 14| 26 1.7 2.1 2.9 20 18 22 19

A = Seleccion aleatoria sin reemplazo
B = Bagging

C = Boosting

D = Arc-x4
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Anexo 16

Votacion ponderada dinamica por promedio de distancias
(SMC de 15 y 25 clasificadores)

CE 15 Clasificadores 25 Clasificadores
original 5 B C D | A B C D

Cancer [ 956 | 958 958 904 949 956 956 904 929
DE 25| 40 3.4 3.6 3.6 33 39 39 41
Heart PG 582 | 630 633 619 563 656 656 560 57.0
DE 62| 56 48 115 8.0 43 45 49 713
PG 652 | 658 684 649 609 644 635 652 623
DE 48| 50 64 35 8.7 65 50 46 52
PG 659 | 731 712 716 672| 729 740 69.7 672
DE 52| 42 5.1 4.4 5.3 39 35 26 40
PG 820 | 746 654 693 707| 698 727 673 673
DE 9.4 6.6 32 115 5.7 80 32 70 28
PG 700| 610 635 600 645| 610 620 500 375
DE 5.3 8.6 95 14.1 3.3 72 16
PG 96.0| 973 960 933 953 973 960 953 947
DE 15 1.5 3.7 6.2 3.0 28 37 38 30
PG 642 | 582 597 523 554 619 610 - 501
DE 18| 41 4.1 2.8 8.4 36 59 — 49
PG 724 | 682 665 671 682 724 706 718 624
DE 34| 87 111 5.3 7.3 68 104 6.1 84
PG 652 | 700 693 709 661 702 698 704 656
DE 2.6 3.2 2.7 2.6 2.0 12 35 22 12
Satimage [BZ® 836 | 829 826 827 820| 828 830 825 807
DE 116 | 142 147 143 118| 147 145 147 142
NI PG 76.1| 760 759 739 742| 758 751 756 752
DE 84| 91 9.2 9.5 9.5 95 106 88 7.7
Waveform g8 780 | 837 839 798 798| 840 845 812 801
DE 2.9 1.6 14 09 1.9 13 16 22 17
Segment TS 948 | 892 889 886 847| 834 886 863 827
DE 1.4 2.1 1.6 1.8 1.2 34 29 32 31

A = Seleccion aleatoria sin reemplazo
B = Bagging

C = Boosting

D = Arc-x4
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Anexo 17

Votacion ponderada dinamica con distancia inversa
(SMC de Sy 7 clasificadores)

CE 5 Clasificadores 7 Clasificadores
original 5 B cC | D A B C D

[ PG 956 | 953 953 921 946| 971 962 933 942
DE 25| 29 3.2 2.6 37 16 24 39 29

Heart PG 582 | 600 648 585 589| 667 667 600 57.8
DE 6.2 5.0 5.9 7.2 3.0 47 56 62 44

PG 65.2 | 646 644 606 61.2] 617 629 620 588

DE 48 | a7 7.0 5.2 3.0 38 39 44 13

PG 659 | 709 712 719 712| 706 709 70.6 677

DE 5.2 35 2.9 2.9 3.2 23 43 41 44

PG 820 | 746 776 732 742| 756 732 737 756

DE 94| 66 78 113 66| 142 106 6.8 10.2

PG 700 | 829 828 831 820| 780 826 825 826

DE 53| 131 125 125 133 | 142 143 147 136

PG 960 | 953 953 973 933] 960 973 947 98.0

DE 15 1.8 1.8 2.8 4.1 15 15 18 18

PG 642 | 645 634 629 619| 61.0 623 594 60.1

DE 18| 25 25 34 35 23 25 47 42

PG 724 | 665 659 659 659| 735 718 718 629

DE 34| 61 115 49 107 78 99 87 71

PG 65.2 | 688 673 686 68.0]| 694 692 693 67.9

DE 2.6 2.6 37 34 2.4 16 18 32 13

Satimage [g® 836| 610 625 635 650| 640 640 640 655
DE 116 | 89 1.8 9.6 8.5 96 108 115 11.2

Phoneme [BZ® 76.1| 765 750 746 756/| 759 755 744 749
DE 84| 95 86 10.8 8.8 90 93 104 102

Waveform B8 780 808 807 794 786| 818 819 793 796
DE 2.9 24 1.3 2.1 1.7 19 11 19 14

Segment [Y® 948 | 910 915 898 91.2| 91.0 893 89.0 887
DE 14| 20 1.1 1.6 1.4 25 19 23 28

A = Seleccion aleatoria sin reemplazo
B = Bagging

C = Boosting

D = Arc-x4
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Anexo 17

Votacion ponderada dinamica con distancia inversa
(SMC de 9 clasificadores)

CE 9 Clasificadores
original A B C D

Cancer PG 956 | 962 962 929 939
DE 2.5 29 27 14 40
Heart PG 582 | 622 626 634 600
DE 6.2 48 51 35 59
PG 65.2 | 646 644 626 649
DE 4.8 79 67 50 50
PG 659 | 720 727 697 695
DE 5.2 45 17 32 31
PG 820 | 717 732 737 737
DE 94| 103 113 83 72
PG 700 | 829 830 834 824
DE 53| 146 143 140 137
PG 96.0| 973 953 947 94.0
DE 15 28 38 18 44
PG 642 | 631 607 639 584
DE 1.8 30 24 39 27
PG 724 | 647 777 712 700
DE 3.4 47 101 57 96
PG 65.2 | 69.3 708 688 67.6
DE 2.6 33 31 22 28
e PG 836| 615 640 625 58.0
DE 11.6 80 106 73 93
Phoneme [BE 76.1| 754 752 729 745
DE 8.4 96 92 118 114
Waveform RB{& 78.0 835 832 80.0 795
DE 2.9 08 14 19 19
Segment [YE 948 | 902 895 886 859
DE 1.4 19 18 21 16

A = Seleccion aleatoria sin reemplazo
B = Bagging

C = Boosting

D = Arc-x4
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Fusion de clasificadores

Anexo 18

Votacion ponderada dinamica segun Shepard
(a=p=1,SMC de 5y 7 clasificadores)

CE 5 Clasificadores 7 Clasificadores
original 5 B cC | D A B c | D

Cancer |8 956 | 958 955 940 949| 967 961 946 943
DE 25| 33 2.7 3.0 35 15 25 28 34
Heart PG 582 | 548 61.1 559 56.7| 615 626 57.8 537
DE 6.2 6.1 39 59 438 30 53 58 35
PG 65.2 | 623 655 597 641| 632 588 59.7 559
DE 4.8 4.2 4.2 3.1 6.5 67 51 44 47
PG 659 | 675 684 676 655| 673 664 647 665
DE 52| 48 46 38 40 12 40 53 29
PG 820 | 742 756 712 746| 732 712 722 742
DE 94| 72 101 119 70| 126 100 6.6 11.8
PG 700 | 605 635 640 650| 645 635 650 655
DE 5.3 8.6 3.8 8.4 8.5 94 101 108 87
PG 960 960 960 973 933| 953 960 953 97.3
DE 15 2.8 15 2.8 4.1 18 37 30 28
PG 642 | 651 632 631 615| 634 628 622 615
DE 18| 33 2.7 2.7 2.1 25 19 21 43
PG 724 | 671 700 700 67.1| 724 741 700 612
DE 34| 25 9.6 3.8 9.6 49 87 70 6.7
PG 65.2 | 671 674 662 663| 678 666 685 67.0
DE 2.6 2.3 2.6 3.8 25 21 43 35 17
Satimage [g® 836| 832 831 830 826| 832 832 828 828
DE 116 | 120 118 116 120| 119 126 124 126
Phoneme [BZ® 76.1| 760 751 748 756| 760 752 747 748
DE 84| 97 85 10.9 8.9 89 93 108 102
Waveform B8 780 805 803 790 783| 810 815 790 79.2
DE 2.9 2.7 1.2 25 1.8 16 14 28 20
Segment [Y® 948 | 926 924 930 928| 929 929 919 90.2
DE 1.4 1.1 1.6 1.6 1.8 22 11 22 31

A = Seleccion aleatoria sin reemplazo
B = Bagging

C = Boosting

D = Arc-x4
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Anexo 18

Votacion ponderada dinamica segun Shepard
(a=p =1, SMC de 9 clasificadores)

CE 9 Clasificadores
original A B C D

Cancer PG 956 | 953 964 930 945
DE 2.5 30 26 13 25
Heart PG 582 | 582 596 611 585
DE 6.2 34 102 40 81
PG 65.2 | 658 626 57.4 638
DE 4.8 41 56 86 34
PG 659 | 669 66.1 650 656
DE 5.2 56 47 47 55
PG 820 | 722 737 732 727
DE 941 101 114 83 79
PG 700 | 625 635 635 580
DE 5.3 73 104 82 93
PG 96.0| 97.3 947 940 927
DE 1.5 28 38 15 55
PG 642 | 637 615 656 592
DE 1.8 22 29 15 34
PG 724 | 694 735 718 653
DE 3.4 45 108 49 107
PG 65.2 | 673 671 681 657
DE 2.6 21 27 28 13
e PG 836| 829 830 829 820
DE 116 | 130 129 124 122
Phoneme [BE 76.1| 750 748 729 744
DE 8.4 99 94 122 110
Waveform RB{& 78.0 821 831 795 79.3
DE 2.9 19 1.7 23 17
Segment PG 94.8 935 928 917 888
DE 1.4 16 1.7 21 17

A = Seleccion aleatoria sin reemplazo
B = Bagging

C = Boosting

D = Arc-x4
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Fusion de clasificadores

Anexo 19

Votacion ponderada dinamica Shepard modificado
(a=segun el orden y p =1, SMC de 3 y 5 clasificadores)

CE 3 Clasificadores 5 Clasificadores
original 4 B C D A B c | D

[ PG 956 | 677 745 949 946 961 959 953 953
DE 2.5 8.9 9.8 1.2 2.3 23 22 29 33
Heart PG 582 | 52.6 467 585 544 544 619 567 56.7
DE 6.2 6.2 5.0 1.0 7.4 50 5.9 59 47
PG 652 | 559 519 609 603| 603 658 583 620
DE 4.8 41 45 4.2 2.8 62 38 33 168
PG 659 | 577 592 676 66.1| 669 682 669 65.1
DE 5.2 2.2 37 6.3 3.7 51 49 32 33
PG 820| 639 537 771 790 820 810 805 737
DE 94| 131 102 6.6 50| 125 9.0 69 83
PG 700| 645 645 675 690| 665 660 69.0 66.0
DE 5.3 6.5 11.0 7.1 7.6 86 6.0 98 84
PG 96.0| 953 940 940 960 960 960 967 93.3
DE 15 8.4 2.8 37 15 15 15 24 41
PG 642 | 610 609 642 651 652 632 631 611
DE 18 37 2.6 1.3 2.3 26 24 21 22
PG 724 | 700 700 694 67.7| 682 700 700 67.1
DE 34| 64 92 49 6.6 25 96 38 96
PG 652 | 664 641 644 629 650 669 655 64.7
DE 2.6 3.2 2.0 3.2 3.3 28 18 33 21
Satimage [Z® 836 | 834 830 834 825 831 830 828 829
DE 116 | 115 123 121 120| 120 11.7 1214 117
Phoneme [BYE 76.1| 759 748 740 762| 766 749 737 755
DE 84| 86 85 10.0 9.1 85 85 109 89
Waveform [Bg& 780| 776 781 776 767| 780 782 769 770
DE 2.9 25 2.4 2.9 1.7 22 20 25 25
Segment TS 948 | 932 937 932 931 925 921 930 9238
DE 1.4 1.6 15 0.8 2.2 10 15 12 19

A = Seleccion aleatoria sin reemplazo
B = Bagging

C = Boosting

D = Arc-x4
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Apéndice IV

Votacion ponderada dinamica Shepard modificado

Anexo 19

(a=segun el ordeny p =1, SMC de 7 y 9 clasificadores)

_

Cancer

Heart

Satimage

Phoneme

Waveform

Segment

(0} ) 7 Clasificadores 9 Clasificadores
original 4 B C D A B C ))
PG 956 | 958 953 953 949 958 964 934 945
DE 2.5 1.6 1.9 1.7 3.0 17 23 18 20
PG 582 | 626 615 559 541 589 596 607 589
DE 62| 53 4.8 58 4.0 38 93 32 79
PG 652 | 638 574 600 565| 644 615 56.8 620
DE 4.8 6.8 43 3.3 438 42 50 56 43
PG 659 | 677 660 647 668 668 660 658 651
DE 5.2 1.0 28 46 3.0 54 48 50 54
PG 820| 829 820 8.0 751 751 771 751 751
DE 94| 105 118 7.6 5.6 94 160 107 6.1
PG 700| 690 705 680 685| 660 680 630 580
DE 5.3 4.2 54 105 4.9 38 33 57 93
PG 96.0| 960 960 940 96.7| 967 960 947 947
DE 15 1.5 15 4.4 2.4 24 15 30 30
PG 642 | 634 634 628 614| 632 611 657 592
DE 18 2.0 2.0 1.9 43 25 28 08 34
PG 724 | 712 741 706 618 682 741 718 653
DE 34| 48 8.7 6.6 7.8 44 109 49 107
PG 65.2 | 672 654 665 642 643 644 661 658
DE 2.6 2.5 4.1 3.8 3.0 19 27 17 11
PG 836 | 829 832 822 828 827 825 825 819
DE 116 | 116 124 122 124| 123 124 122 120
PG 76.1| 755 751 740 746| 757 755 732 739
DE 84| 89 99 103 103 | 100 87 109 112
PG 780 | 779 782 770 763| 777 781 763 762
DE 2.9 1.8 2.2 25 33 25 21 31 16
PG 948 | 929 929 921 90.2| 933 929 918 887
DE 1.4 2.0 1.1 24 3.1 13 17 20 18

A = Seleccion aleatoria sin reemplazo

B = Bagging
C = Boosting
D = Arc-x4
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Fusion de clasificadores

Anexo 19

Votacion ponderada dinamica Shepard modificado
(a =segun el orden y p =1, SMC de 15y 25 clasificadores)

CE 15 Clasificadores 25 Clasificadores
original 5 B cC | D A B c | D

[ PG 956 | 955 961 912 939| 961 955 91.0 933
DE 25| 32 2.7 34 29 22 24 19 24
Heart PG 582 | 582 585 544 541| 570 600 544 57.0
DE 6.2 5.7 8.6 7.2 7.6 69 38 83 88
PG 65.2 | 644 594 632 562| 635 626 571 617
DE 4.8 5.0 6.2 2.6 7.0 47 47 44 65
PG 659 | 669 655 639 633| 652 671 651 626
DE 5.2 50 44 6.7 1.8 86 56 26 51
PG 82.0| 829 800 746 693| 785 815 746 683
DE 94| 81 74 82 7.2 94 104 99 52
PG 700 | 660 635 600 640| 665 645 500 375
DE 5.3 6.0 10.1 9.8 3.8 80 438
PG 960 960 953 933 96.0| 960 953 940 927
DE 15 15 3.0 6.2 2.8 15 18 44 44
PG 642 | 619 617 547 56.1| 644 657 - 501
DE 18| 20 2.0 2.9 8.5 35 90 — 49
PG 724 | 735 712 659 682| 718 718 700 624
DE 34| 47 84 6.1 7.3 34 82 57 84
PG 65.2 | 657 642 637 632]| 628 655 644 617
DE 2.6 25 34 2.8 2.2 47 32 14 37
Satimage [g® 836| 831 833 818 818| 825 832 819 805
DE 116 | 110 127 121 111| 124 116 119 128
Phoneme [BZ® 76.1| 752 755 73.1 738| 758 761 738 731
DE 84| 90 93 106 10.3 96 95 95 79
Waveform B8 780 778 779 766 756| 776 784 760 750
DE 2.9 2.9 2.4 1.4 1.7 30 19 21 24
Segment [Y® 948 | 932 932 904 858| 936 936 87.0 835
DE 1.4 1.2 1.3 1.7 1.3 14 20 35 31

A = Seleccion aleatoria sin reemplazo
B = Bagging

C = Boosting

D = Arc-x4
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Apéndice IV

Anexo 20

Votacion ponderada dinamica segun el orden
(SMC de 3 clasificadores)

CE 3 Clasificadores
original A B C D

Cancer | [IX€ 956 | 959 658 724 993
DE 2.5 2.5 48 131 0.9
Il PG 582 | 61.1 541 478 574
DE 6.2 3.7 4.8 5.6 35
PG 652 | 626 530 493 594
DE 4.8 4.0 0.8 7.0 3.7
PG 659 | 682 621 609 70.1
DE 5.2 3.9 1.7 1.9 6.1
PG 820| 781 624 537 737
DE 9.4 65 129 46 106
PG 700| 710 620 615 66.0
DE 5.3 49 104 6.3 7.4
PG 96.0| 967 953 947 947
DE 15 2.4 1.8 3.0 3.0
PG 642 | 645 623 608 628
DE 18 1.2 3.8 2.2 0.8
PG 724 | 700 688 647 665
DE 3.4 7.0 7.7 2.1 1.6

A = Seleccion aleatoria sin reemplazo
B = Bagging

C = Boosting

D = Arc-x4
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Fusion de clasificadores

Votacion ponderada dinamica segun Dudani

_

Cancer

Heart

Anexo 21

(SMC de 3 clasificadores)

CE 3 Clasificadores
original A B C )
PG 956 | 956 685 742 949
DE 2.5 2.5 6.9 9.1 1.6
PG 582 | 582 530 474 585
DE 6.2 6.2 2.1 5.0 1.0
PG 652 | 655 562 522 609
DE 4.8 4.4 2.4 4.7 4.2
PG 659 | 684 591 60.3 676
DE 5.2 3.4 2.6 3.4 6.3
PG 820| 80 654 551 771
DE 9.4 94 165 5.3 6.6
PG 700 700 670 650 665
DE 5.3 5.3 4.8 9.0 5.8
PG 960 | 967 960 947 940
DE 15 2.4 15 3.0 3.7
PG 642 | 642 610 609 64.2
DE 18 1.8 37 2.6 1.3
PG 724 | 724 700 653 694
DE 3.4 3.4 6.4 3.8 49

A = Seleccion aleatoria sin reemplazo

B = Bagging
C = Boosting
D = Arc-x4
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Apéndice IV

Anexo 22

Votacion ponderada estatica con método leave-one-out
(SMC de 3 clasificadores)

CE 3 Clasificadores
original A B C D

Cancer | [IX€ 956 | 969 664 721 942
DE 2.5 2.0 60 12.6 1.0
Il PG 582 | 652 504 452 59.6
DE 6.2 42 5.3 3.8 4.2
PG 652 | 638 571 501 620
DE 4.8 3.7 3.9 3.3 5.5
PG 659| 689 594 600 70.1
DE 5.2 3.3 1.9 3.6 6.2
PG 820| 790 620 498 751
DE 9.4 7.0 8.7 5.1 9.4
PG 700| 685 560 605 63.0
DE 5.3 73 103 74 104
PG 96.0| 960 953 933 96.0
DE 15 15 1.8 3.3 2.8
Vehicle | g€ 642 | 637 629 598 610
DE 1.8 34 3.0 1.8 2.6
Wine | i€ 724 682 706 647 629
DE 3.4 5.7 75 7.8 45

A = Seleccion aleatoria sin reemplazo (mayoritaria)
B = Bagging

C = Boosting

D = Arc-x4
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Fusion de clasificadores

Anexo 23

Patrones por clase

CE original 3 Clasif. 5 Clasif.
Cancer 355, 191 119, 63 71, 38
Heart 120, 96 40, 32 24,19
Liver 116, 160 38, 53 23, 32
Pima 400, 215 133,71 80, 43
Sonar 89, 78 29, 26 17,15
Glass 56, 61, 14, 11, 8, 24 18,20,4,3,2,8 11,12,2,2,1,4
Iris 40, 40, 40 13, 13,13 8,8,8
Vehicle 175, 170, 174, 159 58, 56, 58, 53 35, 34, 34, 31
Wine 48, 57, 39 16, 19, 13 9,11,7
German 560, 240 187, 80 112, 48
RELHU RIS 1226, 562, 1086, 501, 409, 187, 362, 167, 245,112, 217, 100, 113,
566, 1206 189, 402 241
Phoneme 1268, 3054 423, 1018 254, 611
Waveform 1326, 1317, 1357 442, 439, 452 205, 263, 271
Segment 264 clu 88 clu 53 clu
7 Clasif. 9 Clasif. 15 Clasif. 25 Clasif.
Cancer 51, 27 39,21 23,12 14, 8
Heart 17,14 13,10 8,6 54
Liver 17,23 12,17 7,10 5,6
Pima 57,31 44,23 26, 14 16,9
Sonar 13,11 9,8 55 4,3
Glass 8,9,221,3 6,7,2,1,1,3 4,41,1,1,2 2,2,1,1,1,1
Iris 6,6,6 4,4, 4 3,3,3 2,2,2
Vehicle 25, 24, 25, 23 19, 18,19, 17 11,11,11, 10 7,7,7,6
Wine 7,8,6 5,6,4 3,4,3 2,2,2
German 80, 34 62, 27 37,16 22,10
Satimage 175, 80, 155, 72, 136, 63, 121,56, | 82,37,72, 33,38, | 49, 22, 43, 20, 23,
81,172 63, 134 80 48
Phoneme 181, 436 141, 339 85, 204 51, 122
Waveform 198, 188, 194 147, 146, 151 88, 88, 90 53, 53,54
Segment 38 clu 29 clu 18 clu 11clu

Nota: la cantidad de patrones por cada una de las clases esta separada por coma. Por
ejemplo, la base de datos Cancer original tiene dos clases, la primera de ellas consta
de 355 patrones y la segunda de 191.
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GLOSARIO DE
TERMINOS






Glosario de términos

Algoritmo de aprendizaje. Mecanismo definido de reglas para la solucion de un
problema de aprendizaje.

Algoritmo de edicion. Método utilizado para “limpiar” el conjunto de
entrenamiento. En su funcionamiento, estos algoritmos eliminan los patrones
atipicos que afectan los indices de precision obtenido por el clasificador.

Algoritmo de reduccion. Algoritmos mediante los cuales se busca obtener un
subconjunto representativo en el que se descartan Unicamente aquellos patrones que
no afectan (o afecten poco) los resultados de clasificacion.

Aprendizaje. Proceso de adaptacion a un entorno mediante el cual se proporciona
a la regla de decisién elementos (conocimiento) para realizar un adecuado
reconocimiento de patrones.

Aprendizaje estocastico. Este tipo de aprendizaje consiste basicamente en realizar
cambios aleatorios en los valores de los pesos del sistema y evaluar su efecto a
partir del objetivo deseado y de distribuciones de probabilidad. De tal manera que,
posterior a cada ajuste de pesos se evalua el desempefio del sistema, si aumenta se
establece el cambio, de lo contrario, se acude a distribuciones de probabilidad
preestablecidas y en funcion de éstas, se acepta o se rechazan los cambios.

Aprendizaje no supervisado. Estos métodos, no requieren de influencia externa
para aprender. Es decir, no reciben ninguna informacion por parte del entorno
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(como el conjunto de categorias en las que se dividen los casos conocidos) que le
indique al sistema si la salida generada en respuesta a una determinada entrada es o
no es correcta. Dentro de este grupo destacan los algoritmos de clustering.

Aprendizaje parcialmente supervisado. Estos algoritmos, en su etapa inicial
disponen de un grupo de patrones etiquetados y un segundo grupo de patrones sin
etiquetar. De tal forma que, para su tratamiento, requieren combinar tanto metodos
de aprendizaje supervisado, como métodos de aprendizaje no supervisado.

Aprendizaje por correccion de error. Proceso iterativo en el cual, se presentan al
sistema de clasificacion un conjunto de pares de datos que representan la entrada y
la salida deseada para tal entrada. Durante el aprendizaje, se realizan ajustes en
funcién del error observado en iteraciones previas.

Aprendizaje por refuerzo. A diferencia del aprendizaje por correccion de error,
este tipo de aprendizaje no dispone de la salida deseada para cada entrada,
unicamente se conoce el comportamiento general que el sistema deberia tener ante
diferentes entradas. Durante el entrenamiento se dispone de una sefial de refuerzo
que mide el funcionamiento del sistema e indica la accion a seguir: refuerzo en
caso de acierto o disminucion en caso de error.

Aprendizaje supervisado. Estos un algoritmos son capaces de discriminar datos
entre un conjunto de posibles categorias (datos previamente etiquetados). De tal
forma que al entrena y probar el clasificador con un nimero suficiente de casos
conocidos, se convierte en un generalizador y es capaz de clasificar correctamente
datos provenientes de casos desconocidos. En este grupo se encuentran los
algoritmos de aprendizaje por correccion de error, por refuerzo y estocastico.

Arcing. (Adaptively Resample and Combine) Métodos de submuestreo que
construyen subconjuntos de forma secuencial teniendo en consideracion el error
observado por cada una de ellas. Algunos métodos que utilizan este principio son
Boosting y sus variantes, y Arc-x4, entre otros.

Atributo o caracteristica. Se denomina de esta forma a las propiedades
descriptivas de un patrdn. Estas pueden ser numéricas (discretos o continuos) o no
numéricas, y representan cada una de las caracteristicas del patrén, por ejemplo
estatura, edad, color de piel, color de ojos, medidas, etc.

Clase o categoria. Grupos de patrones que guardan un alto grado de similitud entre
si y un alto grado de disimilitud entre los patrones de otros grupos. Generalmente
las clases representan la (s) solucion (es) en que se divide el problema.

Clasificacion. Proceso que consiste en proporcionar nuevos patrones al sistema de
reconocimiento, independientes a los utilizados en el aprendizaje, para que este los
etiquete utilizando el conjunto de clases o grupos de patrones disponibles.
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Glosario de términos

Conjunto de entrenamiento. Conjunto de objetos previamente etiquetados y
separados en clases utilizados durante el proceso de aprendizaje supervisado.

Conjunto de test. Se llama de esta forma al conjunto de patrones utilizados para
evaluar la eficiencia del clasificador posterior a la etapa de aprendizaje
supervisado.

Clustering. Métodos tambien conocidos como clasificacion no supervisada de
patrones. El sistema automaticamente extrae las caracteristicas diferenciadoras
entre clases y establece las fronteras entre grupos de puntos.

Desbalance. Término utilizado para definir un problema presente en el conjunto de
datos, en el cual, una o varias de las clases (llamada minoritaria) estd menos
representada con respecto al nimero de patrones pertenecientes a otras clases
(Ilamadas mayoritarias). Generalmente, en estas bases de datos la clase minoritaria
es la de mayor interés.

Desviacion estandar. Técnica estadistica que permite analizar la dispersién
existente en los datos, con objeto de tener una vision mas acorde a la realidad al
momento de describirlos e interpretarlos para la toma de decisiones.

Dimensionalidad. Longitud del vector que alberga un patron. Esta longitud esta
dada por la cantidad de caracteristicas utilizadas para describir dicho patron.

Escalabilidad de algoritmos. Se denomina de esta forma a las técnicas y métodos
desarrollados para hacer posible el procesamiento eficiente de grandes volumenes
de datos.

Espacio de representacion. Espacio de dimensionalidad determinada por el
numero de atributos o caracteristicas consideradas para describir un patrén, en el
cual pueden representarse todos y cada uno de los patrones del conjunto de datos.

Estimacion de error. Métodos utilizados para calcular la proporcién de patrones
clasificados de forma incorrecta por un clasificador.

Inteligencia artificial. Bajo este concepto se agrupan todas las tecnologias que
estudian y desarrollan sistemas que simulan procesos de la inteligencia humana.
Estos procesos incluyen el aprendizaje (la adquisicién de informacion y reglas para
usarla), el razonamiento (uso de las reglas para llegar a conclusiones definitivas o
aproximadas) y autocorreccion.

Media geométrica. Medida de tendencia central, ampliamente utilizada para
analisis de datos en busca de incrementos o decrementos en una serie de resultados.

Métrica. Regla definida para calcular la distancia entre dos puntos en el espacio.
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Neurona artificial. Unidad de procesamiento de informacion fundamental para la
operacion de una RNA.

Normalizacion. Proceso de estandarizacion, mediante el cual los valores de los
atributos de un patrdén son ajustados dentro de un mismo rango de valores.

Patron atipico. Se llama de esta forma a aquellos patrones que generalmente se
encuentran ubicados cerca de las fronteras de decision y que tienen diferencias
significativas con el resto de patrones de su misma clase debido a su etiquetado
incorrecto al momento de formar el conjunto de entrenamiento.

Patrén de entrenamiento. Representacion de objetos de la vida real, cominmente
realizado mediante un vector con dimension limitada a la cantidad de atributos que
describen al objeto.

Patron ruidoso. Es aquel patréon que puede confundir al clasificador debido a que
guarda cierto parecido con objetos de otras clases.

Peso sinaptico. En RNA se llama peso sinaptico al valor ponderado de la sinapsis
existente entre dos neuronas artificiales.

Ponderacion. Proceso mediante el cual se establece el grado de influencia que un
elemento tendra en la solucion de un problema.

Potencial de activacion: Valor de entrada aplicado a una neurona artificial, dado
por la suma de las sefiales de entrada que parten de las neuronas conectadas a ella
(salidas de estas), ponderada por las sinapsis de la neurona.

Preprocesado. Tratamiento realizado al conjunto de entrenamiento, previo a la
etapa de clasificacion. Mediante este tratamiento se busca mejorar la calidad del
conjunto de datos, o eliminar algun problema relacionado con los datos. Entre los
algoritmos mas utilizados para este fin se encuentran, los que realizan limpieza,
aumento o decremento de tamafio de los conjuntos de entrenamiento.

Reconocimiento de patrones. Rama de la inteligencia artificial que estudia la
operacion y el disefio de sistemas que permitan extraer similaridades y
coincidencias de un conjunto de objetos y ayude a establecer propiedades de o
entre los datos.

Red neuronal artificial (RNA). Son programas de Inteligencia Artificial capaz de
simular algunas de las funciones de aprendizaje del ser humano. Sin reglas
convencionales, una red neuronal obtiene experiencia analizando automatica y
sisteméaticamente una cantidad de datos, para determinar reglas de comportamiento.
En base a estas reglas, puede realizar predicciones sobre nuevos casos.
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Glosario de términos

Redundancia. Situacién existente en algunos conjuntos de entrenamiento, en los
cuales un mismo patron aparece varias ocasiones en una o varias de las clases
existentes.

Solapamiento. Problema del conjunto de datos en el cual las fronteras de dos o
mas clases estan intersectadas.

Submuestreo. (En esta Tesis) Métodos utilizados para lograr diversidad en un
sistema multiple, el cual consiste en la extraccidn de subconjuntos de datos, a partir
de una base de datos.

Teorema de Bayes. En la teoria de la probabilidad, el teorema de Bayes, es el
resultado que da la distribucion de probabilidad condicional de una variable
aleatoria A dada B en términos de la distribucion de probabilidad condicional de la
variable B dada A y la distribucion de probabilidad marginal de sélo A.
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