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El modelado a través de MLG está disponible en muchos de los paquetes
estadísticos más conocidos, como Stata, SAS, Limdep, S o R. De estos paquetes
quizás sea Limdep (versión 7.0) uno de los más exhaustivos en cuanto a la
incorporación de procedimientos de análisis de datos para variables de recuento.
Sin embargo, Limdep no presenta la flexibilidad ni la extensibilidad de un
entorno para el modelado como R o S. En cuanto a las diferencias entre S y R,
este último es «freeware», consume menos recursos del sistema, presenta una
mayor modularidad que, junto con los continuos desarrollos y aportaciones
desinteresadas por parte de especialistas en cada uno de los ámbitos de la
estadística, lo hacen más extensible y de una forma más inmediata. Estos han
sido algunos de los motivos por los que se ha seleccionado el entorno R para
llevar a cabo los estudios que se presentan a continuación.

5.1 Estudio de la tasa nominal de error de los
tests diagnósticos de sobredispersión

El objetivo de este experimento de simulación es comparar la tasa nominal de
error de los siguientes tests estadísticos utilizados habitualmente en la literatura
para valorar la presencia de sobredispersión en los datos de recuento:

• Razón de verosimilitud: LR ∼ χ2
1,

 
2α

• Test de Wald: W ∼ χ21, 2α

• Multiplicador de Lagrange basado en regresión (Negbin I): LMR I  ∼ t n−1, α

• Multiplicador de Lagrange basado en regresión (Negbin II): LMR II  ∼ tn−1 , α

• χ2 dividido por grados de libertad: χ2 ∼ χ2
n−p , α

• Discrepancia dividido por grados de libertad: D  ∼ χ2
n−p, α

Es importante tener en cuenta que, tal como indican diversos autores (Cameron y
Trivedi, 1998; Long, 1997), las pruebas LR y W, se implementan como pruebas
unilaterales debido a la restricción que α no puede ser negativa. De esta forma
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los valores críticos de significación quedan establecidos a partir del criterio 2α en
lugar de α.

Puesto que el objetivo es estudiar el error de primera especie de estas pruebas, se
ha procedido a la extracción aleatoria de 5,000 muestras de tamaños:

n = 500,  n = 100,  n = 50  y  n = 20

a partir de distribuciones de Poisson con parámetros λ:

λ = 0.3,  λ = 1,  λ = 5  y  λ = 10

De este modo se genera la distribución muestral de estas pruebas bajo la hipótesis
de equidispersión (ausencia de sobredispersión) y, por consiguiente, la
proporción de decisiones de significación estadística basadas en estas pruebas (en
este caso con un nivel α=0.05) es la estimación empírica de la tasa nominal de
error de las mismas. Las siguientes figuras muestran las distribuciones muestrales
empíricas obtenidas para las pruebas LR y W.
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Ilustración 1. Distribuciones muestrales Monte Carlo
de la prueba LR para el diagnóstico de la sobredispersión:

5,000 muestras Poisson(λ) de tamaño n = 500
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Ilustración 2. Distribuciones muestrales Monte Carlo
de la prueba de Wald para el diagnóstico de la sobredispersión:

5,000 muestras Poisson(λ) de tamaño n = 500

La Tabla 5 muestra los resultados de este primer experimento de simulación
Monte Carlo.

En primer lugar, se observa que, en general, la tasa nominal de error es
independiente de λ. Sin embargo, sí es importante el efecto de los tamaños
muestrales:

• Para tamaños muestrales elevados, la tasa nominal de error se ajusta al
criterio de significación establecido, mientras que ocurre lo contrario en los
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tamaños muestrales más bajos, especialmente n = 20, mostrando, por tanto, el
fuerte carácter asintótico de la validez de estas pruebas.

Tabla 5. Muestras Poisson:
tasa nominal de error de los tests de sobredispersión.

LR Wald LMR Negbin I
n

LR P2.5 P97.5 W P2.5 P97.5 LMR I P2.5 P97.5

20 0.3 0.012 –0.097 1.991 0.000 0.424 0.887 0.006 –1.263 1.295

20 1 0.019 –0.113 2.260 0.000 0.490 1.018 0.093 –1.368 1.370

20 5 0.023 –0.115 2.580 0.000 0.509 1.159 0.166 –1.526 1.370

20 10 0.021 –0.115 2.474 0.000 0.507 1.156 0.171 –1.569 1.339

50 0.3 0.023 –0.187 2.622 0.000 0.593 1.106 0.080 –1.381 1.379

50 1 0.031 –0.221 3.001 0.000 0.683 1.291 0.090 –1.151 1.519

50 5 0.027 –0.232 2.810 0.000 0.707 1.341 0.100 –1.095 1.443

50 10 0.025 –0.235 2.699 0.000 0.717 1.328 0.105 –1.124 1.471

100 0.3 0.031 –0.300 3.017 0.000 0.764 1.303 0.091 –1.168 1.463

100 1 0.035 –0.357 3.265 0.000 0.893 1.457 0.078 –0.976 1.555

100 5 0.030 –0.383 2.974 0.000 0.951 1.465 0.081 –0.964 1.509

100 10 0.036 –0.388 3.213 0.000 0.959 1.511 0.084 –0.963 1.608

500 0.3 0.041 –0.920 3.530 0.000 1.589 2.297 0.066 –0.886 1.625

500 1 0.040 –1.157 3.376 0.012 1.939 2.643 0.053 –0.803 1.718

500 5 0.044 –1.238 3.608 0.045 2.065 2.764 0.055 –0.785 1.740

500 10 0.040 –1.250 3.421 0.046 2.076 2.758 0.051 –0.790 1.728

LMR Negbin II Discrepancia 2

n
LMR   I I P2.5 P97.5 D P2.5 P97.5 2 P2.5 P97.5

20 0.3 0.025 –1.353 1.399 0.001 12.673 22.696 0.040 14.344 31.058

20 1 0.092 –1.374 1.373 0.065 17.503 31.629 0.043 14.034 31.285

20 5 0.166 –1.518 1.360 0.078 14.376 34.052 0.049 13.849 31.885

20 10 0.172 –1.569 1.345 0.059 13.946 32.324 0.049 13.735 31.220

50 0.3 0.093 –1.347 1.425 0.000 36.072 52.027 0.048 41.301 69.857

50 1 0.092 –1.154 1.519 0.116 49.881 72.550 0.050 41.405 69.638

50 5 0.010 –1.093 1.445 0.080 43.148 72.533 0.050 41.360 69.091

50 10 0.104 –1.117 1.468 0.063 41.837 69.943 0.049 41.094 68.360

100 0.3 0.089 –1.175 1.473 0.000 76.180 98.926 0.054 88.163 128.536

100 1 0.078 –0.977 1.575 0.206 105.116 136.660 0.053 88.806 128.112

100 5 0.082 –0.961 1.501 0.094 92.229 132.275 0.043 88.402 126.833

100 10 0.083 –0.959 1.600 0.067 89.792 129.943 0.053 88.252 128.041

500 0.3 0.069 –0.891 1.649 0.000 405.71 454.96 0.055 476.23 564.829

500 1 0.051 –0.799 1.718 0.780 553.430 623.203 0.050 476.56 561.187

500 5 0.055 –0.788 1.750 0.195 498.947 589.824 0.051 476.528 562.633

500 10 0.051 –0.792 1.725 0.091 485.424 572.691 0.049 476.410 561.190
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• Mientras que la prueba LR se muestra como la más eficiente, puesto que la
convergencia de las proporciones de significación al criterio establecido es
progresiva y constante, en la prueba de Wald ocurre lo contrario: infraestima
sistemáticamente la sobredispersión para todos los tamaños muestrales
excepto para n = 500, donde se acerca a la proporción 0.05. Por su parte, las
pruebas LMR Negbin I, LMR Negbin II y Discrepancia se muestran algo
más erráticas.

En general, la prueba que muestra más estabilidad bajo las diferentes condiciones
experimentales (tamaño muestral y parámetro de localización λ de la distribución
de Poisson) es la basada en el valor χ2/gl.

5.2 Estudio de diferentes aspectos
relacionados con el diagnóstico de la
sobredispersión y su modelado

En este segundo grupo de experimentos de simulación el objetivo es estudiar los
siguientes aspectos relacionados con la presencia de sobredispersión en el
modelado de respuestas de recuento:

• Estimación empírica de la potencia estadística de los tests para el diagnóstico
de la sobredispersión presentados en el apartado anterior, definida dicha
potencia como la proporción de diagnósticos estadísticamente significativos
siendo cierta la presencia de sobredispersión (se utilizará el criterio de
significación α=0.05).

• Evaluación de la consistencia y de la eficiencia de las dos estimaciones del
parámetro de dispersión más habituales en la práctica, a saber:

§ La estimación del parámetro de dispersión α en la distribución Negbin II.

§ La estimación del parámetro de escala φ mediante quasi-Poisson.

• Evaluación de la consistencia y eficiencia de los coeficientes de regresión
estimados mediante MRP, MR Negbin II y MRQP (quasi-Poisson).

• Evaluación de la precisión de las estimaciones de los errores estándar de los
coeficientes de los modelos de regresión ajustados.

En estos experimentos, el aspecto clave es la definición de mecanismos
estocásticos que generen muestras de datos con diferentes grados (conocidos) de
sobredispersión. Concretamente, se han escogido los tres mecanismos siguientes
por aparecer como los más habituales en la práctica (Cameron y Trivedi, 1998;
Winkelmann, 2000):
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• Distribución binomial negativa.

• Mezcla de dos distribuciones de Poisson con diferente parámetro de
localización λ.

• Exceso de ceros, mediante la mezcla de dos mecanismo generadores: un
modelo logit de decisión (Y = 0 / Y  ~ Poisson (λ)), y un modelo de Poisson
para el segundo caso.

Para las diferentes muestras generadas bajo cada uno de los mecanismos
estocásticos indicados y, como en el experimento anterior, para los tamaños
muestrales:

n = 500,  n = 100,  n = 50  y  n = 20

se calculan las mismas pruebas diagnósticas para la sobredispersión estudiadas en
el primer experimento de simulación (LR ∼ χ2

1,
 

2α , W ∼ χ21, 2 α , LMR I  ∼ t n−1, α ,
LMR II  ∼ t n−1 , α , χ2 ∼ χ2

n−p , α y D  ∼ χ2
n−p, α), y se ajustan los modelos de regresión

simple MRP, MR Negbin II y MRQP. Para cada muestra, la variable de respuesta
Y será una variable de recuento distribuida según la ley o mecanismo de
probabilidad correspondiente, y la única variable explicativa X no guardará
ninguna relación con Y, de modo que es fácil conocer a priori los valores que
deberán tomar los dos coeficientes b0 y b1 estimados mediante los diferentes
modelos de regresión:

b0 = log( λ )     à    exp( b0 ) = λ

b1 = 0     à    exp( b1 ) = 1

5.2.1 Presencia de sobredispersión simulada mediante
un modelo Negbin II

Se ha procedido a la extracción aleatoria de 5,000 muestras de tamaños:

n = 500,  n = 100,  n = 50  y  n = 20

a partir de distribuciones de Poisson con parámetros λ:

λ = 0.3,  λ = 1 y  λ = 5

Para la simulación de sobredispersión a través de la distribución binomial
negativa, concretamente con la función variancia correspondiente a Negbin II,
con las siguientes configuraciones de los parámetros (se indica la relación entre
el valor de los parámetros y los valores esperados para el coeficiente b0 en los
modelos de regresión que se ajustarán en cada muestra, así como el valor
esperado del parámetro de escala φ que se estimará mediante quasi-Poisson):
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Var  =  + 2 / 
Valor esperado del

parámetro de escala 

1.2 0.3 + 0.32 / 1.2 = 0.375 0.375 / 0.3 = 1.25

0.3 0.3 + 0.32 / 0.3 = 0.6 0.6 / 0.3 = 20.3

0.15 0.3 + 0.32 / 0.15 = 0.9 0.9 / 0.3 = 3

4 1 + 12 / 4 = 1.25 1.25 / 1 = 1.25

1 1 + 12 /1 = 2 2 / 1 = 21

0.5 1 + 12 / 0.5 = 3 3 / 1 = 3

20 5 + 52 / 20 = 6.25 6.25 / 5 = 1.25

5 5 + 52 / 5 = 10 10 / 5 = 25

2.5 5 + 52 / 2.5 = 15 15 / 5 = 3

1. Potencia estadística de las pruebas diagnósticas de sobredispersión: se
observa que, en general, todas las pruebas funcionan razonablemente bien
para los diferentes niveles de sobredispersión simulados. Se observa que, en
general, la potencia mejora a medida que aumenta la sobredispersión y el
tamaño muestral (ver Tabla 6 y Tabla 7).

2. Estimaciones de los parámetros de dispersión: Con tamaño muestral n = 500
las estimaciones de los parámetros de dispersión son casi idénticas a las
esperadas, tanto α de Negbin II como φ mediante quasi-Poisson (ver Tabla
8). Para el resto de tamaños muestrales ni  α ni φ se aproximan, en general, al
valor esperado.

3. Estabilidad de las estimaciones de β0 y β1 a lo largo de los diferentes
modelos de regresión ajustados: Tal como indican entre otros Gourieroux,
Monfort y Trognon (1984a) las estimaciones del MRP de los coeficientes de
regresión resultan generalmente insesgadas aún en presencia de
sobredispersión. En efecto, tal como se muestra en la  Tabla 9 y la Tabla 10,
los valores de b0 y b1 obtenidos mediante MRP, MRQP y MR Negbin II son
muy parecidos. La convergencia mutua de los valores de los parámetros se
hace más evidente a medida que la muestra aumenta, hasta llegar a n = 500
en que dichos valores son casi idénticos.

4. Estimaciones de los errores estándar de los coeficientes de regresión: En la
Tabla 11 y la Tabla 12 se presentan las estimaciones de los errores estándar
de los coeficientes de regresión, y en la Tabla 13 las estimaciones Monte
Carlo de los verdaderos errores estándar que sirven de referencia para valorar
las estimaciones realizadas por los diferentes modelos. Se puede observar, en
la línea de lo que señala Krzanowski (1998), una infraestimación general de
los errores estándar por parte del MRP. Por otro lado, las estimaciones con
MR Negbin II funcionan correctamente para muestras moderadamente
grandes (n = 100 y n = 500) mientras que con MRQP las estimaciones son
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correctas para n = 500 mientras que con n = 100 pueden considerarse
aceptables. En cualquier caso, las estimaciones procedentes de MRPQ
producen errores estándar superiores al MRP, de forma que se muestra
menos tendente a la infraestimación.
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Ilustración 3. Distribuciones muestrales Monte Carlo
de la prueba LR para el diagnóstico de la sobredispersión:

5,000 muestras Negbin( λ=0.3 ) de tamaño n = 500
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Negbin II( λ = 5, τ = 20)
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Ilustración 4. Distribuciones muestrales Monte Carlo
de la prueba LR para el diagnóstico de la sobredispersión:

5,000 muestras Negbin( λ=5 ) de tamaño n = 500
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Ilustración 5. Distribuciones muestrales Monte Carlo
de la prueba de Wald para el diagnóstico de la sobredispersión:

5,000 muestras Negbin( λ=0.3 ) de tamaño n = 500
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Ilustración 6. Distribuciones muestrales Monte Carlo
de la prueba de Wald para el diagnóstico de la sobredispersión:

5,000 muestras Negbin( λ=5 ) de tamaño n = 500
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Ilustración 7. Distribuciones muestrales Monte Carlo
del coeficiente de regresión MRP b0:

5,000 muestras Negbin( λ=0.3 y λ=5 ) de tamaño n = 500
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Ilustración 8. Histogramas de sendas muestras de tamaño n = 500
generadas bajo cuatro modelos Negbin II

con las distribuciones teóricas Negbin y Poisson solapadas.
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Tabla 6. Muestras Negbin II:
potencia estadística de los tests diagnósticos de sobredispersión.

LR Wald LMR Negbin I
N

Pot. P2.5 P97.5 Pot. P2.5 P97.5 Pot. P2.5 P97.5

20 0.3 0.15 0.410 –0.01 25.29 0.000 0.44 1.47 0.033 –0.19 2.19

20 0.3 0.3 0.273 –0.02 15.83 0.000 0.42 1.37 0.025 –0.50 2.10

20 0.3 1.2 0.078 –0.08 5.17 0.000 0.42 1.07 0.010 –0.99 1.71

20 1 0.5 0.742 2.54 34.94 0.000 1.02 1.92 0.157 1.13 2.83

20 1 1 0.453 0.35 17.61 0.000 0.60 1.75 0.083 0.59 2.49

20 1 4 0.098 –0.09 5.76 0.000 0.47 1.36 0.047 –0.72 1.84

20 5 2.5 0.864 5.25 42.82 0.001 1.46 2.46 0.380 1.45 3.29

20 5 5 0.567 0.95 20.63 0.000 0.79 2.15 0.148 0.86 2.75

20 5 20 0.110 –0.08 5.90 0.000 0.50 1.54 0.070 –0.55 1.88

50 0.3 0.15 0.839 5.02 56.92 0.000 1.14 2.11 0.109 1.14 2.44

50 0.3 0.3 0.668 1.68 30.80 0.000 0.88 1.98 0.099 0.98 2.40

50 0.3 1.2 0.189 –0.08 8.65 0.000 0.57 1.53 0.030 –0.21 1.90

50 1 0.5 0.980 14.91 70.55 0.133 2.06 2.93 0.527 1.69 3.44

50 1 1 0.850 4.46 34.37 0.012 1.48 2.62 0.383 1.43 3.07

50 1 4 0.214 –0.05 9.77 0.000 0.68 1.90 0.058 –0.00 2.21

50 5 2.5 0.999 24.44 81.50 0.801 2.79 3.70 0.908 2.42 4.38

50 5 5 0.918 6.28 35.93 0.168 1.82 3.10 0.635 1.80 3.58

50 5 20 0.244 –0.01 8.93 0.000 0.71 2.06 0.076 0.12 2.35

100 0.3 0.15 0.988 33.18 167.76 0.085 1.91 2.89 0.244 1.41 2.60

100 0.3 0.3 0.918 7.16 47.64 0.013 1.58 2.62 0.334 1.44 2.79

100 0.3 1.2 0.346 0.12 13.10 0.000 0.76 1.97 0.076 0.35 2.32

100 1 0.5 1.000 87.26 235.09 0.993 3.46 4.25 0.801 2.07 3.76

100 1 1 0.982 13.51 54.50 0.539 2.40 3.51 0.789 2.06 3.73

100 1 4 0.409 0.31 12.91 0.001 0.92 2.39 0.145 0.56 2.58

100 5 2.5 1.000 157.45 314.64 1.000 5.13 5.79 0.994 3.39 5.82

100 5 5 0.997 18.02 58.89 0.841 2.91 4.18 0.965 2.73 4.52

100 5 20 0.416 0.44 12.17 0.012 0.97 2.55 0.173 0.64 2.69

500 0.3 0.15 1.000 146.24 306.77 1.000 4.833 5.78 0.973 2.810 4.460

500 0.3 0.3 1.000 65.23 154.16 0.999 4.833 5.78 0.973 2.810 4.460

500 0.3 1.2 0.888 5.28 30.65 0.312 4.231 5.33 0.987 2.968 4.567

500 1 0.5 1.000 258.93 427.78 1.000 7.541 8.43 0.999 4.412 6.581

500 1 1 1.000 99.96 188.53 1.000 6.047 7.22 1.000 4.484 6.396

500 1 4 0.943 6.98 30.97 0.559 2.287 4.14 0.847 2.239 4.087

500 5 2.5 1.000 364.08 537.74 1.000 9.794 10.73 1.000 7.304 9.765

500 5 5 1.000 121.09 209.76 1.000 7.185 8.48 1.000 6.324 8.301

500 5 20 0.960 7.83 32.65 0.660 2.495 4.49 0.895 2.464 4.514
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Tabla 7. (continuación...) Muestras Negbin II:
potencia estadística de los tests diagnósticos de sobredispersión.

LMR Negbin II Discrepancia 2

N
Pot. P2.5 P97.5 Pot. P2.5 P97.5 Pot. P2.5 P97.5

20 0.3 0.15 0.152 –0.01 3.34 0.200 11.08 51.79 0.492 17.24 99.67

20 0.3 0.3 0.097 –0.45 2.98 0.121 11.94 40.89 0.353 17.19 71.07

20 0.3 1.2 0.036 –1.09 1.99 0.015 12.58 27.48 0.125 15.50 39.31

20 1 0.5 0.227 1.13 3.25 0.762 29.35 73.09 0.796 31.13 103.97

20 1 1 0.120 0.61 2.80 0.568 24.80 53.68 0.548 23.27 67.36

20 1 4 0.050 –0.70 1.92 0.205 19.78 37.81 0.165 16.76 40.62

20 5 2.5 0.394 1.45 3.40 0.932 39.71 94.48 0.908 37.47 100.74

20 5 5 0.161 0.85 2.82 0.728 28.20 64.22 0.674 26.65 66.97

20 5 20 0.071 –0.54 1.91 0.239 18.13 40.87 0.195 17.27 40.39

50 0.3 0.15 0.210 1.18 2.98 0.336 41.93 109.74 0.862 77.58 270.35

50 0.3 0.3 0.161 1.01 2.83 0.177 40.00 86.43 0.713 63.03 166.55

50 0.3 1.2 0.050 –0.23 2.07 0.014 37.96 62.12 0.268 48.22 93.68

50 1 0.5 0.555 1.72 3.54 0.978 89.15 160.45 0.985 102.24 245.48

50 1 1 0.404 1.44 3.20 0.913 74.06 120.75 0.884 74.29 157.99

50 1 4 0.063 0.00 2.23 0.434 57.22 86.09 0.296 49.97 91.23

50 5 2.5 0.908 2.44 4.41 1.000 120.74 200.93 0.999 117.33 222.84

50 5 5 0.638 1.79 3.63 0.965 82.96 139.09 0.942 79.15 141.24

50 5 20 0.078 0.12 2.35 0.398 53.47 89.32 0.317 51.08 86.87

100 0.3 0.15 0.300 1.44 2.89 0.599 103.15 266.47 0.991 260.75 952.73

100 0.3 0.3 0.371 1.46 2.95 0.227 90.44 152.91 0.933 147.28 312.84

100 0.3 1.2 0.086 0.37 2.39 0.010 81.16 115.22 0.411 104.40 176.10

100 1 0.5 0.811 2.10 3.82 1.000 241.04 414.29 1.000 353.65 812.98

100 1 1 0.795 2.07 3.75 0.992 158.65 223.46 0.985 164.57 277.80

100 1 4 0.149 0.56 2.59 0.723 120.98 160.47 0.473 108.15 166.08

100 5 2.5 0.994 3.40 5.84 1.000 399.96 589.09 1.000 415.07 708.38

100 5 5 0.967 2.72 4.55 0.100 178.35 257.47 0.998 173.22 262.32

100 5 20 0.176 0.64 2.71 0.598 114.89 164.33 0.484 109.80 158.99

500 0.3 0.15 0.974 2.834 4.51 0.846 576.6 794.0 1.000 1253.7 2068.0

500 0.3 0.3 0.974 2.834 4.51 0.846 576.6 794.0 1.000 1253.7 2068.0

500 0.3 1.2 0.989 2.987 4.59 0.459 513.6 657.6 1.000 888.5 1322.1

500 1 0.5 0.999 4.434 6.60 1.000 1061.1 1285.5 1.000 1350.2 1866.5

500 1 1 1.000 4.489 6.40 1.000 854.5 1000.7 1.000 929.4 1204.9

500 1 4 0.850 2.232 4.07 1.000 641.4 727.6 0.953 590.2 712.8

500 5 2.5 1.000 7.308 9.78 1.000 1400.7 1649.8 1.000 1410.2 1737.0

500 5 5 1.000 6.329 8.31 1.000 964.5 1136.4 1.000 944.3 1137.3

500 5 20 0.894 2.466 4.49 0.994 618.9 731.3 0.967 593.9 708.2
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Tabla 8. Muestras Negbin II:
estimaciones del parámetro de dispersión.

Negbin II Quasi–Poisson
N

P2.5 P97.5 P2.5 P97.5

20 0.3 0.15 41.82 0.2005 67.9925 1.863 0.9547 5.534

20 0.3 0.3 37.94 0.3306 44.8765 1.529 0.9532 3.831

20 0.3 1.2 8.755 1.1281 29.9268 1.135 0.8568 2.177

20 1 0.5 2.170 0.4340 17.6636 2.580 1.7283 5.755

20 1 1 6.387 0.8545 44.3369 1.825 1.2891 3.740

20 1 4 21.81 2.9333 78.4171 1.219 0.9269 2.254

20 5 2.5 6.436 2.2126 31.9874 2.880 2.0811 5.578

20 5 5 22.61 4.2096 184.0520 1.985 1.4807 3.718

20 5 20 103.5 13.3711 383.3493 1.262 0.9578 2.243

50 0.3 0.15 0.8883 0.1282 4.4340 2.428 1.6122 5.629

50 0.3 0.3 1.075 0.2490 7.7168 1.777 1.3113 3.455

50 0.3 1.2 4.491 0.8209 16.3733 1.217 1.0043 1.944

50 1 0.5 0.6743 0.4277 1.7679 2.798 2.1288 5.093

50 1 1 1.898 0.8160 11.0765 1.923 1.5416 3.290

50 1 4 12.330 2.7257 46.4719 1.234 1.0369 1.894

50 5 2.5 2.996 2.1831 6.0811 2.960 2.4429 4.627

50 5 5 7.928 4.2920 26.6122 1.970 1.6485 2.941

50 5 20 58.150 13.7551 226.3825 1.252 1.0643 1.809

100 0.3 0.15 1.99e+07 0.0639 0.2745 4.081 2.6405 9.663

100 0.3 0.3 0.5004 0.2496 1.9420 1.882 1.5003 3.169

100 0.3 1.2 3.158 0.8326 12.7352 1.233 1.0649 1.794

100 1 0.5 0.2763 0.2218 0.4583 4.657 3.6011 8.235

100 1 1 1.265 0.8529 2.9072 1.958 1.6729 2.833

100 1 4 8.696 2.8206 34.1158 1.240 1.0984 1.687

100 5 2.5 1.321 1.1374 1.9447 4.920 4.2231 7.194

100 5 5 5.841 4.3742 11.3591 1.991 1.7674 2.676

100 5 20 39.94 14.9047 153.4430 1.246 1.1204 1.622

500 0.3 0.15 0.1579 0.1353 0.2254 2.879 2.505 4.099

500 0.3 0.3 0.3162 0.2646 0.4891 1.978 1.781 2.640

500 0.3 1.2 1.5540 0.9473 4.4668 1.247 1.166 1.485

500 1 0.5 0.5133 0.4642 0.6625 2.961 2.710 3.743

500 1 1 1.0276 0.9171 1.4042 1.995 1.865 2.419

500 1 4 4.7799 3.3406 11.0337 1.239 1.179 1.421

500 5 2.5 2.5366 2.3591 3.0871 2.998 2.830 3.485

500 5 5 5.1480 4.6398 6.7796 1.996 1.896 2.283

500 5 20 23.1751 16.7340 51.0008 1.250 1.193 1.422
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 Tabla 9. Muestras Negbin II:
estimaciones del coeficiente b0 del modelo de regresión para recuentos.

MR Negbin II MRP MRQP
N

b0 P2.5 P97.5 b0 P2.5 P97.5 b0 P2.5 P97.5

20 0.3 0.15 –4.448 –2.423 –0.333 –2.918 –2.365 –0.316 –2.918 –2.365 –0.316

20 0.3 0.3 –2.831 –2.025 –0.435 –2.122 –1.971 –0.431 –2.122 –1.971 –0.431

20 0.3 1.2 –1.995 –1.755 –0.563 –1.681 –1.757 –0.558 –1.681 –1.757 –0.558

20 1 0.5 –0.167 –0.432 0.570 –0.163 –0.431 0.571 –0.163 –0.431 0.571

20 1 1 –0.108 –0.317 0.489 –0.106 –0.316 0.489 –0.106 –0.316 0.489

20 1 4 –0.065 –0.227 0.399 –0.064 –0.227 0.399 –0.064 –0.227 0.399

20 5 2.5 1.580 1.464 1.904 1.580 1.463 1.903 1.580 1.463 1.903

20 5 5 1.589 1.500 1.847 1.589 1.499 1.847 1.589 1.499 1.847

20 5 20 1.596 1.520 1.8077 1.596 1.519 1.808 1.596 1.519 1.808

50 0.3 0.15 –1.442 –1.739 –0.581 –1.433 –1.730 –0.580 –1.433 –1.730 –0.580

50 0.3 0.3 –1.371 –1.611 –0.654 –1.367 –1.610 –0.654 –1.367 –1.610 –0.654

50 0.3 1.2 –1.297 –1.487 –0.742 –1.296 –1.485 –0.742 –1.296 –1.485 –0.742

50 1 0.5 –0.063 –0.228 0.392 –0.062 –0.228 0.392 –0.062 –0.228 0.392

50 1 1 –0.047 –0.176 0.344 –0.047 –0.176 0.345 –0.047 –0.176 0.345

50 1 4 –0.030 –0.137 0.269 –0.029 –0.137 0.270 –0.029 –0.137 0.270

50 5 2.5 1.598 1.521 1.820 1.598 1.522 1.819 1.598 1.522 1.819

50 5 5 1.599 1.538 1.771 1.599 1.538 1.771 1.599 1.538 1.771

50 5 20 1.605 1.559 1.744 1.605 1.559 1.744 1.605 1.559 1.744

100 0.3 0.15 –1.376 –1.662 –0.602 –1.366 –1.634 –0.602 –1.366 –1.634 –0.602

100 0.3 0.3 –1.276 –1.454 –0.798 –1.275 –1.500 –0.799 –1.275 –1.450 –0.799

100 0.3 1.2 –1.249 –1.385 –0.865 –1.249 –1.385 –0.865 –1.249 –1.385 –0.865

100 1 0.5 –0.045 –0.185 0.363 –0.044 –0.186 0.3647 –0.044 –0.186 0.365

100 1 1 –0.021 –0.120 0.257 –0.021 –0.120 0.257 –0.021 –0.120 0.257

100 1 4 –0.010 –0.082 0.196 –0.010 –0.082 0.196 –0.010 –0.082 0.196

100 5 2.5 1.600 1.532 1.791 1.600 1.532 1.793 1.600 1.532 1.793

100 5 5 1.607 1.565 1.730 1.607 1.565 1.730 1.607 1.565 1.730

100 5 20 1.607 1.573 1.704 1.607 1.573 1.704 1.606 1.573 1.704

500 0.3 0.15 –1.228 –1.321 –0.965 –1.228 –1.321 –0.963 –1.228 –1.321 –0.963

500 0.3 0.3 –1.216 –1.295 –0.989 –1.216 –1.295 –0.989 –1.216 –1.295 –0.989

500 0.3 1.2 –1.212 –1.273 –1.038 –1.213 –1.273 –1.038 –1.213 –1.274 –1.039

500 1 0.5 –0.009 –0.059 0.142 –0.009 –0.059 0.142 –0.008 –0.059 0.142

500 1 1 –0.004 –0.047 0.120 –0.004 –0.048 0.119 –0.004 –0.047 0.119

500 1 4 –0.002 –0.036 0.095 –0.003 –0.036 0.095 –0.003 –0.036 0.095

500 5 2.5 1.609 1.585 1.674 1.609 1.585 1.674 1.609 1.585 1.674

500 5 5 1.608 1.590 1.664 1.608 1.590 1.664 1.608 1.590 1.663

500 5 20 1.609 1.594 1.651 1.609 1.594 1.651 1.609 1.594 1.651
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Tabla 10. Muestras Negbin II:
estimaciones del coeficiente b1 del modelo de regresión para recuentos.

MRNegbin II MRP MRQP
N

b1 P2.5 P97.5 b1 P2.5 P97.5 b1 P2.5 P97.5

20 0.3 0.15 –0.066 –0.297 1.423 –0.024 –0.248 1.281 –0.024 –0.248 1.281

20 0.3 0.3 –0.137 –0.249 1.075 –0.052 –0.225 0.894 –0.052 –0.225 0.894

20 0.3 1.2 –0.028 –0.191 0.728 –0.016 –0.183 0.660 –0.016 –0.183 0.660

20 1 0.5 0.005 –0.153 0.515 0.003 –0.145 0.478 0.003 –0.145 0.478

20 1 1 –0.004 –0.123 0.376 –0.003 –0.120 0.367 –0.003 –0.129 0.367

20 1 4 0.004 –0.094 0.306 0.003 –0.093 0.305 0.003 –0.093 0.305

20 5 2.5 0.002 –0.066 0.192 0.002 –0.065 0.187 0.002 –0.065 0.187

20 5 5 0.000 –0.056 0.160 0.001 –0.055 0.159 0.000 –0.055 0.159

20 5 20 –0.001 –0.043 0.124 –0.001 –0.043 0.123 –0.001 –0.043 0.123

50 0.3 0.15 0.005 –0.186 0.650 0.005 –0.170 0.616 0.005 –0.170 0.616

50 0.3 0.3 0.005 –0.146 0.513 0.006 –0.140 0.493 0.006 –0.140 0.493

50 0.3 1.2 0.000 –0.114 0.371 0.001 –0.113 0.366 0.001 –0.1127 0.366

50 1 0.5 –0.002 –0.096 0.298 –0.002 –0.094 0.289 –0.002 –0.094 0.289

50 1 1 0.001 –0.076 0.240 0.001 –0.075 0.239 0.001 –0.075 0.238

50 1 4 –0.001 –0.065 0.190 –0.001 –0.065 0.185 –0.001 –0.065 0.185

50 5 2.5 0.001 –0.041 0.126 0.001 –0.041 0.125 0.001 –0.041 0.125

50 5 5 –0.001 –0.034 0.100 –0.001 –0.034 0.100 –0.001 –0.034 0.100

50 5 20 –0.001 –0.027 0.078 –0.001 –0.027 0.077 –0.001 –0.027 0.077

100 0.3 0.15 0.019 –0.291 1.059 0.038 –0.235 0.944 0.038 –0.236 0.944

100 0.3 0.3 0.009 –0.171 0.609 0.012 –0.163 0.590 0.012 –0.163 0.590

100 0.3 1.2 0.004 –0.143 0.431 0.005 –0.144 0.427 0.005 –0.144 0.427

100 1 0.5 0.013 –0.150 0.509 0.017 –0.139 0.489 0.017 –0.139 0.489

100 1 1 0.002 –0.099 0.304 0.002 –0.097 0.301 0.002 –0.097 0.301

100 1 4 0.000 –0.076 0.232 0.000 –0.076 0.231 0.000 –0.076 0.231

100 5 2.5 0.002 –0.071 0.220 0.002 –0.071 0.210 0.002 –0.071 0.210

100 5 5 0.002 –0.044 0.133 0.002 –0.044 0.132 0.002 –0.044 0.133

100 5 20 0.001 –0.034 0.105 0.001 –0.035 0.106 0.001 –0.035 0.106

500 0.3 0.15 –0.001 –0.056 0.162 –0.001 –0.056 0.162 –0.001 –0.056 0.162

500 0.3 0.3 0.002 –0.044 0.142 0.002 –0.044 0.138 0.002 –0.044 0.138

500 0.3 1.2 0.000 –0.034 0.104 0.001 –0.034 0.104 0.001 –0.034 0.104

500 1 0.5 –0.000 –0.031 0.088 –0.001 –0.031 0.088 –0.001 –0.031 0.088

500 1 1 0.000 –0.022 0.071 0.001 –0.023 0.070 0.001 –0.023 0.070

500 1 4 0.000 –0.019 0.057 0.000 –0.019 0.057 0.001 –0.019 0.057

500 5 2.5 –0.000 –0.014 0.037 –0.001 –0.014 0.037 –0.001 –0.014 0.037

500 5 5 –0.000 –0.011 0.031 –0.000 –0.011 0.031 –0.000 –0.011 0.031

500 5 20 0.000 –0.008 0.025 0.000 –0.008 0.025 0.000 –0.008 0.025
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Tabla 11. Muestras Negbin II: estimaciones de los errores estándar del
coeficiente b0 del modelo de regresión para recuentos.

MR Negbin II MRP MRQP
n

b0 P2.5 P97.5 b0 P2.5 P97.5 b0 P2.5 P97.5

20 0.3 0.15 193.113 0.585 470.326 4.219 0.405 63.652 0.769 0.546 1.833

20 0.3 0.3 89.040 0.493 6.105 1.972 0.388 6.046 0.666 0.478 1.660

20 0.3 1.2 41.221 0.419 1.688 1.133 0.380 1.603 0.533 0.401 1.123

20 1 0.5 0.392 0.323 0.643 0.260 0.213 0.437 0.395 0.325 0.657

20 1 1 0.317 0.268 0.484 0.246 0.210 0.383 0.321 0.269 0.488

20 1 4 0.261 0.228 0.372 0.237 0.211 0.320 0.257 0.218 0.379

20 5 2.5 0.164 0.143 0.225 0.103 0.096 0.123 0.170 0.148 0.237

20 5 5 0.135 0.118 0.185 0.102 0.097 0.118 0.140 0.123 0.195

20 5 20 0.112 0.102 0.147 0.101 0.097 0.113 0.112 0.098 0.152

50 0.3 0.15 0.479 0.389 0.824 0.319 0.244 0.594 0.464 0.376 0.807

50 0.3 0.3 0.390 0.326 0.657 0.300 0.244 0.522 0.384 0.322 0.633

50 0.3 1.2 0.310 0.269 0.461 0.281 0.244 0.414 0.306 0.263 0.455

50 1 0.5 0.244 0.220 0.326 0.149 0.135 0.196 0.244 0.217 0.334

50 1 1 0.200 0.179 0.262 0.147 0.136 0.186 0.201 0.179 0.268

50 1 4 0.161 0.147 0.201 0.145 0.136 0.174 0.160 0.145 0.203

50 5 2.5 0.107 0.099 0.132 0.064 0.061 0.071 0.109 0.100 0.136

50 5 5 0.087 0.081 0.107 0.064 0.062 0.070 0.089 0.082 0.109

50 5 20 0.070 0.066 0.085 0.064 0.062 0.068 0.071 0.065 0.086

100 0.3 0.15 0.418 0.358 0.615 0.209 0.171 0.340 0.395 0.336 0.601

100 0.3 0.3 0.264 0.237 0.356 0.194 0.173 0.264 0.261 0.233 0.358

100 0.3 1.2 0.211 0.192 0.273 0.190 0.175 0.240 0.210 0.190 0.274

100 1 0.5 0.223 0.206 0.277 0.104 0.095 0.132 0.220 0.198 0.285

100 1 1 0.141 0.132 0.170 0.102 0.096 0.118 0.142 0.131 0.173

100 1 4 0.113 0.106 0.133 0.101 0.097 0.113 0.112 0.104 0.134

100 5 2.5 0.100 0.094 0.115 0.046 0.044 0.050 0.100 0.093 0.119

100 5 5 0.063 0.059 0.072 0.045 0.044 0.047 0.063 0.059 0.073

100 5 20 0.050 0.047 0.057 0.045 0.044 0.047 0.050 0.047 0.057

500 0.3 0.15 0.141 0.134 0.162 0.083 0.078 0.095 0.139 0.131 0.166

500 0.3 0.3 0.115 0.110 0.130 0.082 0.079 0.092 0.115 0.109 0.133

500 0.3 1.2 0.091 0.088 0.102 0.082 0.079 0.090 0.091 0.088 0.103

500 1 0.5 0.077 0.074 0.084 0.045 0.043 0.048 0.077 0.074 0.086

500 1 1 0.063 0.061 0.068 0.044 0.043 0.047 0.063 0.061 0.069

500 1 4 0.049 0.048 0.053 0.044 0.043 0.047 0.049 0.048 0.053

500 5 2.5 0.034 0.033 0.036 0.020 0.019 0.020 0.034 0.033 0.037

500 5 5 0.028 0.027 0.030 0.020 0.019 0.020 0.028 0.027 0.030

500 5 20 0.022 0.021 0.023 0.020 0.019 0.020 0.022 0.021 0.023
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Tabla 12. Muestras Negbin II:
estimaciones de los errores estándar del coeficiente b1

 del modelo de regresión para recuentos.

MR Negbin II MRP MRQP
n

b1 P2.5 P97.5 b1 P2.5 P97.5 b1 P2.5 P97.5

20 0.3 0.15 68.274 0.319 258.288 2.013 0.211 34.955 0.376 0.288 0.735

20 0.3 0.3 31.062 0.269 2.245 0.925 0.207 2.223 0.335 0.256 0.646

20 0.3 1.2 14.388 0.226 0.777 0.545 0.207 0.679 0.275 0.215 0.565

20 1 0.5 0.214 0.176 0.348 0.137 0.114 0.226 0.209 0.174 0.335

20 1 1 0.173 0.145 0.263 0.132 0.114 0.195 0.172 0.146 0.255

20 1 4 0.141 0.124 0.202 0.128 0.114 0.170 0.139 0.119 0.203

20 5 2.5 0.090 0.078 0.123 0.056 0.052 0.067 0.092 0.081 0.130

20 5 5 0.074 0.064 0.101 0.055 0.052 0.064 0.077 0.067 0.106

20 5 20 0.061 0.055 0.080 0.055 0.053 0.061 0.061 0.053 0.083

50 0.3 0.15 0.268 0.219 0.458 0.171 0.135 0.304 0.250 0.207 0.402

50 0.3 0.3 0.218 0.183 0.357 0.164 0.136 0.269 0.210 0.179 0.329

50 0.3 1.2 0.173 0.150 0.253 0.155 0.137 0.222 0.169 0.148 0.246

50 1 0.5 0.138 0.123 0.184 0.083 0.075 0.108 0.136 0.121 0.185

50 1 1 0.112 0.101 0.148 0.082 0.076 0.103 0.112 0.100 0.149

50 1 4 0.090 0.083 0.113 0.081 0.076 0.097 0.089 0.081 0.114

50 5 2.5 0.060 0.056 0.074 0.036 0.034 0.040 0.061 0.056 0.077

50 5 5 0.049 0.045 0.060 0.036 0.034 0.039 0.050 0.046 0.061

50 5 20 0.039 0.037 0.047 0.035 0.035 0.038 0.039 0.036 0.048

100 0.3 0.15 0.436 0.372 0.650 0.203 0.168 0.324 0.385 0.329 0.568

100 0.3 0.3 0.271 0.242 0.368 0.194 0.174 0.263 0.261 0.234 0.355

100 0.3 1.2 0.215 0.195 0.279 0.192 0.176 0.244 0.212 0.192 0.274

100 1 0.5 0.231 0.212 0.286 0.105 0.096 0.135 0.222 0.200 0.291

100 1 1 0.145 0.135 0.175 0.104 0.098 0.121 0.144 0.133 0.176

100 1 4 0.115 0.108 0.137 0.103 0.099 0.116 0.114 0.107 0.137

100 5 2.5 0.102 0.097 0.118 0.046 0.044 0.051 0.102 0.095 0.122

100 5 5 0.064 0.061 0.074 0.046 0.045 0.049 0.065 0.061 0.076

100 5 20 0.051 0.048 0.058 0.046 0.045 0.048 0.051 0.048 0.059

500 0.3 0.15 0.081 0.077 0.093 0.047 0.045 0.054 0.080 0.075 0.095

500 0.3 0.3 0.066 0.063 0.075 0.047 0.045 0.053 0.066 0.063 0.076

500 0.3 1.2 0.052 0.050 0.058 0.047 0.045 0.051 0.052 0.050 0.059

500 1 0.5 0.044 0.043 0.048 0.025 0.025 0.027 0.044 0.042 0.049

500 1 1 0.036 0.035 0.039 0.025 0.025 0.027 0.036 0.035 0.039

500 1 4 0.028 0.027 0.031 0.025 0.025 0.027 0.028 0.027 0.030

500 5 2.5 0.019 0.019 0.021 0.011 0.011 0.011 0.019 0.019 0.021

500 5 5 0.016 0.015 0.017 0.011 0.011 0.011 0.016 0.015 0.017

500 5 20 0.012 0.012 0.013 0.011 0.011 0.011 0.012 0.012 0.013
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Tabla 13. Muestras Negbin II: estimaciones Monte Carlo de los errores estándar
de los coeficientes de regresión.

b0 b1
n

MR Negbin II MRP MRQP MR Negbin II MRP MRQP

20 0.3 0.15 17.476 6.467 6.467 5.924 2.206 2.206

20 0.3 0.3 12.072 4.480 4.480 4.076 1.538 1.538

20 0.3 1.2 8.095 3.002 3.002 2.724 1.030 1.030

20 1 0.5 0.452 0.450 0.450 0.255 0.237 0.237

20 1 1 0.360 0.359 0.359 0.195 0.188 0.188

20 1 4 0.274 0.274 0.274 0.147 0.145 0.145

20 5 2.5 0.179 0.179 0.179 0.098 0.096 0.096

20 5 5 0.143 0.143 0.143 0.079 0.079 0.079

20 5 20 0.113 0.113 0.113 0.063 0.062 0.062

50 0.3 0.15 0.571 0.562 0.562 0.325 0.298 0.298

50 0.3 0.3 0.470 0.464 0.464 0.250 0.237 0.237

50 0.3 1.2 0.333 0.332 0.332 0.182 0.180 0.180

50 1 0.5 0.254 0.255 0.255 0.147 0.142 0.142

50 1 1 0.209 0.209 0.209 0.119 0.117 0.117

50 1 4 0.167 0.167 0.167 0.094 0.093 0.093

50 5 2.5 0.111 0.111 0.111 0.063 0.062 0.062

50 5 5 0.091 0.091 0.091 0.051 0.051 0.051

50 5 20 0.071 0.071 0.071 0.039 0.039 0.039

100 0.3 0.15 0.523 0.450 0.450 0.594 0.410 0.410

100 0.3 0.3 0.280 0.279 0.279 0.287 0.273 0.273

100 0.3 1.2 0.220 0.219 0.219 0.219 0.216 0.216

100 1 0.5 0.230 0.229 0.229 0.247 0.232 0.232

100 1 1 0.147 0.147 0.147 0.150 0.148 0.148

100 1 4 0.111 0.111 0.111 0.116 0.116 0.116

100 5 2.5 0.100 0.100 0.100 0.107 0.105 0.105

100 5 5 0.064 0.064 0.064 0.066 0.065 0.065

100 5 20 0.051 0.051 0.051 0.051 0.051 0.051

500 0.3 0.15 0.142 0.142 0.142 0.083 0.082 0.082

500 0.3 0.3 0.118 0.118 0.118 0.069 0.069 0.069

500 0.3 1.2 0.092 0.092 0.092 0.053 0.053 0.053

500 1 0.5 0.077 0.077 0.077 0.045 0.045 0.045

500 1 1 0.064 0.064 0.064 0.035 0.035 0.035

500 1 4 0.050 0.050 0.050 0.028 0.028 0.028

500 5 2.5 0.034 0.034 0.034 0.019 0.019 0.019

500 5 5 0.027 0.027 0.027 0.016 0.016 0.016

500 5 20 0.022 0.022 0.022 0.012 0.012 0.012
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5.2.2 Heterogeneidad no observada simulada mediante la
mezcla de dos distribuciones de Poisson

Para simular la heterogeneidad se ha recurrido a una mezcla de dos distribuciones
de Poisson con diferente parámetro de localización λ, para reproducir otro de los
mecanismos generadores de heterogeneidad no observada más habituales (nótese
que entre el segundo y el tercer caso existe la misma diferencia entre λ1 y λ2):

1 2

0.2 1

0.2 3

3.2 6

En cada una de las 5,000 muestras generadas, esta combinación de valores λ se
repite para cada uno de los tamaños muestrales utilizados:

n = 500,  n = 100,  n = 50  y  n = 20

1. Potencia estadística de las pruebas diagnósticas de sobredispersión: Se
observa una cierta mejora en la potencia a medida que aumenta la
sobredispersión y el tamaño muestral, sin embargo no es una tendencia
constante sino que se muestra algo errática (ver Tabla 14). La excepción es la
prueba de Wald en la que hay una evidente falta de potencia para cualquier
combinación de n, λ1 y λ2.

2. Estimaciones de los parámetros de dispersión: En todos los tamaños
muestrales las estimaciones de φ mediante quasi-Poisson son muy estables,
mientras que las del parámetro de dispersión α de Negbin II aparecen como
más ineficientes (ver Tabla 15).

3. Estabilidad de las estimaciones de β0 y β1 a lo largo de los diferentes
modelos de regresión ajustados: Las estimaciones de los modelos MRP y
MRQP son idénticas en todos los valores y para ambos parámetros (β0 y β1).
En cuanto a  Negbin II muestra valores iguales a los otro dos modelos
cuando λ1 = 3.2 y λ2 = 6. Esto parece indicar que lo que influye en las
estimaciones no es tanto la diferencia entre valores esperados de ambas
distribuciones, sino los propios valores esperados (véase Tabla 16)

4. Estimaciones de los errores estándar de los coeficientes de regresión: En la
Tabla 17 se presentan las estimaciones de los errores estándar de los
coeficientes de regresión; en la Tabla 18 se presentan las estimaciones Monte
Carlo de los verdaderos errores estándar que sirven de referencia para valorar
las estimaciones realizadas por los diferentes modelos. Se puede observar
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que mientras que no se observa una tendencia clara a la infraestimación por
parte de MRP, tanto MRQP como MR Negbin II tienden a la
sobreestimación de los errores estándar
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Ilustración 9. Histogramas de sendas muestras de tamaño n = 500
generadas como mezcla de dos modelos de Poisson

con las distribuciones teóricas Negbin y Poisson solapadas.

Negbin II

Negbin II
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Tabla 14. Muestras por mezcla de dos distribuciones de Poisson:
potencia estadística de los tests diagnósticos de sobredispersión.

LR Wald LMR Negbin I
n 1 2

LR P2.5 P97.5 W P2.5 P97.5 LMR I P2.5 P97.5

20 0.2 1 0.043 –0.13 3.64 0.000 0.50 1.20 0.039 –1.13 1.57

20 0.2 3 0.249 –0.04 9.11 0.000 0.64 1.61 0.064 0.35 2.39

20 3.2 6 0.052 –0.11 4.12 0.000 0.50 1.34 0.100 –1.01 1.59

50 0.2 1 0.074 –0.23 4.75 0.000 0.73 1.52 0.053 –0.69 1.71

50 0.2 3 0.517 0.79 15.22 0.000 0.99 2.28 0.247 1.12 2.82

50 3.2 6 0.094 –0.18 5.38 0.000 0.72 1.69 0.053 –0.46 1.89

100 0.2 1 0.110 –0.31 6.09 0.000 0.98 1.80 0.043 –0.33 1.91

100 0.2 3 0.775 3.05 22.12 0.070 1.51 2.92 0.624 1.75 3.45

100 3.2 6 0.147 –0.19 6.83 0.001 0.96 2.02 0.059 –0.13 2.17

500 0.2 1 0.302 –0.22 9.79 0.087 2.10 2.91 0.157 0.49 2.62

500 0.2 3 1.000 26.86 66.94 0.999 4.04 5.55 1.000 4.33 6.06

500 3.2 6 0.493 0.82 12.61 0.072 2.03 3.03 0.307 0.90 3.14

LMR Negbin II D 2

n 1 2
LMR II P2.5 P97.5 D P2.5 P97.5 2 P2.5 P97.5

20 0.2 1 0.082 –1.19 1.82 0.024 14.84 28.60 0.066 14.27 34.36

20 0.2 3 0.066 –0.00 2.39 0.314 20.77 41.55 0.312 19.52 45.86

20 3.2 6 0.100 –0.97 1.65 0.148 16.30 37.60 0.104 15.47 35.63

50 0.2 1 0.068 –0.73 1.88 0.020 43.18 64.37 0.096 43.36 75.49

50 0.2 3 0.124 0.65 2.64 0.567 59.48 92.46 0.539 57.76 101.61

50 3.2 6 0.054 –0.48 1.90 0.229 48.54 81.05 0.153 45.87 77.35

100 0.2 1 0.051 –0.39 2.02 0.019 91.72 120.82 0.123 93.41 139.07

100 0.2 3 0.304 1.16 3.09 0.804 125.22 171.25 0.765 123.24 182.33

100 3.2 6 0.062 –0.12 2.18 0.329 103.79 149.26 0.194 98.14 142.04

500 0.2 1 0.124 0.36 2.60 0.021 483.79 548.33 0.249 503.50 602.10

500 0.2 3 0.992 3.13 5.00 1.000 666.37 765.89 1.000 666.73 797.86

500 3.2 6 0.290 0.89 3.09 0.823 559.65 656.83 0.535 530.01 623.25
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Tabla 15. Muestras por mezcla de dos distribuciones de Poisson:
estimaciones del parámetro de dispersión.

Negbin II Quasi–Poisson
n 1 2

P2.5 P97.5 P2.5 P97.5

20 0.2 1 15.542 3.471 43.027 1.036 0.788 1.907

20 0.2 3 14.358 2.487 57.768 1.428 1.081 2.541

20 3.2 6 121.824 21.373 386.298 1.126 0.858 1.979

50 0.2 1 10.886 3.501 28.370 1.055 0.895 1.570

50 0.2 3 7.640 2.712 32.735 1.414 1.196 2.116

50 3.2 6 81.695 21.646 233.860 1.119 0.955 1.611

100 0.2 1 9.242 3.942 22.134 1.055 0.944 1.419

100 0.2 3 5.587 2.900 20.351 1.403 1.251 1.860

100 3.2 6 65.989 24.497 178.949 1.114 1.001 1.449

500 0.2 1 7.780 5.287 14.239 1.052 1.000 1.209

500 0.2 3 3.975 3.256 6.475 1.401 1.332 1.602

500 3.2 6 48.447 30.758 104.318 1.112 1.064 1.251
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Tabla 16. Muestras por mezcla de dos distribuciones de Poisson:
estimaciones de los coeficientes del modelo de regresión para recuentos.

MR Negbin II MRP MRQP
n 1 2

b0 P2.5 P97.5 b0 P2.5 P97.5 b0 P2.5 P97.5

20 0.2 1 –0.824 –1.021 –0.207 –0.811 –1.006 –0.2010 –0.811 –1.006 –0.201

20 0.2 3 0.031 –0.113 0.434 0.080 –0.060 0.4737 0.080 –0.060 0.473

20 3.2 6 1.478 1.406 1.678 1.478 1.407 1.6783 1.478 1.407 1.678

50 0.2 1 –0.739 –0.875 –0.347 –0.733 –0.867 –0.3433 –0.733 –0.867 –0.343

50 0.2 3 0.063 –0.028 0.326 0.108 0.016 0.3694 0.108 0.016 0.369

50 3.2 6 1.486 1.441 1.620 1.486 1.441 1.6209 1.486 1.441 1.620

100 0.2 1 –0.719 –0.819 –0.436 –0.714 –0.814 –0.4334 –0.714 –0.814 –0.433

100 0.2 3 0.068 0.002 0.256 0.112 0.048 0.2948 0.112 0.048 0.294

100 3.2 6 1.488 1.455 1.579 1.488 1.455 1.5792 1.488 1.455 1.579

500 0.2 1 –0.705 –0.749 –0.576 –0.702 –0.745 –0.5713 –0.702 –0.745 –0.571

500 0.2 3 0.075 0.045 0.158 0.119 0.090 0.2019 0.119 0.090 0.201

500 3.2 6 1.490 1.475 1.531 1.490 1.475 1.5312 1.490 1.475 1.531

n 1 2 b1 P2.5 P97.5 b1 P2.5 P97.5 b1 P2.5 P97.5

20 0.2 1 0.379 0.249 0.800 0.362 0.240 0.754 0.362 0.240 0.754

20 0.2 3 0.542 0.464 0.772 0.483 0.418 0.684 0.483 0.418 0.684

20 3.2 6 0.147 0.108 0.263 0.146 0.108 0.259 0.146 0.108 0.259

50 0.2 1 0.367 0.291 0.598 0.357 0.286 0.578 0.357 0.286 0.578

50 0.2 3 0.548 0.499 0.701 0.492 0.450 0.617 0.492 0.450 0.617

50 3.2 6 0.152 0.126 0.226 0.151 0.125 0.225 0.151 0.125 0.225

100 0.2 1 0.366 0.312 0.524 0.358 0.307 0.510 0.358 0.307 0.510

100 0.2 3 0.551 0.516 0.657 0.495 0.465 0.585 0.495 0.465 0.585

100 3.2 6 0.153 0.135 0.206 0.153 0.135 0.205 0.153 0.135 0.205

500 0.2 1 0.364 0.340 0.433 0.358 0.335 0.424 0.358 0.335 0.424

500 0.2 3 0.554 0.538 0.602 0.497 0.484 0.537 0.497 0.484 0.537

500 3.2 6 0.154 0.145 0.179 0.153 0.145 0.178 0.153 0.145 0.178
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Tabla 17. Muestras por mezcla de dos distribuciones de Poisson:
estimaciones de los errores estándar de los coeficientes

del modelo de regresión para recuentos.

MR Negbin II MRP MRQP
n 1 2

b0 P2.5 P97.5 b0 P2.5 P97.5 b0 P2.5 P97.5

20 0.2 1 0.405 0.32 0.71 0.379 0.30 0.64 0.375 0.30 0.61

20 0.2 3 0.287 0.25 0.39 0.248 0.22 0.32 0.289 0.25 0.40

20 3.2 6 0.116 0.10 0.14 0.108 0.10 0.12 0.114 0.10 0.15

50 0.2 1 0.235 0.21 0.31 0.223 0.20 0.30 0.227 0.20 0.31

50 0.2 3 0.178 0.16 0.21 0.153 0.14 0.18 0.180 0.16 0.22

50 3.2 6 0.072 0.06 0.08 0.068 0.06 0.07 0.072 0.06 0.08

100 0.2 1 0.162 0.15 0.19 0.155 0.14 0.19 0.158 0.14 0.19

100 0.2 3 0.125 0.11 0.14 0.108 0.10 0.12 0.127 0.12 0.14

100 3.2 6 0.051 0.04 0.05 0.048 0.04 0.05 0.050 0.04 0.05

500 0.2 1 0.071 0.06 0.07 0.068 0.06 0.07 0.070 0.06 0.07

500 0.2 3 0.055 0.05 0.05 0.048 0.04 0.05 0.056 0.05 0.06

500 3.2 6 0.022 0.02 0.02 0.021 0.02 0.02 0.022 0.02 0.02

n 1 2 b1 P2.5 P97.5 b1 P2.5 P97.5 b1 P2.5 P97.5

20 0.2 1 0.207 0.17 0.34 0.191 0.16 0.30 0.189 0.16 0.30

20 0.2 3 0.147 0.12 0.20 0.121 0.11 0.15 0.142 0.12 0.19

20 3.2 6 0.063 0.05 0.08 0.058 0.05 0.06 0.061 0.05 0.08

50 0.2 1 0.125 0.11 0.16 0.117 0.10 0.15 0.120 0.10 0.15

50 0.2 3 0.094 0.08 0.11 0.077 0.07 0.09 0.091 0.08 0.11

50 3.2 6 0.040 0.03 0.04 0.038 0.03 0.04 0.040 0.03 0.04

100 0.2 1 0.088 0.08 0.10 0.082 0.07 0.09 0.084 0.07 0.10

100 0.2 3 0.067 0.06 0.07 0.055 0.05 0.06 0.065 0.06 0.07

100 3.2 6 0.028 0.02 0.03 0.027 0.02 0.02 0.028 0.02 0.03

500 0.2 1 0.039 0.03 0.04 0.037 0.03 0.03 0.037 0.03 0.04

500 0.2 3 0.030 0.02 0.03 0.024 0.02 0.02 0.029 0.02 0.03

500 3.2 6 0.012 0.01 0.01 0.012 0.01 0.01 0.012 0.01 0.01
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Tabla 18. Muestras por mezcla de dos distribuciones de Poisson:
 estimaciones Monte Carlo de los errores estándar

de los coeficientes de regresión.

b0 b1
n 1 2

MR Negbin II MRP MRQP MR Negbin II MRP MRQP

20 0.2 1 0.439 0.427 0.427 0.200 0.188 0.188

20 0.2 3 0.230 0.226 0.226 0.113 0.095 0.095

20 3.2 6 0.107 0.107 0.107 0.057 0.057 0.057

50 0.2 1 0.229 0.228 0.228 0.112 0.108 0.108

50 0.2 3 0.143 0.141 0.141 0.072 0.062 0.062

50 3.2 6 0.068 0.068 0.068 0.038 0.037 0.037

100 0.2 1 0.154 0.153 0.153 0.078 0.075 0.075

100 0.2 3 0.103 0.100 0.100 0.052 0.044 0.044

100 3.2 6 0.048 0.048 0.048 0.026 0.026 0.026

500 0.2 1 0.067 0.067 0.067 0.034 0.033 0.033

500 0.2 3 0.044 0.043 0.043 0.023 0.019 0.019

500 3.2 6 0.021 0.021 0.021 0.012 0.012 0.012

5.2.3 Heterogeneidad observada simulada mediante un
modelo ZIP (exceso de ceros)

Exceso de ceros (modelo ZIP –heterogeneidad observada–) mediante la mezcla
de dos mecanismos generadores: un modelo logit para predecir si Y = 0 o bien, si
Y ∼ Poisson( λ ), y un modelo de Poisson para el segundo caso. Por tanto, en este
caso el mecanismo generador maneja dos grupos de parámetros (Long, 1997): β0

y β1 para la parte logit, y γ0 y γ1  para la parte Poisson. Concretamente se
generarán 5,000 muestras con los siguientes patrones muestrales:

0 1 0 1

0 1 0 –0.5

0 1 0 0.5

0 1 0 1.25

para cada uno de los tamaños muestrales utilizados:

n = 500,  n = 100,  n = 50  y  n = 20
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1. Potencia estadística de las pruebas diagnósticas de sobredispersión: Se
observa que, para todas las pruebas, y al igual que en los experimentos
anteriores, la potencia mejora a medida que aumenta la sobredispersión y el
tamaño muestral (ver Tabla 19).

2. Estimaciones de los parámetros de dispersión: Con tamaños muestrales
n = 20 y n = 50 las estimaciones de los parámetros de dispersión son menores
a las esperadas, tanto α de Negbin II como φ mediante quasi-Poisson (ver
Tabla 20). Para los tamaños muestrales n = 100 y n = 500  tanto α como φ se
aproximan bien al valor esperado.

3. Estabilidad de las estimaciones de β0 y β1 a lo largo de los diferentes
modelos de regresión ajustados: la Tabla 21 muestra que los valores de b0 y
b1 obtenidos mediante MRP, MRQP y MR Negbin II son muy parecidos. Al
igual que ocurría en el primero de este grupo de estudios, la convergencia
mutua de los valores de los parámetros se hace más evidente a medida que la
muestra aumenta, hasta llegar a n = 500 en que dichos valores son casi
idénticos.
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Ilustración 10. Histogramas de sendas muestras de tamaño n = 500
generadas a partir de dos modelos ZIP

con las distribuciones teóricas Negbin y Poisson solapadas.

4. Estimaciones de los errores estándar de los coeficientes de regresión: En la
Tabla 22 se presentan las estimaciones de los errores estándar de los
coeficientes de regresión; en la Tabla 23 se presentan las estimaciones Monte
Carlo de los verdaderos errores estándar que sirven de referencia para valorar
las estimaciones realizadas por los diferentes modelos. Se puede observar
que tanto MRP como MRPQ infraestiman los errores estándar, aunque esta
diferencia entre errores estándar estimados y verdaderos se diluye a medida
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que el tamaño de la muestra aumenta. Por otro lado, las estimaciones con MR
Negbin II funcionan correctamente para muestras moderadamente grandes
(n = 100 y n = 500).

Tabla 19. Muestras con exceso de ceros:
potencia estadística de los tests diagnósticos de sobredispersión.

LR Wald LMR Negbin I
n 1 2

LR P2.5 P97.5 W P2.5 P97.5 LMR I P2.5 P97.5

20 0 –0.5 0.360 0.004 13.108 0.000 0.477 1.379 0.048 0.264 2.369

20 0 0.5 0.118 –0.174 6.389 0.000 0.617 1.494 0.046 –0.302 2.113

20 0 1.25 0.325 –0.454 47.586 0.008 0.946 2.181 0.058 0.271 2.244

50 0 –0.5 0.740 2.561 26.468 0.000 1.069 2.038 0.175 1.148 2.730

50 0 0.5 0.261 –0.132 10.036 0.007 0.940 2.143 0.108 0.643 2.454

50 0 1.25 0.584 –0.057 87.510 0.055 1.380 3.442 0.277 1.227 2.802

100 0 –0.5 0.943 8.987 43.773 0.035 1.789 2.744 0.463 1.612 3.072

100 0 0.5 0.446 0.389 14.245 0.026 1.356 2.720 0.336 1.250 2.991

100 0 1.25 0.798 4.742 126.777 0.401 2.051 4.983 0.692 1.876 3.369

500 0 –0.5 1.000 71.003 147.541 0.999 4.583 5.577 0.998 3.351 5.086

500 0 0.5 0.961 9.203 36.800 0.986 3.152 4.643 0.994 3.294 5.020

500 0 1.25 0.996 102.555 347.388 1.000 5.064 9.901 0.999 4.509 6.018

LMR Negbin II D 2

n 1 2
LMR II P2.5 P97.5 D P2.5 P97.5 2 P2.5 P97.5

20 0 –0.5 0.137 0.139 3.349 0.176 14.72 38.90 0.444 19.46 55.86

20 0 0.5 0.131 –0.796 2.891 0.064 13.85 31.81 0.132 13.92 39.50

20 0 1.25 0.188 –0.751 7.565 0.358 15.66 86.72 0.301 13.45 72.51

50 0 –0.5 0.264 1.053 3.317 0.291 47.61 87.26 0.811 69.03 137.62

50 0 0.5 0.116 0.046 2.891 0.085 43.26 71.84 0.240 45.24 93.05

50 0 1.25 0.290 0.208 6.224 0.588 53.63 166.09 0.459 47.61 135.74

100 0 –0.5 0.472 1.500 3.565 0.436 105.44 161.35 0.967 158.08 262.42

100 0 0.5 0.181 0.454 3.214 0.103 93.21 133.64 0.348 100.50 171.71

100 0 1.25 0.500 0.985 6.370 0.791 127.73 280.57 0.620 111.00 226.93

500 0 –0.5 0.992 3.255 5.457 0.899 579.06 705.58 1.000 903.15 1138.63

500 0 0.5 0.681 1.790 4.412 0.243 506.42 593.99 0.837 565.52 720.06

500 0 1.25 0.985 4.362 9.145 0.999 763.32 1087.23 0.972 642.83 880.42
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Tabla 20. Muestras con exceso de ceros:
estimaciones del parámetro de dispersión.

Negbin II Quasi–Poisson
n 0 1

P2.5 P97.5 P2.5 P97.5

20 0 –0.5 4.377 0.319 23.974 1.585 1.079 3.083

20 0 0.5 17.986 2.821 61.280 1.103 0.769 2.188

20 0 1.25 89.874 1.946 161.119 1.433 0.746 4.012

50 0 –0.5 1.039 0.299 7.919 1.774 1.436 2.838

50 0 0.5 9.101 2.738 32.729 1.168 0.936 1.935

50 0 1.25 19.509 1.907 95.209 1.412 0.989 2.816

100 0 –0.5 0.537 0.309 1.631 1.859 1.609 2.652

100 0 0.5 6.614 2.931 20.375 1.183 1.016 1.750

100 0 1.25 9.760 2.078 57.535 1.403 1.129 2.299

500 0 –0.5 0.394 0.337 0.585 1.921 1.806 2.263

500 0 0.5 4.670 3.474 8.706 1.201 1.123 1.445

500 0 1.25 3.797 2.490 9.603 1.406 1.287 1.760
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Tabla 21. Muestras con exceso de ceros:
estimaciones de los coeficientes

del modelo de regresión para recuentos.

MR Negbin II MRP MRQP
n 1 2

b0 P2.5 P97.5 b0 P2.5 P97.5 b0 P2.5 P97.5

20 0 –0.5 –1.625 –1.668 –0.320 –1.455 –1.652 –0.301 –1.455 –1.652 –0.301

20 0 0.5 –0.963 –1.228 –0.132 –0.921 –1.184 –0.113 –0.921 –1.184 –0.113

20 0 1.25 –0.665 –0.924 0.126 –0.598 –0.868 0.229 –0.598 –0.868 0.229

50 0 –0.5 –1.106 –1.312 –0.512 –1.100 –1.304 –0.512 –1.100 –1.304 –0.512

50 0 0.5 –0.844 –1.013 –0.323 –0.813 –0.983 –0.305 –0.813 –0.983 –0.305

50 0 1.25 –0.652 –0.841 –0.139 –0.558 –0.739 –0.038 –0.558 –0.739 –0.038

100 0 –0.5 –1.032 –1.175 –0.621 –1.029 –1.173 –0.619 –1.029 –1.173 –0.619

100 0 0.5 –0.818 –0.949 –0.452 –0.789 –0.916 –0.428 –0.789 –0.916 –0.428

100 0 1.25 –0.654 –0.791 –0.262 –0.551 –0.686 –0.167 –0.551 –0.686 –0.167

500 0 –0.5 –0.989 –1.058 –0.800 –0.988 –1.058 –0.799 –0.988 –1.058 –0.799

500 0 0.5 –0.797 –0.858 –0.626 –0.770 –0.831 –0.603 –0.770 –0.831 –0.603

500 0 1.25 –0.650 –0.713 –0.468 –0.543 –0.604 –0.365 –0.543 –0.604 –0.365

n 1 2 b1 P2.5 P97.5 b1 P2.5 P97.5 b1 P2.5 P97.5

20 0 –0.5 0.134 –0.147 0.893 0.093 –0.120 0.788 0.093 –0.120 0.788

20 0 0.5 0.858 0.700 1.415 0.826 0.673 1.348 0.826 0.673 1.348

20 0 1.25 1.479 1.340 1.958 1.439 1.322 1.881 1.439 1.322 1.881

50 0 –0.5 0.037 –0.107 0.456 0.029 –0.092 0.414 0.029 –0.092 0.414

50 0 0.5 0.826 0.736 1.126 0.799 0.709 1.093 0.799 0.709 1.093

50 0 1.25 1.487 1.399 1.769 1.433 1.356 1.681 1.433 1.356 1.681

100 0 –0.5 0.019 –0.081 0.311 0.015 –0.072 0.277 0.015 –0.072 0.277

100 0 0.5 0.819 0.753 1.019 0.795 0.729 0.986 0.795 0.729 0.986

100 0 1.25 1.493 1.429 1.690 1.434 1.377 1.612 1.434 1.377 1.612

500 0 –0.5 0.003 –0.042 0.132 0.002 –0.038 0.116 0.002 –0.038 0.116

500 0 0.5 0.815 0.787 0.900 0.792 0.764 0.874 0.792 0.764 0.874

500 0 1.25 1.493 1.465 1.578 1.432 1.405 1.509 1.432 1.405 1.509
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Tabla 22. Muestras con exceso de ceros:
estimaciones de los errores estándar de los coeficientes

del modelo de regresión para recuentos.

MR Negbin II MRP MRQP
n 1 2

b0 P2.5 P97.5 B0 P2.5 P97.5 b0 P2.5 P97.5

20 0 –0.5 20.742 0.454 1.555 0.982 0.348 1.414 0.575 0.443 1.128

20 0 0.5 0.499 0.388 0.941 0.457 0.358 0.835 0.457 0.362 0.794

20 0 1.25 0.447 0.340 0.829 0.348 0.305 0.498 0.399 0.282 0.841

50 0 –0.5 0.342 0.295 0.504 0.256 0.218 0.402 0.333 0.290 0.480

50 0 0.5 0.290 0.254 0.420 0.267 0.234 0.383 0.284 0.245 0.423

50 0 1.25 0.291 0.239 0.444 0.219 0.202 0.270 0.255 0.212 0.395

100 0 –0.5 0.233 0.213 0.301 0.170 0.154 0.223 0.230 0.210 0.295

100 0 0.5 0.201 0.183 0.259 0.185 0.169 0.235 0.200 0.181 0.261

100 0 1.25 0.208 0.183 0.284 0.155 0.146 0.179 0.182 0.161 0.250

500 0 –0.5 0.103 0.099 0.115 0.073 0.070 0.081 0.101 0.097 0.113

500 0 0.5 0.088 0.085 0.099 0.081 0.078 0.091 0.089 0.085 0.101

500 0 1.25 0.094 0.089 0.108 0.069 0.067 0.074 0.082 0.078 0.094

n 1 2 b1 P2.5 P97.5 b1 P2.5 P97.5 b1 P2.5 P97.5

20 0 –0.5 7.602 0.245 0.776 0.493 0.185 0.669 0.297 0.237 0.565

20 0 0.5 0.230 0.183 0.404 0.200 0.164 0.334 0.201 0.163 0.333

20 0 1.25 0.204 0.139 0.415 0.136 0.122 0.188 0.156 0.111 0.320

50 0 –0.5 0.192 0.166 0.280 0.141 0.122 0.214 0.184 0.162 0.262

50 0 0.5 0.141 0.125 0.199 0.122 0.110 0.167 0.130 0.114 0.187

50 0 1.25 0.140 0.103 0.233 0.088 0.083 0.106 0.103 0.086 0.159

100 0 –0.5 0.133 0.121 0.172 0.096 0.088 0.125 0.130 0.119 0.165

100 0 0.5 0.099 0.091 0.127 0.086 0.080 0.105 0.093 0.085 0.118

100 0 1.25 0.102 0.085 0.148 0.063 0.060 0.072 0.074 0.066 0.102

500 0 –0.5 0.059 0.057 0.066 0.042 0.040 0.046 0.058 0.056 0.065

500 0 0.5 0.044 0.042 0.049 0.038 0.037 0.042 0.042 0.040 0.047

500 0 1.25 0.047 0.044 0.056 0.028 0.028 0.030 0.034 0.032 0.039
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Tabla 23. Muestras con exceso de ceros:
 estimaciones Monte Carlo de los errores estándar

de los coeficientes del modelo de regresión para recuentos.

b0 b1
n 1 2

MR Negbin II MRP MRQP MR Negbin II MRP MRQP

20 0 –0.5 5.642 2.236 2.236 1.882 0.749 0.749

20 0 0.5 0.592 0.573 0.573 0.237 0.229 0.229

20 0 1.25 0.527 0.513 0.513 0.213 0.209 0.209

50 0 –0.5 0.371 0.368 0.368 0.212 0.192 0.192

50 0 0.5 0.313 0.309 0.309 0.135 0.133 0.133

50 0 1.25 0.311 0.295 0.295 0.128 0.124 0.124

100 0 –0.5 0.238 0.237 0.237 0.145 0.131 0.131

100 0 0.5 0.213 0.209 0.209 0.094 0.092 0.092

100 0 1.25 0.222 0.211 0.211 0.091 0.088 0.088

500 0 –0.5 0.103 0.103 0.103 0.064 0.058 0.058

500 0 0.5 0.093 0.092 0.092 0.041 0.041 0.041

500 0 1.25 0.098 0.093 0.093 0.041 0.039 0.039
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5.3 Comparación de procedimientos para la
corrección del error estándar de las
estimaciones de los coeficientes del MRP
en presencia de sobredispersión

Para cada muestra generada en el experimento 2 con el generador Negbin II, se
comparan los siguientes procedimientos para la corrección del EE de los
coeficientes de regresión MRP:

• EE estimado por MRP y multiplicado por gl/2χ

• EE estimado por MRP y multiplicado por glD /

• EE estimado por MRP y multiplicado por parámetro de dispersión estimado,
por ejemplo, por quasi-verosimilitud (quasi-Poisson)

• Estimación bootstrap no paramétrica del EE
• Estimación jackknife del EE

Para este estudio, se extraen 3,000 muestras cuyos tamaños son únicamente de
n = 20 y n = 100, puesto que el objetivo es comparar muestras de tamaño medio
con muestras pequeñas.

Los resultados de las estimaciones mostrados en la Tabla 24 y la Tabla 25
muestran en general que los valores de las estimaciones del error estándar
dependen no tan sólo del tamaño muestral sino también del parámetro de
dispersión (τ).

Cabe destacar que las correcciones del error estándar que mejor se ajustan al
valor verdadero del error estándar son las basadas en Jacknife y Bootstrap. Lo
especialmente destacable de ambos procedimientos es que tal efectividad en las
correcciones se da, tal como indican Cameron y Trivedi (Cameron y Trivedi,
1998), incluso en muestras pequeñas y parámetros de dispersión pequeños. En
este sentido, las estimaciones basadas en los dos métodos anteriores son mejores
que las basadas en discrepancia, χ2 y φ, los cuales se caracterizan por una
infraestimación del error estándar, sobretodo en muestras pequeñas. Tal
infraestimación es más pronunciada en la corrección basada en la discrepancia,
que en las basadas en χ2 y φ, siendo estas dos últimas casi idénticas en los valores
de corrección que proporcionan.
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Tabla 24. Muestras Negbin II:
comparación de diferentes correcciones

del error estándar del coeficiente b0.

Monte
Carlo

EE(b0) Jackknife EE(b0) Bootstrap
n

b0 b0 P2.5 P97.5 b0 P2.5 P97.5

20 0.3 0.15 6.467 5.330 0.723 47.878 6.001 2.200 20.839

20 0.3 0.3 4.480 4.006 0.597 47.532 5.402 1.422 20.040

20 1 0.5 0.450 0.487 0.361 0.978 0.967 0.369 6.051

20 1 1 0.359 0.378 0.297 0.685 0.551 0.306 3.616

20 5 2.5 0.179 0.181 0.156 0.262 0.173 0.150 0.248

20 5 5 0.143 0.146 0.128 0.205 0.140 0.122 0.197

100 0.3 0.15 0.450 0.363 0.304 0.587 0.377 0.305 0.606

100 0.3 0.3 0.279 0.286 0.246 0.422 0.288 0.245 0.427

100 1 0.5 0.229 0.180 0.163 0.237 0.175 0.160 0.226

100 1 1 0.147 0.146 0.135 0.183 0.144 0.133 0.180

100 5 2.5 0.100 0.078 0.074 0.092 0.077 0.072 0.093

100 5 5 0.064 0.064 0.061 0.074 0.063 0.059 0.075

Monte
Carlo

Discrepancia
(D / gl )  EEMRP(b0)

2

( 2 / gl )  EEMRP(b0)
  Quasi–Poisson

  EEMRP(b0)n

b0 b0 P2.5 P97.5 b0 P2.5 P 97.5 b0 P2.5 P97.5

20 0.3 0.15 6.467 0.614 0.454 1.911 0.782 0.556 1.818 0.758 0.544 1.816

20 0.3 0.3 4.480 0.552 0.425 1.482 0.676 0.476 1.618 0.667 0.474 1.601

20 1 0.5 0.450 0.362 0.322 0.513 0.390 0.324 0.621 0.390 0.324 0.620

20 1 1 0.359 0.319 0.285 0.442 0.324 0.273 0.509 0.323 0.272 0.508

20 5 2.5 0.179 0.172 0.154 0.226 0.170 0.149 0.230 0.170 0.149 0.230

20 5 5 0.143 0.142 0.126 0.192 0.139 0.123 0.191 0.139 0.123 0.191

100 0.3 0.15 0.450 0.217 0.204 0.270 0.318 0.279 0.456 0.317 0.279 0.454

100 0.3 0.3 0.279 0.199 0.188 0.237 0.262 0.232 0.362 0.261 0.232 0.360

100 1 0.5 0.229 0.152 0.146 0.172 0.172 0.158 0.219 0.172 0.158 0.218

100 1 1 0.147 0.135 0.130 0.152 0.142 0.131 0.173 0.142 0.131 0.172

100 5 2.5 0.100 0.077 0.074 0.087 0.077 0.073 0.090 0.077 0.073 0.090

100 5 5 0.064 0.064 0.061 0.072 0.063 0.060 0.073 0.063 0.060 0.073
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Tabla 25. Muestras Negbin II:
comparación de diferentes correcciones

del error estándar del coeficiente b1.

Monte
Carlo

EE(b1) Jackknife EE(b1) Bootstrap
n

b1 b1 P2.5 P97.5 b1 P2.5 P97.5

20 0.3 0.15 2.318 1.700 0.257 17.481 2.079 0.286 7.782

20 0.3 0.3 1.281 1.374 0.248 16.389 1.930 0.298 7.285

20 1 0.5 0.229 0.246 0.171 0.554 0.402 0.180 2.231

20 1 1 0.193 0.197 0.145 0.410 0.253 0.151 1.334

20 5 2.5 0.096 0.099 0.081 0.166 0.094 0.080 0.144

20 5 5 0.081 0.080 0.066 0.126 0.076 0.064 0.116

100 0.3 0.15 0.195 0.195 0.149 0.354 0.192 0.147 0.342

100 0.3 0.3 0.155 0.155 0.125 0.269 0.152 0.124 0.255

100 1 0.5 0.100 0.100 0.085 0.150 0.096 0.083 0.138

100 1 1 0.081 0.083 0.074 0.117 0.081 0.072 0.112

100 5 2.5 0.045 0.045 0.041 0.057 0.044 0.040 0.058

100 5 5 0.037 0.036 0.034 0.045 0.036 0.033 0.045

Monte
Carlo

Discrepancia
(D / gl )  EEMRP(b1)

2

( 2 / gl )  EEMRP(b1)
  Quasi–Poisson

  EEMRP(b1)n

b1 b1 P2.5 P97.5 b1 P2.5 P97.5 b1 P2.5 P97.5

20 0.3 0.15 2.318 0.297 0.243 0.638 0.382 0.292 0.731 0.373 0.285 0.730

20 0.3 0.3 1.281 0.274 0.227 0.577 0.337 0.256 0.648 0.333 0.254 0.647

20 1 0.5 0.229 0.193 0.175 0.255 0.208 0.174 0.320 0.207 0.174 0.319

20 1 1 0.193 0.171 0.155 0.225 0.174 0.148 0.261 0.173 0.147 0.261

20 5 2.5 0.096 0.094 0.084 0.123 0.093 0.082 0.126 0.093 0.082 0.126

20 5 5 0.081 0.078 0.069 0.105 0.076 0.067 0.104 0.076 0.067 0.104

100 0.3 0.15 0.195 0.121 0.116 0.142 0.178 0.158 0.249 0.177 0.157 0.248

100 0.3 0.3 0.155 0.112 0.107 0.129 0.147 0.131 0.203 0.147 0.131 0.203

100 1 0.5 0.100 0.086 0.083 0.097 0.098 0.090 0.123 0.098 0.090 0.123

100 1 1 0.081 0.077 0.074 0.086 0.081 0.075 0.098 0.081 0.075 0.098

100 5 2.5 0.045 0.044 0.042 0.050 0.044 0.042 0.051 0.044 0.042 0.051

100 5 5 0.037 0.037 0.035 0.041 0.036 0.034 0.042 0.036 0.034 0.042
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66   
ConclusionesConclusiones

Este trabajo se enmarca en una incipiente línea de trabajo con una clara vocación
aplicada: investigar en las condiciones de uso de las técnicas de modelado
estadístico específicas y no específicas para datos de recuento, así como ampliar
y divulgar las herramientas informáticas que requiere un investigador para el
análisis de datos de recuento. De acuerdo con este punto de vista eminentemente
práctico, este trabajo no empezó a tomar forma hasta que se evaluó la necesidad
de tal entorno de análisis. Esto implicó el estudio de la frecuencia de uso de
variables de recuento y del tipo de análisis que se aplica a las mismas.

Los recuentos son un tipo de variables que frecuentemente son objeto de estudio
en ámbitos como las Ciencias Sociales o las Ciencias de la Salud. Tal como se ha
podido comprobar a través del primer objetivo planteado en el estudio
bibliométrico, la Psicología no es una excepción: las variables de recuento tienen
una presencia importante en nuestra disciplina, especialmente en ciertos ámbitos
aplicados de la misma.

Tal como se ha indicado en repetidas ocasiones en este y otros trabajos, el
conocimiento acerca de la naturaleza de una variable así como de sus
características distribucionales constituyen la base a partir de la cual se justifica
la aplicación de un modelo estadístico determinado. En este sentido, la naturaleza
entera y no negativa de una variable de recuento, hace que requiera modelos
estadísticos específicos para su análisis. En esta misma línea, el segundo objetivo
planteado en el marco del estudio bibliométrico, hacía referencia al estudio de la
frecuencia de uso de modelos estadísticos adecuados para el análisis de variables
de recuento. Los resultados no dejan lugar a duda: no se ha podido detectar en
ninguna investigación la aplicación de un modelo específico para datos de
recuento. Siguiendo la estela de muchas otras disciplinas (Ciencias Políticas,
Ciencias Económicas, Medicina, etc.), en Psicología el análisis de datos aplicado
con mayor frecuencia en estudios con variables de recuento es el análisis de la
variancia o la regresión lineal.

Tal como se apuntaba en el estudio bibliométrico, el uso del modelo lineal
general como herramienta de análisis multipropósito puede responder a
diferentes motivos como, por ejemplo:

• el desconocimiento de la naturaleza idiosincrásica de las variables de
recuento,

• el desconocimiento de las implicaciones asociadas al uso de un modelo
estadístico inadecuado como el modelo lineal general,
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• el desconocimiento de modelos específicos para este tipo de variables,

• la creencia de que los modelos estadísticos específicos para las variables de
recuento están todavía en una fase de desarrollo teórico y, por tanto, no son
todavía utilizables en la práctica,

• o también, la escasa accesibilidad a programas informáticos para análisis de
datos que incorporen dichos modelos.

Si es el desconocimiento el que puede explicar la falta de aplicación de modelos
estadístico adecuados, entonces una tarea importante a realizar es la de aportar la
información necesaria para que, al menos, el investigador sea consciente de que
está aplicando un modelo de análisis de datos inadecuado y de las consecuencias
que ello comporta. En este sentido, el contexto en el cual nos encontramos, el
universitario, debe ser sin duda el principal medio de transmisión de esta
información; especialmente para las futuras generaciones de investigadores
aplicados.

Tal como se ha indicado en el primer capítulo, los cimientos de este trabajo se
encuentran en el modelado estadístico como procedimiento de análisis de datos y
en el modelo lineal generalizado como marco teórico estadístico. El objetivo de
la aplicación conjunta de ambos aspectos es poder disponer de las herramientas
de análisis adecuadas para cada tipo de datos y que tal análisis se lleve a cabo
siguiendo un procedimiento según las características enunciadas en el primer
capítulo. Se trata, en definitiva, de ajustar el modelo a los datos.

De acuerdo con esta vocación de ajuste del modelo a los datos, se ha presentado
el que es considerado el modelo de referencia en el análisis de datos de recuento:
el modelo de regresión de Poisson. El hecho de que el modelo de regresión de
Poisson reconozca la naturaleza de las variables de recuento hace de él un
candidato idóneo para el análisis de este tipo de variables, al menos a priori. Sin
embargo, tal como se ha expuesto, la propia restrictividad del modelo como
consecuencia de las asunciones de las que parte, hacen que su aplicabilidad se
vea seriamente restringida a, básicamente, una situación de equidispersión.
Situación esta que, tal como señalan diversos autores (Long, 1997; Winkelmann,
2000), es considerada más la excepción que la norma. Asimismo, en ausencia de
equidispersión, la situación resultante más habitual es la sobredispersión.

La evaluación de la presencia de sobredispersión requiere, habitualmente, de la
aplicación de pruebas para su diagnóstico. De las pruebas disponibles para el
diagnóstico de la sobredispersión, se han seleccionado aquellas que se aplican
con mayor frecuencia (razón de verosimilitud, prueba de Wald, prueba
multiplicador de Lagrange (basada en Negbin I y Negbin II), χ2 /gl y D/gl.), y se
han llevado a cabo diferentes experimentos de simulación con el objetivo de
estudiar su tasa nominal de error y su potencia bajo diferentes tamaños
muestrales y diferentes tipos y grados de sobredispersión. Nuestros resultados
muestran que el único factor que parece incidir claramente en la tasa nominal de
error es el tamaño de la muestra. En cuanto a la potencia, ésta depende tanto del
tamaño de la muestra como del tamaño del efecto, en este caso la
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sobredispersión, de forma que la proporción de decisiones de significación
estadística aumenta a medida que lo hace el tamaño muestral y la magnitud de
sobredispersión. Por tanto, estos resultados muestran que los tests analizados se
comportan coherentemente con la teoría estadística asintótica y paramétrica que
los sustenta.

En cuanto al segundo objetivo, los datos van en la misma dirección de lo ya
observado por otros autores (Gourieroux et al., 1984a; Long, 1997): en presencia
de sobredispersión las estimaciones de los coeficientes en el MRP son
insesgadas, aunque las estimaciones de los errores estándar sí presentan un sesgo
hacia la infravaloración, bajo cualquier mecanismo generador de sobredispersión,
aunque de nuevo, el tamaño muestral y el grado de sobredispersión inciden
directamente sobre el nivel de infraestimación de la dispersión de los parámetros
del modelo de regresión.

Por último, en cuanto a los procedimientos de corrección y estimación del error
estándar de los coeficientes de regresión por Poisson, claramente los resultados
indican la superioridad de las estimaciones no paramétricas bootstrap (y también
jackknife, aunque ligeramente menos eficientes), sobre la corrección directa del
error estándar infraestimado mediante su producto por la raíz de alguna forma de
estimación del parámetro de dispersión (procedimientos éstos que, como hemos
visto, no son válidos para tamaños muestrales n = 20, pero sí para n = 100).

En general, respecto a los resultados de las simulaciones, las líneas de trabajo
más inmediatas son:

• Ampliar las condiciones bajo las que se llevan a cabo las mismas, para poder
estudiar el comportamiento de las pruebas de diagnóstico bajo un mayor
número de situaciones.

• Ampliar el número de pruebas de detección de sobredispersión, incluyendo
las pruebas para modelos no anidados. De todas formas, cabe recordar que,
tal como indica Winkelmann (2000), muchas de estas pruebas están aún en
fase de desarrollo.

• Profundizar en la aplicación de las estimaciones bootstrap del error estándar
de los coeficientes del MRP, especialmente sus versiones paramétricas y
semi-paramétricas, en la línea apuntada por autores como Cameron y Trivedi
(1998).

El objetivo de tales ampliaciones sería ir construyendo el criterio de selección de
una u otra prueba diagnóstica, en función de aspectos como el tamaño de la
muestra, el valor esperado, o el valor de algún indicador de dispersión.

Tal como se indicaba al principio de este apartado, el objetivo que aparece en el
horizonte es el desarrollo de un entorno integrado y coherente de herramientas
para el análisis de datos de recuento. En este sentido, cabe recordar que, en
general, el investigador aplicado concibe el análisis estadístico como un medio a
través del cual poder obtener resultados que permitan derivar conclusiones. De
esta forma, resulta imprescindible que los procedimientos de análisis de datos
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sean aplicables en un tiempo razonable. Ello implica que el procedimiento debe
estar disponible y en un entorno que facilite su implementación o su
parametrización. El entorno al que nos referimos es, lógicamente, un entorno de
software para el análisis estadístico. Sin embargo, el problema que presenta el
software estadístico para datos de recuento quizás sea el hecho de que no exista
un paquete que ponga al alcance del investigador la «caja de herramientas» para
el modelado de recuentos, sino que, habitualmente estas herramientas se
presentan sin caja, esto es, algo dispersas, e incompletas. En este sentido, uno de
los objetivos que nos planteamos para el futuro es la implementación de esta
«caja de herramientas» en un entorno intuitivo y orientado al modelado, es decir,
coherente en la forma en que se indican los modelos y en la información que
éstos retornan para su interpretación; sin duda el enfoque orientado a objetos que
implementan entornos modernos como R y S-PLUS son el referente a seguir y a
potenciar.
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AnexosAnexos

Listado 1. Programa R para la Simulación 1.

# ====================================================== #
# SIMULACIÓN 1: Muestras Poisson                         #
#                                                        #
# Estudio comparativo de la tasa nominal de error de los #
# tests diagnósticos de sobredispersión de uso habitual  #
# ====================================================== #

# Carga de funciones para el ajuste de modelos y
# tests de sobredispersión.
source("c:/simula/modelos.r")
source("c:/simula/tests.r")
library( MASS )

# Inicialización de parámetros de la simulación
set.seed(30)
tpo     <– Sys.time()
n       <– c( 500, 100, 50, 20 )
nN      <– length( n )
mu      <– c( 0.5, 1, 5, 10 )
nB      <– length(mu)
nSim    <– 5000
rEqui   <– matrix(NA,nN*nB*nSim,14)
rcto    <– 0
plot.new()

# Simulación
for (i in 1:nN)
{

    # Generación de la variable independiente X
    x <– seq( from=–3, to=3, length=n[i] )

    for (j in 1:nB)
    {
        for (k in 1:nSim)
        {

            # Contador de muestras generadas
            rcto    <– rcto + 1
            title(rcto,col.main="blue")

            # Generación de la variable de respuesta Y bajo
            # distribución de Poisson
            y       <– rpois( n[i],lambda=mu[j] )

            # Ajuste de modelos para recuentos (MRP y Negbin II)
            poi     <– glm.poisson( y, x )
            nb      <– glm.negbin( y, x )
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            # Tests de sobredispersión
            o.lr    <– LR( poi$LL, nb$LL )
            o.w     <– W( nb$modelo$theta, nb$modelo$SE.theta )
            o.lm    <– LM( y, poi$modelo$fit )
            o.lmr   <– LMR( y, poi$modelo$fit )

            # Almacena vector de resultados
            rEqui[rcto,1]  <– n[i]
            rEqui[rcto,2]  <– mu[j]
            rEqui[rcto,3]  <– o.lr$val
            rEqui[rcto,4]  <– o.lr$sig
            rEqui[rcto,5]  <– o.w$val
            rEqui[rcto,6]  <– o.w$sig
            rEqui[rcto,7]  <– o.lmr$val[1]
            rEqui[rcto,8]  <– o.lmr$sig[1]
            rEqui[rcto,9]  <– o.lmr$val[2]
            rEqui[rcto,10] <– o.lmr$sig[2]
            rEqui[rcto,11] <– poi$modelo$dev
            rEqui[rcto,12] <– (1 – pchisq( poi$modelo$dev,
                                   poi$modelo$df.res )) <= 0.05
            rEqui[rcto,13] <– poi$X2
            rEqui[rcto,14] <– (1 – pchisq( poi$X2,
                                   poi$modelo$df.res )) <= 0.05

            # Borra número de iteración
            title(rcto,col.main="white")
        }
    }
}

print( difftime(Sys.time(),tpo) )

# Almacena en disco las matrices de resultados para cada n
write(t(rEqui[1:(nN*nSim*1),]),
      "c:/simula/sim1_n500.res", ncolumns=14)
write(t(rEqui[(nN*nSim*1+1):(nN*nSim*2),]),
      "c:/simula/sim1_n100.res", ncolumns=14)
write(t(rEqui[(nN*nSim*2+1):(nN*nSim*3),]),
      "c:/simula/sim1_n50.res", ncolumns=14)
write(t(rEqui[(nN*nSim*3+1):(nN*nSim*4),]),
      "c:/simula/sim1_n20.res", ncolumns=14)

# Resumen estadístico de la simulación
archivos <– c( "c:/simula/sim1_n20.res",
               "c:/simula/sim1_n50.res",
               "c:/simula/sim1_n100.res",
               "c:/simula/sim1_n500.res" )

sim1    <– list(n20=0, n50=0, n100=0, n500=0)
medias  <– list(n20=0, n50=0, n100=0, n500=0)
ci.inf  <– list(n20=0, n50=0, n100=0, n500=0)
ci.sup  <– list(n20=0, n50=0, n100=0, n500=0)

plot.new()
for ( i in 1:length(archivos) )
    {

    title(i,col.main="blue")

    rEqui <– scan( archivos[i] )
    dim(rEqui) <– c( 20, 20000 )
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    rEqui <– t( rEqui )

    medias[[i]] <– aggregate(rEqui, list(n=rEqui[,1], mu=rEqui[,2]),
                             mean.na.rm)

    ci.inf[[i]] <– aggregate(rEqui, list(n=rEqui[,1],mu=rEqui[,2]),
                             q2.5)
    ci.sup[[i]] <– aggregate(rEqui, list(n=rEqui[,1],mu=rEqui[,2]),
                             q97.5)

    sim1[[i]] <– rEqui

    title(i,col.main="white")

    }

medias <– rbind(medias$n20[3:22],medias$n50[3:22],
                medias$n100[3:22],medias$n500[3:22])
ci.inf <– rbind(ci.inf$n20[3:22],ci.inf$n50[3:22],
                ci.inf$n100[3:22],ci.inf$n500[3:22])
ci.sup <– rbind(ci.sup$n20[3:22],ci.sup$n50[3:22],
                ci.sup$n100[3:22],ci.sup$n500[3:22])

names(medias) <– c( "n", "mu", "LR.val", "LR", "W.val", "W",
                    "LMR1.val", "LMR1", "LMR2.val", "LMR2",
                    "D.val", "D", "X2.val", "X2" )
names(ci.inf) <– names(medias)
names(ci.sup) <– names(medias)

tabla <– cbind( medias[,c("n","mu","LR","W","LMR1","LMR2","D","X2")],
                ci.inf[,c("LR.val","W.val","LMR1.val","LMR2.val",
                          "D.val","X2.val")],
                ci.sup[,c("LR.val","W.val","LMR1.val","LMR2.val",
                          "D.val","X2.val")] )
options(digits=4)

# Guardar resultados: Pruebas diagnósticas de sobredispersión
write.table( tabla, file="c:/simula/sim1_res.txt", quote=FALSE )

# Representación gráfica de las distribuciones muestrales de LR
plot.new() ; split.screen(c(2,2))
screen(1)
hist(rEqui[rEqui[,2]==0.3,3],
     main=expression(paste("Poisson(",lambda==0.3,")")),
     xlab="Razón de verisimilitud (LR)",ylab="Frecuencia")
screen(2)
hist(rEqui[rEqui[,2]==1,3],
     main=expression(paste("Poisson(",lambda==1,")")),
     xlab="Razón de verisimilitud (LR)",ylab="Frecuencia")
screen(3)
hist(rEqui[rEqui[,2]==5,3],
     main=expression(paste("Poisson(",lambda==5,")")),
     xlab="Razón de verisimilitud (LR)",ylab="Frecuencia")
screen(4)
hist(rEqui[rEqui[,2]==10,3],
     main=expression(paste("Poisson(",lambda==10,")")),
     xlab="Razón de verisimilitud (LR)",ylab="Frecuencia")
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# Representación gráfica de las distribuciones muestrales de LR
plot.new() ; split.screen(c(2,2))
screen(1)
hist(rEqui[rEqui[,2]==0.3,5],
     main=expression(paste("Poisson(",lambda==0.3,")")),
     xlab="Prueba de Wald (W)",ylab="Frecuencia")

screen(2)
hist(rEqui[rEqui[,2]==1,5],
     main=expression(paste("Poisson(",lambda==1,")")),
     xlab="Prueba de Wald (W)",ylab="Frecuencia")
screen(3)
hist(rEqui[rEqui[,2]==5,5],
     main=expression(paste("Poisson(",lambda==5,")")),
     xlab="Prueba de Wald (W)",ylab="Frecuencia")
screen(4)
hist(rEqui[rEqui[,2]==10,3],
     main=expression(paste("Poisson(",lambda==10,")")),
     xlab="Prueba de Wald (W)",ylab="Frecuencia")

# Guardar entorno R para futuras sesiones
options(digits=7)
save.image("C:/Simula/sim1.RData")
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Listado 2. Programa R para la Simulación 2.

# =============================================== #
# SIMULACIÓN 2: Muestras Negbin II                #
#                                                 #
# Estudio comparativo de la potencia de los tests #
# diagnósticos de sobredispersión de uso habitual #
# =============================================== #

# Carga de funciones para el ajuste de modelos y
# tests de sobredispersión.
source("c:/simula/modelos.r")
source("c:/simula/tests.r")
library( MASS )

# Inicialización de parámetros de la simulación
set.seed(30)
tpo <– Sys.time()
plot.new()
n   <– c( 500, 100, 50, 20 )
nN  <– length( n )
mu  <– c( 0.3, 1, 5 )
nB  <– length(mu)
a   <– rbind( c(1.2, 0.3, 0.15), c(4, 1, 0.5), c(20, 5, 2.5) )
nA  <– ncol( a )
nSim <– 5000
rBN2 <– matrix(NA,nN*nB*nA*nSim,30)
rcto <– 0

# Simulación
for (h in 1:nN)
{
   # Generación de la variable independiente X
   x <– seq( from=–3, to=3, length=n[h] )

    for (i in 1:nB)
    {
        for (j in 1:nA)
        {
            for (k in 1:nSim)
            {

            # Contador de muestras generadas
            rcto <– rcto + 1
            title(rcto,col.main="blue")

            # Generación de la variable de respuesta Y bajo
            # distribución Negbin II
            y       <– rnbinom( n[h], mu=mu[i], size=a[i,j] )

            # Ajuste de modelos para recuentos
            # (MRP, Negbin II y MRQP)
            poi     <– glm.poisson( y, x )
            spoi    <– summary(poi$modelo)
            nb      <– glm.negbin( y, x )
            snb     <– summary(nb$modelo)
            qpoi    <– glm.quasipoisson( y, x )
            sqpoi   <– summary(qpoi$modelo)
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            # Tests de sobredispersión
            o.lr    <– LR( poi$LL, nb$LL )
            o.w     <– W( nb$modelo$theta, nb$modelo$SE.theta )
            o.lm    <– LM( y, poi$modelo$fit )
            o.lmr   <– LMR( y, poi$modelo$fit )

            # Almacena vector de resultados
            rBN2[rcto,1]  <– n[h]
            rBN2[rcto,2]  <– mu[i]
            rBN2[rcto,3]  <– a[i,j]
            rBN2[rcto,4]  <– o.lr$val
            rBN2[rcto,5]  <– o.lr$sig
            rBN2[rcto,6]  <– o.w$val
            rBN2[rcto,7]  <– o.w$sig
            rBN2[rcto,8]  <– o.lmr$val[1]
            rBN2[rcto,9]  <– o.lmr$sig[1]
            rBN2[rcto,10] <– o.lmr$val[2]
            rBN2[rcto,11] <– o.lmr$sig[2]
            rBN2[rcto,12] <– poi$modelo$dev
            rBN2[rcto,13] <– (1 – pchisq( poi$modelo$dev,
                                   poi$modelo$df.res )) <= 0.05
            rBN2[rcto,14] <– poi$X2
            rBN2[rcto,15] <– (1 – pchisq( poi$X2,
                                   poi$modelo$df.res )) <= 0.05
            rBN2[rcto,16] <– nb$modelo$theta
            rBN2[rcto,17] <– nb$modelo$SE.theta
            rBN2[rcto,18] <– nb$modelo$coef[1]      # b0
            rBN2[rcto,19] <– nb$modelo$coef[2]      # b1
            rBN2[rcto,20] <– snb$coef[1,2]          # SE b0
            rBN2[rcto,21] <– snb$coef[2,2]          # SE b1
            rBN2[rcto,22] <– poi$modelo$coef[1]     # b0
            rBN2[rcto,23] <– poi$modelo$coef[2]     # b1
            rBN2[rcto,24] <– spoi$coef[1,2]         # SE b0
            rBN2[rcto,25] <– spoi$coef[2,2]         # SE b1
            rBN2[rcto,26] <– qpoi$modelo$coef[1]    # b0
            rBN2[rcto,27] <– qpoi$modelo$coef[2]    # b1
            rBN2[rcto,28] <– sqpoi$coef[1,2]        # SE b0
            rBN2[rcto,29] <– sqpoi$coef[2,2]        # SE b1
            rBN2[rcto,30] <– sqpoi$dispersion

            # Borra número de iteración
            title(rcto,col.main="white")

            }
        }
    }
}

print( TotTpo[1] <– difftime(Sys.time(),tpo) )

# Almacena en disco la matriz de resultados
write(t(rBN2[1:(nN*nA*nSim*1),]),
      "c:/simula/sim2_n500.res",ncolumns=30)
write(t(rBN2[(nN*nA*nSim*1+1):(nN*nA*nSim*2),]),
      "c:/simula/sim2_n100.res",ncolumns=30)
write(t(rBN2[(nN*nA*nSim*2+1):(nN*nA*nSim*3),]),
      "c:/simula/sim2_n50.res",ncolumns=30)
write(t(rBN2[(nN*nA*nSim*3+1):(nN*nA*nSim*4),]),
      "c:/simula/sim2_n20.res",ncolumns=30)
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# Resumen estadístico de la simulación
archivos <– c( "c:/simula/sim2_n20.res",
               "c:/simula/sim2_n50.res",
               "c:/simula/sim2_n100.res",
               "c:/simula/sim2_n500.res")

sim2    <– list(n20=0, n50=0, n100=0, n500=0)
medias  <– list(n20=0, n50=0, n100=0, n500=0)
desvia  <– list(n20=0, n50=0, n100=0, n500=0)
ci.inf  <– list(n20=0, n50=0, n100=0, n500=0)
ci.sup  <– list(n20=0, n50=0, n100=0, n500=0)

plot.new()
for ( i in 1:length(archivos) )
    {

    title(i,col.main="blue")

    rBN2 <– scan( archivos[i] )
    dim(rBN2) <– c( 40, 9000 )
    rBN2 <– t(rBN2)

    sim2[[i]] <– rBN2

    medias[[i]] <– aggregate(rBN2,list(n=rBN2[,1],mu=rBN2[,2],
                             shape=rBN2[,3]),mean.na.rm)
    desvia[[i]] <– aggregate(rBN2,list(n=rBN2[,1],mu=rBN2[,2],
                             shape=rBN2[,3]),sd.na.rm)
    ci.inf[[i]] <– aggregate(rBN2,list(n=rBN2[,1],mu=rBN2[,2],
                             shape=rBN2[,3]),q2.5)
    ci.sup[[i]] <– aggregate(rBN2,list(n=rBN2[,1],mu=rBN2[,2],
                             shape=rBN2[,3]),q97.5)

    title(i,col.main="white")

    }

medias <– rbind(medias$n20[c(1:3,7:33)],medias$n50[c(1:3,7:33)],
                medias$n100[c(1:3,7:33)],medias$n500[c(1:3,7:33)])
desvia <– rbind(desvia$n20[c(1:3,7:33)],desvia$n50[c(1:3,7:33)],
                desvia$n100[c(1:3,7:33)],desvia$n500[c(1:3,7:33)])
ci.inf <– rbind(ci.inf$n20[c(1:3,7:33)],ci.inf$n50[c(1:3,7:33)],
                ci.inf$n100[c(1:3,7:33)],ci.inf$n500[c(1:3,7:33)])
ci.sup <– rbind(ci.sup$n20[c(1:3,7:33)],ci.sup$n50[c(1:3,7:33)],
                ci.sup$n100[c(1:3,7:33)],ci.sup$n500[c(1:3,7:33)])

names(medias) <– c( "n", "mu", "shape", "LR.val", "LR", "W.val", "W",
                    "LMR1.val", "LMR1", "LMR2.val", "LMR2", "D.val",
                    "D", "X2.val", "X2", "theta", "SE.theta",
                    "nb.b0", "nb.b1", "nb.se.b0", "nb.se.b1",
                    "poi.b0", "poi.b1", "poi.se.b0", "poi.se.b1",
                    "qpoi.b0", "qpoi.b1", "qpoi.se.b0", "qpoi.se.b1",
                    "qpoi.disp")
names(desvia) <– names(medias)
names(ci.inf) <– names(medias)
names(ci.sup) <– names(medias)

options(digits=4)



EL DIAGNÓSTICO DE LA SOBREDISPERSIÓN EN MODELOS DE ANÁLISIS DE DATOS DE RECUENTO

— 144 —

# Resultados: Pruebas diagnósticas de sobredispersión
tabla1 <– cbind( medias[, c("n","mu","shape","LR","W",
                            "LMR1","LMR2","D","X2")],
                 ci.inf[, c("LR.val","W.val",
                            "LMR1.val","LMR2.val","D.val","X2.val")],
                 ci.sup[, c("LR.val","W.val",
                            "LMR1.val","LMR2.val","D.val","X2.val")])
write.table( tabla1, file="c:/simula/sim2_res1.txt", quote=FALSE )

# Resultados: Estimación del parámetro de dispersión
tabla2 <– cbind( medias[, c("n","mu","shape","theta","qpoi.disp")],
                 ci.inf[, c("theta","qpoi.disp")],
                 ci.sup[, c("theta","qpoi.disp")] )
write.table( tabla2, file="c:/simula/sim2_res2.txt", quote=FALSE )

# Resultados: Estimación de los coeficientes del modelo de regresión
tabla3 <– cbind( medias[, c("n","mu","shape","nb.b0","poi.b0",
                            "qpoi.b0", ”nb.b1","poi.b1","qpoi.b1")],
                 ci.inf[, c("nb.b0","poi.b0",
                            "qpoi.b0","nb.b1","poi.b1","qpoi.b1")],
                 ci.sup[, c("nb.b0","poi.b0",
                            "qpoi.b0","nb.b1","poi.b1","qpoi.b1")] )
write.table( tabla3, file="c:/simula/sim2_res3.txt", quote=FALSE )

# Resultados: Estimación del error estándar de los coeficientes
# del modelo de regresión
tabla4 <– cbind( medias[, c("n","mu","shape","nb.se.b0","poi.se.b0",
                  "qpoi.se.b0","nb.se.b1","poi.se.b1","qpoi.se.b1")],
                 ci.inf[, c("nb.se.b0","poi.se.b0",
                  "qpoi.se.b0","nb.se.b1","poi.se.b1","qpoi.se.b1")],
                 ci.sup[, c("nb.se.b0","poi.se.b0",
                  "qpoi.se.b0","nb.se.b1","poi.se.b1","qpoi.se.b1")])
write.table( tabla4, file="c:/simula/sim2_res4.txt", quote=FALSE )

# Resultados: Estimación empírica del error estándar de los
# coeficientes a partir de la distribución muestral por Monte Carlo
tabla5 <– desvia[, c("n","mu","shape","nb.b0","poi.b0",
                     "qpoi.b0","nb.b1","poi.b1","qpoi.b1")]
write.table( tabla5, file="c:/simula/sim2_res5.txt", quote=FALSE )

# Guardar entorno R para futuras sesiones
options(digits=7)
save.image("C:/Simula/sim2.RData")
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Listado 3. Programa R para la Simulación 3.

# ================================================= #
# SIMULACIÓN 3: Muestras por mezcla de dos Poisson  #
#                                                   #
# Estudio comparativo de la potencia de los tests   #
# diagnósticos de sobredispersión de uso habitual   #
# ================================================= #

# Carga de funciones para el ajuste de modelos y
# tests de sobredispersión.
source("c:/simula/modelos.r")
source("c:/simula/tests.r")
library( MASS )

# Inicialización de parámetros de la simulación
set.seed(30)
tpo <– Sys.time()
plot.new()
n   <– c( 500, 100, 50, 20 )
nN  <– length( n )
mu  <– rbind( c(0.2, 1), c(0.2, 3), c(3.2, 6) )
nB  <– nrow(mu)
nSim <– 5000
r2Poi <– matrix(NA,nN*nB*nSim,30)
rcto <– 0

# Simulación
for (i in 1:nN)
{
   # Generación de la variable independiente X
   x <– seq( from=–3, to=3, length=n[i] )

    for (j in 1:nB)
    {
        for (k in 1:nSim)
        {
            # Contador de muestras generadas
            rcto <– rcto + 1
            title(rcto,col.main="blue")

            # Generación de la variable de respuesta Y bajo
            # dos distribuciones de Poisson con lambdas distintas
            y       <– c( rpois( n[i]/2,lambda=mu[j,1] ),
                          rpois( n[i]/2,lambda=mu[j,2] ) )

            # Ajuste de modelos para recuentos
            # (MRP, Negbin II y MRQP)
            poi     <– glm.poisson( y, x )
            spoi    <– summary(poi$modelo)
            nb      <– glm.negbin( y, x )
            snb     <– summary(nb$modelo)
            qpoi    <– glm.quasipoisson( y, x )
            sqpoi   <– summary(qpoi$modelo)

            # Tests de sobredispersión
            o.lr    <– LR( poi$LL, nb$LL )
            o.w     <– W( nb$modelo$theta, nb$modelo$SE.theta )
            o.lm    <– LM( y, poi$modelo$fit )
            o.lmr   <– LMR( y, poi$modelo$fit )
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            # Almacena vector de resultados
            r2Poi[rcto,1]  <– n[h]
            r2Poi[rcto,2]  <– mu[i]
            r2Poi[rcto,3]  <– a[i,j]
            r2Poi[rcto,4]  <– o.lr$val
            r2Poi[rcto,5]  <– o.lr$sig
            r2Poi[rcto,6]  <– o.w$val
            r2Poi[rcto,7]  <– o.w$sig
            r2Poi[rcto,8]  <– o.lmr$val[1]
            r2Poi[rcto,9]  <– o.lmr$sig[1]
            r2Poi[rcto,10] <– o.lmr$val[2]
            r2Poi[rcto,11] <– o.lmr$sig[2]
            r2Poi[rcto,12] <– poi$modelo$dev
            r2Poi[rcto,13] <– (1 – pchisq( poi$modelo$dev,
                                   poi$modelo$df.res )) <= 0.05
            r2Poi[rcto,14] <– poi$X2
            r2Poi[rcto,15] <– (1 – pchisq( poi$X2,
                                   poi$modelo$df.res )) <= 0.05
            r2Poi[rcto,16] <– nb$modelo$theta
            r2Poi[rcto,17] <– nb$modelo$SE.theta
            r2Poi[rcto,18] <– nb$modelo$coef[1]      # b0
            r2Poi[rcto,19] <– nb$modelo$coef[2]      # b1
            r2Poi[rcto,20] <– snb$coef[1,2]          # SE b0
            r2Poi[rcto,21] <– snb$coef[2,2]          # SE b1
            r2Poi[rcto,22] <– poi$modelo$coef[1]     # b0
            r2Poi[rcto,23] <– poi$modelo$coef[2]     # b1
            r2Poi[rcto,24] <– spoi$coef[1,2]         # SE b0
            r2Poi[rcto,25] <– spoi$coef[2,2]         # SE b1
            r2Poi[rcto,26] <– qpoi$modelo$coef[1]    # b0
            r2Poi[rcto,27] <– qpoi$modelo$coef[2]    # b1
            r2Poi[rcto,28] <– sqpoi$coef[1,2]        # SE b0
            r2Poi[rcto,29] <– sqpoi$coef[2,2]        # SE b1
            r2Poi[rcto,30] <– sqpoi$dispersion

            # Borra número de iteración
            title(rcto,col.main="white")

            }
        }
    }
}

print( TotTpo[1] <– difftime(Sys.time(),tpo) )

# Almacena en disco la matriz de resultados
write(t(r2Poi[1:(nB*nSim*1),]),
      "c:/simula/sim3_n500.res",ncolumns=30)
write(t(r2Poi[(nB*nSim*1+1):(nB*nSim*2),]),
      "c:/simula/sim3_n100.res",ncolumns=30)
write(t(r2Poi[(nB*nSim*2+1):(nB*nSim*3),]),
      "c:/simula/sim3_n50.res",ncolumns=30)
write(t(r2Poi[(nB*nSim*3+1):(nB*nSim*4),]),
      "c:/simula/sim3_n20.res",ncolumns=30)

# Resumen estadístico de la simulación
archivos <– c( "c:/simula/sim3_n20.res",
               "c:/simula/sim3_n50.res",
               "c:/simula/sim3_n100.res",
               "c:/simula/sim3_n500.res")
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sim3    <– list(n20=0, n50=0, n100=0, n500=0)
medias  <– list(n20=0, n50=0, n100=0, n500=0)
desvia  <– list(n20=0, n50=0, n100=0, n500=0)
ci.inf  <– list(n20=0, n50=0, n100=0, n500=0)
ci.sup  <– list(n20=0, n50=0, n100=0, n500=0)

plot.new()
for ( i in 1:length(archivos) )
    {

    title(i,col.main="blue")

    r2Poi <– scan( archivos[i] )
    dim(r2Poi) <– c( 40, 9000 )
    r2Poi <– t(r2Poi)

    sim3[[i]] <– r2Poi

    medias[[i]] <– aggregate(r2Poi,list(n=r2Poi[,1],mu=r2Poi[,2],
                             shape=r2Poi[,3]),mean.na.rm)
    desvia[[i]] <– aggregate(r2Poi,list(n=r2Poi[,1],mu=r2Poi[,2],
                             shape=r2Poi[,3]),sd.na.rm)
    ci.inf[[i]] <– aggregate(r2Poi,list(n=r2Poi[,1],mu=r2Poi[,2],
                             shape=r2Poi[,3]),q2.5)
    ci.sup[[i]] <– aggregate(r2Poi,list(n=r2Poi[,1],mu=r2Poi[,2],
                             shape=r2Poi[,3]),q97.5)

    title(i,col.main="white")

    }

medias <– rbind(medias$n20[c(1:3,7:33)],medias$n50[c(1:3,7:33)],
                medias$n100[c(1:3,7:33)],medias$n500[c(1:3,7:33)])
desvia <– rbind(desvia$n20[c(1:3,7:33)],desvia$n50[c(1:3,7:33)],
                desvia$n100[c(1:3,7:33)],desvia$n500[c(1:3,7:33)])
ci.inf <– rbind(ci.inf$n20[c(1:3,7:33)],ci.inf$n50[c(1:3,7:33)],
                ci.inf$n100[c(1:3,7:33)],ci.inf$n500[c(1:3,7:33)])
ci.sup <– rbind(ci.sup$n20[c(1:3,7:33)],ci.sup$n50[c(1:3,7:33)],
                ci.sup$n100[c(1:3,7:33)],ci.sup$n500[c(1:3,7:33)])

names(medias) <– c( "n", "mu", "shape", "LR.val", "LR", "W.val", "W",
                    "LMR1.val", "LMR1", "LMR2.val", "LMR2", "D.val",
                    "D", "X2.val", "X2", "theta", "SE.theta",
                    "nb.b0", "nb.b1", "nb.se.b0", "nb.se.b1",
                    "poi.b0", "poi.b1", "poi.se.b0", "poi.se.b1",
                    "qpoi.b0", "qpoi.b1", "qpoi.se.b0", "qpoi.se.b1",
                    "qpoi.disp")
names(desvia) <– names(medias)
names(ci.inf) <– names(medias)
names(ci.sup) <– names(medias)

options(digits=4)

# Resultados: Pruebas diagnósticas de sobredispersión
tabla1 <– cbind( medias[, c("n","mu","shape","LR","W",
                            "LMR1","LMR2","D","X2")],
                 ci.inf[, c("LR.val","W.val",
                            "LMR1.val","LMR2.val","D.val","X2.val")],
                 ci.sup[, c("LR.val","W.val",
                            "LMR1.val","LMR2.val","D.val","X2.val")])
write.table( tabla1, file="c:/simula/sim3_res1.txt", quote=FALSE )
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# Resultados: Estimación del parámetro de dispersión
tabla2 <– cbind( medias[, c("n","mu","shape","theta","qpoi.disp")],
                 ci.inf[, c("theta","qpoi.disp")],
                 ci.sup[, c("theta","qpoi.disp")] )
write.table( tabla2, file="c:/simula/sim3_res2.txt", quote=FALSE )

# Resultados: Estimación de los coeficientes del modelo de regresión
tabla3 <– cbind( medias[, c("n","mu","shape","nb.b0","poi.b0",
                            "qpoi.b0", ”nb.b1","poi.b1","qpoi.b1")],
                 ci.inf[, c("nb.b0","poi.b0",
                            "qpoi.b0","nb.b1","poi.b1","qpoi.b1")],
                 ci.sup[, c("nb.b0","poi.b0",
                            "qpoi.b0","nb.b1","poi.b1","qpoi.b1")] )
write.table( tabla3, file="c:/simula/sim3_res3.txt", quote=FALSE )

# Resultados: Estimación del error estándar de los coeficientes
# del modelo de regresión
tabla4 <– cbind( medias[, c("n","mu","shape","nb.se.b0","poi.se.b0",
                  "qpoi.se.b0","nb.se.b1","poi.se.b1","qpoi.se.b1")],
                 ci.inf[, c("nb.se.b0","poi.se.b0",
                  "qpoi.se.b0","nb.se.b1","poi.se.b1","qpoi.se.b1")],
                 ci.sup[, c("nb.se.b0","poi.se.b0",
                  "qpoi.se.b0","nb.se.b1","poi.se.b1","qpoi.se.b1")])
write.table( tabla4, file="c:/simula/sim3_res4.txt", quote=FALSE )

# Resultados: Estimación empírica del error estándar de los
# coeficientes a partir de la distribución muestral por Monte Carlo
tabla5 <– desvia[, c("n","mu","shape","nb.b0","poi.b0",
                     "qpoi.b0","nb.b1","poi.b1","qpoi.b1")]
write.table( tabla5, file="c:/simula/sim3_res5.txt", quote=FALSE )

# Guardar entorno R para futuras sesiones
options(digits=7)
save.image("C:/Simula/sim3.RData")
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Listado 4. Programa R para la Simulación 4.

# =============================================== #
# SIMULACIÓN 4: Muestras con exceso de ceros      #
#                                                 #
# Estudio comparativo de la potencia de los tests #
# diagnósticos de sobredispersión de uso habitual #
# =============================================== #

# Carga de funciones para el ajuste de modelos,
# tests de sobredispersión y generación de muestras
source("c:/simula/modelos.r")
source("c:/simula/tests.r")
source("c:/simula/muestreo.r")
library( MASS )

# Inicialización de parámetros de la simulación
set.seed(30)
tpo <– Sys.time()
plot.new()
n   <– c( 500, 100, 50, 20 )
nN  <– length( n )
mu  <– rbind( c(0, –0.5), c(0, 0.5), c(0, 1.25) )
nB  <– nrow(mu)
nSim <– 5000
rZIP <– matrix(NA,nN*nB*nSim,30)
rcto <– 0

# Simulación
for (i in 1:nN)
{
   # Generación de la variable independiente X
   x <– seq( from=–3, to=3, length=n[i] )

    for (j in 1:nB)
    {
        for (k in 1:nSim)
        {
            # Contador de muestras generadas
            rcto <– rcto + 1
            title(rcto,col.main="blue")

            # Generación de la variable de respuesta Y bajo
            # dos distribuciones de Poisson con lambdas distintas

      y       <– gm.zip(n[i],b0=0,b1=1,
                              g0=mu[j,1],g1=mu[j,2],x)

            # Ajuste de modelos para recuentos
            # (MRP, Negbin II y MRQP)
            poi     <– glm.poisson( y, x )
            spoi    <– summary(poi$modelo)
            nb      <– glm.negbin( y, x )
            snb     <– summary(nb$modelo)
            qpoi    <– glm.quasipoisson( y, x )
            sqpoi   <– summary(qpoi$modelo)

            # Tests de sobredispersión
            o.lr    <– LR( poi$LL, nb$LL )
            o.w     <– W( nb$modelo$theta, nb$modelo$SE.theta )
            o.lm    <– LM( y, poi$modelo$fit )
            o.lmr   <– LMR( y, poi$modelo$fit )
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            # Almacena vector de resultados
            rZIP[rcto,1]  <– n[h]
            rZIP[rcto,2]  <– mu[i]
            rZIP[rcto,3]  <– a[i,j]
            rZIP[rcto,4]  <– o.lr$val
            rZIP[rcto,5]  <– o.lr$sig
            rZIP[rcto,6]  <– o.w$val
            rZIP[rcto,7]  <– o.w$sig
            rZIP[rcto,8]  <– o.lmr$val[1]
            rZIP[rcto,9]  <– o.lmr$sig[1]
            rZIP[rcto,10] <– o.lmr$val[2]
            rZIP[rcto,11] <– o.lmr$sig[2]
            rZIP[rcto,12] <– poi$modelo$dev
            rZIP[rcto,13] <– (1 – pchisq( poi$modelo$dev,
                                   poi$modelo$df.res )) <= 0.05
            rZIP[rcto,14] <– poi$X2
            rZIP[rcto,15] <– (1 – pchisq( poi$X2,
                                   poi$modelo$df.res )) <= 0.05
            rZIP[rcto,16] <– nb$modelo$theta
            rZIP[rcto,17] <– nb$modelo$SE.theta
            rZIP[rcto,18] <– nb$modelo$coef[1]      # b0
            rZIP[rcto,19] <– nb$modelo$coef[2]      # b1
            rZIP[rcto,20] <– snb$coef[1,2]          # SE b0
            rZIP[rcto,21] <– snb$coef[2,2]          # SE b1
            rZIP[rcto,22] <– poi$modelo$coef[1]     # b0
            rZIP[rcto,23] <– poi$modelo$coef[2]     # b1
            rZIP[rcto,24] <– spoi$coef[1,2]         # SE b0
            rZIP[rcto,25] <– spoi$coef[2,2]         # SE b1
            rZIP[rcto,26] <– qpoi$modelo$coef[1]    # b0
            rZIP[rcto,27] <– qpoi$modelo$coef[2]    # b1
            rZIP[rcto,28] <– sqpoi$coef[1,2]        # SE b0
            rZIP[rcto,29] <– sqpoi$coef[2,2]        # SE b1
            rZIP[rcto,30] <– sqpoi$dispersion

            # Borra número de iteración
            title(rcto,col.main="white")

            }
        }
    }
}

print( TotTpo[1] <– difftime(Sys.time(),tpo) )

# Almacena en disco la matriz de resultados
write(t(rZIP[1:(nB*nSim*1),]),
      "c:/simula/sim4_n500.res",ncolumns=30)
write(t(rZIP[(nB*nSim*1+1):(nB*nSim*2),]),
      "c:/simula/sim4_n100.res",ncolumns=30)
write(t(rZIP[(nB*nSim*2+1):(nB*nSim*3),]),
      "c:/simula/sim4_n50.res",ncolumns=30)
write(t(rZIP[(nB*nSim*3+1):(nB*nSim*4),]),
      "c:/simula/sim4_n20.res",ncolumns=30)

# Resumen estadístico de la simulación
archivos <– c( "c:/simula/sim4_n20.res",
               "c:/simula/sim4_n50.res",
               "c:/simula/sim4_n100.res",
               "c:/simula/sim4_n500.res")
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sim4    <– list(n20=0, n50=0, n100=0, n500=0)
medias  <– list(n20=0, n50=0, n100=0, n500=0)
desvia  <– list(n20=0, n50=0, n100=0, n500=0)
ci.inf  <– list(n20=0, n50=0, n100=0, n500=0)
ci.sup  <– list(n20=0, n50=0, n100=0, n500=0)

plot.new()
for ( i in 1:length(archivos) )
    {

    title(i,col.main="blue")

    rZIP <– scan( archivos[i] )
    dim(rZIP) <– c( 40, 9000 )
    rZIP <– t(rZIP)

    sim4[[i]] <– rZIP

    medias[[i]] <– aggregate(rZIP,list(n=rZIP[,1],mu=rZIP[,2],
                             shape=rZIP[,3]),mean.na.rm)
    desvia[[i]] <– aggregate(rZIP,list(n=rZIP[,1],mu=rZIP[,2],
                             shape=rZIP[,3]),sd.na.rm)
    ci.inf[[i]] <– aggregate(rZIP,list(n=rZIP[,1],mu=rZIP[,2],
                             shape=rZIP[,3]),q2.5)
    ci.sup[[i]] <– aggregate(rZIP,list(n=rZIP[,1],mu=rZIP[,2],
                             shape=rZIP[,3]),q97.5)

    title(i,col.main="white")

    }

medias <– rbind(medias$n20[c(1:3,7:33)],medias$n50[c(1:3,7:33)],
                medias$n100[c(1:3,7:33)],medias$n500[c(1:3,7:33)])
desvia <– rbind(desvia$n20[c(1:3,7:33)],desvia$n50[c(1:3,7:33)],
                desvia$n100[c(1:3,7:33)],desvia$n500[c(1:3,7:33)])
ci.inf <– rbind(ci.inf$n20[c(1:3,7:33)],ci.inf$n50[c(1:3,7:33)],
                ci.inf$n100[c(1:3,7:33)],ci.inf$n500[c(1:3,7:33)])
ci.sup <– rbind(ci.sup$n20[c(1:3,7:33)],ci.sup$n50[c(1:3,7:33)],
                ci.sup$n100[c(1:3,7:33)],ci.sup$n500[c(1:3,7:33)])

names(medias) <– c( "n", "mu", "shape", "LR.val", "LR", "W.val", "W",
                    "LMR1.val", "LMR1", "LMR2.val", "LMR2", "D.val",
                    "D", "X2.val", "X2", "theta", "SE.theta",
                    "nb.b0", "nb.b1", "nb.se.b0", "nb.se.b1",
                    "poi.b0", "poi.b1", "poi.se.b0", "poi.se.b1",
                    "qpoi.b0", "qpoi.b1", "qpoi.se.b0", "qpoi.se.b1",
                    "qpoi.disp")
names(desvia) <– names(medias)
names(ci.inf) <– names(medias)
names(ci.sup) <– names(medias)

options(digits=4)

# Resultados: Pruebas diagnósticas de sobredispersión
tabla1 <– cbind( medias[, c("n","mu","shape","LR","W",
                            "LMR1","LMR2","D","X2")],
                 ci.inf[, c("LR.val","W.val",
                            "LMR1.val","LMR2.val","D.val","X2.val")],
                 ci.sup[, c("LR.val","W.val",
                            "LMR1.val","LMR2.val","D.val","X2.val")])
write.table( tabla1, file="c:/simula/sim4_res1.txt", quote=FALSE )
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# Resultados: Estimación del parámetro de dispersión
tabla2 <– cbind( medias[, c("n","mu","shape","theta","qpoi.disp")],
                 ci.inf[, c("theta","qpoi.disp")],
                 ci.sup[, c("theta","qpoi.disp")] )
write.table( tabla2, file="c:/simula/sim4_res2.txt", quote=FALSE )

# Resultados: Estimación de los coeficientes del modelo de regresión
tabla3 <– cbind( medias[, c("n","mu","shape","nb.b0","poi.b0",
                            "qpoi.b0", ”nb.b1","poi.b1","qpoi.b1")],
                 ci.inf[, c("nb.b0","poi.b0",
                            "qpoi.b0","nb.b1","poi.b1","qpoi.b1")],
                 ci.sup[, c("nb.b0","poi.b0",
                            "qpoi.b0","nb.b1","poi.b1","qpoi.b1")] )
write.table( tabla3, file="c:/simula/sim4_res3.txt", quote=FALSE )

# Resultados: Estimación del error estándar de los coeficientes
# del modelo de regresión
tabla4 <– cbind( medias[, c("n","mu","shape","nb.se.b0","poi.se.b0",
                  "qpoi.se.b0","nb.se.b1","poi.se.b1","qpoi.se.b1")],
                 ci.inf[, c("nb.se.b0","poi.se.b0",
                  "qpoi.se.b0","nb.se.b1","poi.se.b1","qpoi.se.b1")],
                 ci.sup[, c("nb.se.b0","poi.se.b0",
                  "qpoi.se.b0","nb.se.b1","poi.se.b1","qpoi.se.b1")])
write.table( tabla4, file="c:/simula/sim4_res4.txt", quote=FALSE )

# Resultados: Estimación empírica del error estándar de los
# coeficientes a partir de la distribución muestral por Monte Carlo
tabla5 <– desvia[, c("n","mu","shape","nb.b0","poi.b0",
                     "qpoi.b0","nb.b1","poi.b1","qpoi.b1")]
write.table( tabla5, file="c:/simula/sim4_res5.txt", quote=FALSE )

# Guardar entorno R para futuras sesiones
options(digits=7)
save.image("C:/Simula/sim3.RData")
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Listado 5. Programa R para la Simulación 5.

# ================================================ #
# SIMULACIÓN 5: Muestras Negbin II                 #
#                                                  #
# Comparación técnicas para la corrección del EE   #
# estimado por MRP en presencia de sobredispersión #
# ================================================ #

# Carga de funciones para el ajuste de modelos,
# tests de sobredispersión y procedimientos de
# corrección del EE estimado por MRP
source("c:/simula/modelos.r")
source("c:/simula/tests.r")
source("c:/simula/correc_ee.r")
library( MASS )

# Inicialización de parámetros de la simulación
set.seed(30)
tpo <– Sys.time()
plot.new()
n   <– c( 500, 100, 50, 20 )
nN  <– length( n )
mu  <– c( 0.3, 1, 5 )
nB  <– length(mu)
a   <– rbind( c(1.2, 0.3, 0.15), c(4, 1, 0.5), c(20, 5, 2.5) )
nA  <– ncol( a )
nSim <– 5000
rBN2 <– matrix(NA,nN*nB*nA*nSim,31)
rcto <– 0

# Simulación
for (h in 1:nN)
{
   # Generación de la variable independiente X
   x <– seq( from=–3, to=3, length=n[h] )

    for (i in 1:nB)
    {
        for (j in 1:nA)
        {
            for (k in 1:nSim)
            {

            # Contador de muestras generadas
            rcto <– rcto + 1
            title(rcto,col.main="blue")

            # Generación de la variable de respuesta Y bajo
            # distribución Negbin II
            y       <– rnbinom( n[h], mu=mu[i], size=a[i,j] )

            # Ajuste de modelos para recuentos
            # (MRP, Negbin II y MRQP)
            poi     <– glm.poisson( y, x )
            spoi    <– summary(poi$modelo)
            qpoi    <– glm.quasipoisson( y, x )
            sqpoi   <– summary(qpoi$modelo)
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            # Correcciones de los EE de los coeficientes MRP
            se.boot <– SE.boot( y, x, n[h], nboot=200 )
            se.jack <– SE.jack( y, x, n[h] )

            # Almacena vector de resultados
            rBN2[rcto,1]  <– n[h]
            rBN2[rcto,2]  <– mu[i]
            rBN2[rcto,3]  <– a[i,j]
            rBN2[rcto,4]  <– poi$modelo$dev
            rBN2[rcto,5]  <– poi$X2
            rBN2[rcto,6]  <– poi$modelo$df.res
            rBN2[rcto,7]  <– spoi$coef[1,1]      # b0
            rBN2[rcto,8]  <– spoi$coef[2,1]      # b1
            rBN2[rcto,9]  <– spoi$coef[1,2]      # SE b0
            rBN2[rcto,10] <– spoi$coef[2,2]      # SE b1
            rBN2[rcto,11] <– sqpoi$coef[1,1]     # b0
            rBN2[rcto,12] <– sqpoi$coef[2,1]     # b1
            rBN2[rcto,13] <– sqpoi$coef[1,2]     # SE b0
            rBN2[rcto,14] <– sqpoi$coef[2,2]     # SE b1
            rBN2[rcto,15] <– qpoi$modelo$dev
            rBN2[rcto,16] <– qpoi$X2
            rBN2[rcto,17] <– sqpoi$dispersion
            rBN2[rcto,18] <– se.boot$b0
            rBN2[rcto,19] <– se.boot$b1
            rBN2[rcto,20] <– se.boot$se.b0
            rBN2[rcto,21] <– se.boot$se.b1
            rBN2[rcto,22] <– se.jack$b0
            rBN2[rcto,23] <– se.jack$b1
            rBN2[rcto,24] <– se.jack$se.b0
            rBN2[rcto,25] <– se.jack$se.b1
            rBN2[rcto,26] <– spoi$coef[1,2]

        * sqrt(poi$modelo$dev/poi$modelo$df.res)
            rBN2[rcto,27] <– spoi$coef[1,2]

 * sqrt(poi$X2/poi$modelo$df.res)
            rBN2[rcto,28] <– spoi$coef[1,2]

 * sqrt(sqpoi$dispersion)
            rBN2[rcto,29] <– spoi$coef[2,2]

 * sqrt(poi$modelo$dev/poi$modelo$df.res)
            rBN2[rcto,30] <– spoi$coef[2,2]

 * sqrt(poi$X2/poi$modelo$df.res)
            rBN2[rcto,31] <– spoi$coef[2,2]

 * sqrt(sqpoi$dispersion)

            # Borra número de iteración
            title(rcto,col.main="white")

            }
        }
    }
}
print( TotTpo[1] <– difftime(Sys.time(),tpo) )

# Almacena en disco la matriz de resultados
write(t(rBN2[1:(nN*nA*nSim*1),]),
      "c:/simula/sim5_n500.res",ncolumns=30)
write(t(rBN2[(nN*nA*nSim*1+1):(nN*nA*nSim*2),]),
      "c:/simula/sim5_n100.res",ncolumns=30)
write(t(rBN2[(nN*nA*nSim*2+1):(nN*nA*nSim*3),]),
      "c:/simula/sim5_n50.res",ncolumns=30)
write(t(rBN2[(nN*nA*nSim*3+1):(nN*nA*nSim*4),]),
      "c:/simula/sim5_n20.res",ncolumns=30)
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# Resumen estadístico de la simulación
archivos <– c( "c:/simula/sim5_n20.res",
               "c:/simula/sim5_n50.res",
               "c:/simula/sim5_n100.res",
               "c:/simula/sim5_n500.res")

sim5    <– list(n20=0, n50=0, n100=0, n500=0)
medias  <– list(n20=0, n50=0, n100=0, n500=0)
desvia  <– list(n20=0, n50=0, n100=0, n500=0)
ci.inf  <– list(n20=0, n50=0, n100=0, n500=0)
ci.sup  <– list(n20=0, n50=0, n100=0, n500=0)

plot.new()
for ( i in 1:length(archivos) )
    {

    title(i,col.main="blue")

    rBN2 <– scan( archivos[i] )
    dim(rBN2) <– c( 40, 9000 )
    rBN2 <– t(rBN2)

    sim2[[i]] <– rBN2

    medias[[i]] <– aggregate(rBN2,list(n=rBN2[,1],mu=rBN2[,2],
                             shape=rBN2[,3]),mean.na.rm)
    desvia[[i]] <– aggregate(rBN2,list(n=rBN2[,1],mu=rBN2[,2],
                             shape=rBN2[,3]),sd.na.rm)
    ci.inf[[i]] <– aggregate(rBN2,list(n=rBN2[,1],mu=rBN2[,2],
                             shape=rBN2[,3]),q2.5)
    ci.sup[[i]] <– aggregate(rBN2,list(n=rBN2[,1],mu=rBN2[,2],
                             shape=rBN2[,3]),q97.5)

    title(i,col.main="white")

    }

medias <– rbind(medias$n20[c(1:3,7:34)],medias$n50[c(1:3,7:34)],
                medias$n100[c(1:3,7:34)],medias$n500[c(1:3,7:34)])
desvia <– rbind(desvia$n20[c(1:3,7:34)],desvia$n50[c(1:3,7:34)],
                desvia$n100[c(1:3,7:34)],desvia$n500[c(1:3,7:34)])
ci.inf <– rbind(ci.inf$n20[c(1:3,7:34)],ci.inf$n50[c(1:3,7:34)],
                ci.inf$n100[c(1:3,7:34)],ci.inf$n500[c(1:3,7:34)])
ci.sup <– rbind(ci.sup$n20[c(1:3,7:34)],ci.sup$n50[c(1:3,7:34)],
                ci.sup$n100[c(1:3,7:34)],ci.sup$n500[c(1:3,7:34)])

names(medias) <– c( "n", "mu", "shape", "D", "X2", "df",
                    "poi.b0", "poi.b1", "poi.se.b0", "poi.se.b1",
                    "qpoi.b0", "qpoi.b1", "qpoi.se.b0", "qpoi.se.b1",
                    "qpoi.D", "qpoi.X2", "qpoi.disp",
                    "boot.b0", "boot.b1", "boot.se.b0", "boot.se.b1",
                    "jack.b0", "jack.b1", "jack.se.b0", "jack.se.b1",

       "D.se.b0","X2.se.b0","disp.se.b0",
       "D.se.b1","X2.se.b1","disp.se.b1")

names(desvia) <– names(medias)
names(ci.inf) <– names(medias)
names(ci.sup) <– names(medias)

options(digits=4)
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# Resultados: Correcciones de los EE del coeficiente b0
tabla1 <– cbind( medias[,c("n","mu","shape",

      "poi.se.b0","qpoi.se.b0",
      "jack.se.b0","boot.se.b0",
      "D.se.b0","X2.se.b0","disp.se.b0")],

                 ci.inf[,c("poi.se.b0","qpoi.se.b0",
      "jack.se.b0","boot.se.b0",
      "D.se.b0","X2.se.b0","disp.se.b0")],

                 ci.sup[,c("poi.se.b0","qpoi.se.b0",
      "jack.se.b0","boot.se.b0",
      "D.se.b0","X2.se.b0","disp.se.b0")] )

write.table( tabla1, file="c:/simula/sim5_res1.txt", quote=FALSE )

# Resultados: Correcciones de los EE del coeficiente b1
tabla2 <– cbind( medias[,c("n","mu","shape",

      "poi.se.b1","qpoi.se.b1",
      "jack.se.b1","boot.se.b1",
      "D.se.b1","X2.se.b1","disp.se.b1")],

                 ci.inf[,c("poi.se.b1","qpoi.se.b1",
      "jack.se.b1","boot.se.b1",
      "D.se.b1","X2.se.b1","disp.se.b1")],

                 ci.sup[,c("poi.se.b1","qpoi.se.b1",
      "jack.se.b1","boot.se.b1",
      "D.se.b1","X2.se.b1","disp.se.b1")] )

write.table( tabla2, file="c:/simula/sim5_res2.txt", quote=FALSE )

# Guardar entorno R para futuras sesiones
options(digits=7)
save.image("C:/Simula/sim5.RData")
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Listado 6. Funciones para la ampliación de las salidas de las funciones R
estándar para el ajuste de modelos de regresión para recuentos.

# –––––––––––––––––––– #
# Regresión de Poisson #
# –––––––––––––––––––– #

glm.poisson <– function( y, x )
{
    # Ajuste del modelo de regresión
    modelo <– glm( y ~ x, family=poisson )

    # LogLikelihood
    # LL <– sum(dpois(y,modelo$fit,log=TRUE) * modelo$prior.weights)
    LL <– –1 * ( modelo$aic – 2*length(modelo$coef) ) / 2

    # X2 de Pearson
    X2 <– sum( ( (y–modelo$fit) / sqrt(modelo$fit) )^2 )

    # G2
    G2 <– ( 2*sum(y[y>0] * log(y[y>0]/modelo$fit[y>0])
            – (y[y>0]–modelo$fit[y>0]) ) )
            + ( 2*sum(modelo$fit[y==0]) )

    # Retorno
    list( modelo=modelo, LL=LL, X2=X2, G2=G2 )
}

# –––––––––––––––––––––––––––––––––––––– #
# Regresión con estimación Quasi–Poisson #
# –––––––––––––––––––––––––––––––––––––– #

glm.quasipoisson <– function( y, x )
{
    # Ajuste del modelo de regresión
    modelo <– glm( y ~ x, family=quasipoisson )

    # LogLikelihood
    # LL <– sum(dpois(y,modelo$fit,log=TRUE) * qpoi$prior.weights)
    LL <– –1 * ( modelo$aic – 2*length(modelo$coef) ) / 2

    # X2 de Pearson
    X2 <– sum( ( (y–modelo$fit) / sqrt(modelo$fit) )^2 )

    # G2
    G2 <– ( 2*sum(y[y>0] * log(y[y>0]/modelo$fit[y>0])
            – (y[y>0]–modelo$fit[y>0]) ) )
            + ( 2*sum(modelo$fit[y==0]) )

    # Retorno
    list( modelo=modelo, LL=LL, X2=X2, G2=G2 )
}
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# ––––––––––––––––––––––––––––––––––––––– #
# Regresión Binomial Negativa (Negbin II) #
# ––––––––––––––––––––––––––––––––––––––– #

glm.negbin <– function( y, x )
{

    # Ajuste del modelo de regresión
    modelo <– glm.nb( y ~ x )

    # LogLikelihood
    LL <– modelo$twologlik / 2

    # X2 de Pearson
    X2 <– sum( ( (y–modelo$fit) / sqrt(modelo$fit) )^2 )

    # G2
    G2 <– ( 2*sum(y[y>0] * log(y[y>0]/modelo$fit[y>0])
           – (y[y>0]–modelo$fit[y>0]) ) )
           + ( 2*sum(modelo$fit[y==0]) )

    # Retorno
    list( modelo=modelo, LL=LL, X2=X2, G2=G2 )
}
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Listado 7. Funciones R para los tests diagnósticos de sobredispersión y otras
funciones de uso general en las simulaciones.

# ––––––––––––––––––––––––––––– #
# Log-likelihood Ratio test (LR) #
# ––––––––––––––––––––––––––––– #

LR <– function(poisson.LL,negbin.LL,pcrit=0.05)
{
    LR.val <– –2 * ( poisson.LL – negbin.LL )
    LR.p   <– 1 – pchisq( LR.val, 1 )
    LR.sig <– ifelse( LR.p <= pcrit*2, 1, 0 )

    # Retorno
    list( val=LR.val, p=LR.p, sig=LR.sig )
}

# –––––––––––––––– #
# Test de Wald (W) #
# –––––––––––––––– #

W <– function(theta,SE.theta,pcrit=0.05)
{
    W.val <– theta / SE.theta
    W.p <– 1 – pchisq( W.val, 1 )
    W.sig <– ifelse( W.p <= pcrit*2, 1, 0 )

    # Retorno
    list( val=W.val, p=W.p, sig=W.sig )
}

# –––––––––––––––––––––––––––––––––––––––––––– #
# Lagrange Multiplier Test (LM) o "score" test #
# –––––––––––––––––––––––––––––––––––––––––––– #

LM <– function(y,poi.fit,pcrit=0.05)
{
    LM.val <– (sum((y–poi.fit)^2–y)/2) / sqrt(sum(1/(2*poi.fit^2)))
    LM.p   <– 1 – pnorm( LM.val, mean=0, sd=1)
    LM.sig <– ifelse( LM.p <= pcrit, 1, 0 )

    # Retorno
    list( val=LM.val, p=LM.p, sig=LM.sig )
}

# –––––––––––––––––––––––––––––– #
# Test basado en regresión OLS   #
# (equivalente asintótico al LM) #
# –––––––––––––––––––––––––––––– #

LMR <– function(y,poi.fit,pcrit=0.05)
{
    z <– ((y–poi.fit)^2–y)/(sqrt(2)*poi.fit)

    # Binomial Negativa 1 (NB1)
    nb1.ols     <– lm(z~+1)
    nb1.ols.val <– summary(nb1.ols)$coef[1,"t value"]
    nb1.ols.p   <– summary(nb1.ols)$coef[1,"Pr(>|t|)"]
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    nb1.ols.sig <– ifelse( nb1.ols.p <= pcrit, 1, 0 )

    # Binomial Negativa 2 (NB2)
    nb2.ols     <– lm(z~poi.fit–1)
    nb2.ols.val <– summary(nb2.ols)$coef[1,"t value"]
    nb2.ols.p   <– summary(nb2.ols)$coef[1,"Pr(>|t|)"]
    nb2.ols.sig <– ifelse( nb2.ols.p <= pcrit, 1, 0 )

    # Retorno
    list( nb1.ols=nb1.ols, nb2.ols=nb2.ols,
          val=c(nb1.ols.val,nb2.ols.val), p=c(nb1.ols.p,nb2.ols.p),
          sig=c(nb1.ols.sig,nb2.ols.sig) )
}

# –––––––––––––––––––––––––––––––––––––––––––––––––––––––––––––––– #
# Funciones generales para obtención de descriptivos con Aggregate #
# –––––––––––––––––––––––––––––––––––––––––––––––––––––––––––––––– #
mean.na.rm  <– function(x) mean(x,na.rm=TRUE)
sd.na.rm    <– function(x) sd(x,na.rm=TRUE)
q50         <– function(x) quantile(x,probs=c(0.50),na.rm=TRUE)
q2.5        <– function(x) quantile(x,probs=c(0.25),na.rm=TRUE)
q97.5       <– function(x) quantile(x,probs=c(0.975),na.rm=TRUE)

# –––––––––––––––––––––––––––––––––––––––––––––––––––––––– #
# Estimaciones directas del coeficiente de dispersión alfa #
# –––––––––––––––––––––––––––––––––––––––––––––––––––––––– #

overdisp <– function(glm)
{
    rr2 <– residuals(glm, type="response")^2
    rp2 <– residuals(glm, type="pearson")^2
    pw <– glm$prior.weights
    if (is.null(pw)) pw <– 1
    vi <– rp2/(pw*rr2)   # 1/(mu + tau*mu^2)
    mu <– glm$fitted.values
    f <– glm$df.residual/length(mu)
    sum(rp2 – f*vi*mu)/(f*sum(vi*mu^2))
}

over.nb <– function(glm)
{
    rp2 <– residuals(glm, type="pearson")^2
    w <– glm$prior.weights
    if (is.null(w)) w <– 1
    mu <– glm$fitted.values
    h <– lm.influence(glm)$hat   # diagonal elements of hat matrix
    sum(rp2 – (1–h)*w)/sum((1–h)*w*mu)
}
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Listado 8. Funciones R para la corrección de los errores estándar estimados
por Poisson en presencia de sobredispersión.

# ––––––––––––––––––––––––––––––––––––– #
# Estimación bootstrap (no paramétrico) #
# de los coeficientes y sus EE          #
# ––––––––––––––––––––––––––––––––––––– #

SE.boot <– function( y, x, n, nboot=200 )
{
    b0.b <– double(nboot)
    b1.b <– double(nboot)
    for (i in 1:nboot)
    {
        k       <– sample(1:n, replace = TRUE)
        xb      <– x[k]
        yb      <– y[k]
        coef    <– glm(yb ~ xb, family=poisson)$coef

        b0.b[i] <– coef[1]
        b1.b[i] <– coef[2]
    }

    # Retorno
    list( b0=mean(b0.b), b1=mean(b1.b),
          se.b0=sd(b0.b), se.b1=sd(b1.b) )

}

# ––––––––––––––––––––––––––––––––––––––––––––––––– #
# Estimación jackknife de los coeficientes y sus EE #
# ––––––––––––––––––––––––––––––––––––––––––––––––– #

SE.jack <– function( y, x, n )
{
    b0.j <– double(n)
    b1.j <– double(n)
    for (i in 1:n)
    {
        xj      <– x[–i]
        yj      <– y[–i]
        coef    <– glm(yj ~ xj, family=poisson)$coef

        b0.j[i] <– coef[1]
        b1.j[i] <– coef[2]
    }

    b0 <– mean(b0.j)
    b1 <– mean(b1.j)
    se.b0 <– sqrt( (n–1) * sum( (b0.j–b0)^2 ) /n )
    se.b1 <– sqrt( (n–1) * sum( (b1.j–b1)^2 ) /n )

    # Retorno
    list( b0=b0, b1=b1, se.b0=se.b0, se.b1=se.b1 )

}
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Listado 9. Funciones R para el muestreo bajo diferentes distribuciones
de recuentos utilizadas en las simulaciones.

# ===================================================== #
# Funciones para generación de muestras bajo diferentes #
# configuraciones (distribuciones) de recuentos         #
# ===================================================== #

# –––––––––––––––––––––––––––––– #
# Generación de muestras Poisson #
# –––––––––––––––––––––––––––––– #

gm.poisson <– function( n=100, b0=0, b1=1, mu.x=0, sd.x=1 )
{
    x       <– rnorm(n,mu.x,sd.x)
    mu      <– exp( b0 + b1*x )
    y       <– rpois(n,mu)
    list( y=y, x=x )
}

# –––––––––––––––––––––––––––––––––––––––––––––– #
# Generación de muestras Binomial Negativa (BN2) #
# –––––––––––––––––––––––––––––––––––––––––––––– #

gm.bn <– function( n=100, b0=0, b1=1, alfa=0.5, mu.x=0, sd.x=1 )
{
    x       <– rnorm(n,mu.x,sd.x)
    mu      <– exp( b0 + b1*x )
    lambda  <– rgamma(n,shape=1/alfa,scale=alfa*mu)
    y       <– rpois(n,lambda)
    list( y=y, x=x )
}

# –––––––––––––––––––––––––– #
# Generación de muestras ZIP #
# –––––––––––––––––––––––––– #

expit <– function(eta) exp(eta)/(1+exp(eta))

gm.zip <– function(n=100,b0=0,b1=1,g0=0,g1=1,x)
{
    pi      <– expit(b0+b1*x)
    mu      <– exp(g0+g1*x)
    y       <– numeric(n)
    z       <– (runif(n)<pi)
    y[z]    <– rpois(sum(z),mu[z])
    y[!z]   <– 0
    y
}
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